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摘　 要　 多智能体强化学习在复杂协同作战任务中应用广泛,但仍存在协作效率低和环

境适应性差的问题。 其根本原因在于 QMIX(monotonic value function factorisation)算法无

法处理非单调价值函数,且难以捕捉智能体间动态交互关系。 首先,本文提出 W-QMIX
算法,引入加权机制并构建联合权重函数,对不同联合动作的 Q 值进行动态加权处理,有
效突破了 QMIX 算法在单调性约束下的表达能力限制。 其次,引入多头注意力机制构建

QMIX-ATT 算法,实现对智能体间动态交互关系的建模与捕捉,增强系统对协作过程中复

杂依赖关系的适应能力。 此外,贴近实际的模拟对战环境是保证对抗结果准确性的首要

条件。 最后,本文提出构建多地形、多天气融合的模拟对战环境,自定义各个智能体的状

态空间,并进行实验研究。 结果表明,改进后的算法胜率可达 93. 0% ,相比原始 QMIX 算

法,在 3 种不同环境下的胜率分别提升了 7. 8% 、10. 8%和 9. 7% ,证明了其在多智能体协

同任务中的有效性。
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　 　 在现代军事领域,随着战争形态日益复杂,传统

的军事演习方式如沙盘兵棋推演已难以满足作战协

同训练的复杂需求。 而强化学习[1 - 3]通过不断优化

自身行为策略,并与多智能体[4 - 6]系统有机结合,使
智能体间沟通合作,得到最优策略,尤其在军事场景

中,可辅助指挥者推演战局、评估胜算。 然而,在多

智能体环境下,由于策略协调[7]、环境动态性[8]、通
信协作[9 - 10]等问题,多智能体强化学习面临着诸多

挑战。
为应对这些挑战,值分解网络[11 - 12]通过将多智

能体环境中的全局价值函数分解为各个智能体的局

部价值函数,为解决多智能体之间的协作问题提供

了一 个 有 效 的 框 架。 QMIX[13] ( monotonic value
function factorisation)算法作为值分解网络的一个重

要代表,通过其创新的混合网络结构,在保证全局最

优的同时,允许单个智能体基于局部观测进行独立

学习,显著提升了多智能体系统在复杂任务中的

表现。
但 QMIX 存在难以处理非单调价值函数的问

题,无法准确表示需要智能体之间高度协调的策略。
同时,QMIX 在环境发生动态变化时适应性不足,在
环境状态发生错乱或不确定性增加时,算法性能会

显著下降。
为此,本文提出一种基于 QMIX 的结合加权机

制[14 - 15]和多头注意力机制[16 - 17]的多智能体强化学

习算法(weighted-QMIX-multi-head attention,W-QMIX-
ATT),通过引入加权机制,算法能够根据动作的重

要性分配不同的权重,从而更准确地表示最优策略。
通过引入自注意力机制,使算法能够动态捕捉智能

体间的复杂依赖关系,增强对动态环境变化的适应
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性,进一步提高多智能体强化学习算法在复杂任务

中的表现。 最后在构建的多地形多天气环境中进行

实验[18 - 19],实验结果表明本文模型的胜率较原始模

型显著提升,且鲁棒性较高。

1　 QMIX 算法

QMIX 是一种基于值分解的多智能体强化学习

算法,旨在通过集中训练和分散执行的范式提升多

智能体系统的协作效率。 其核心思想是将全局 Q
值表示为各智能体局部 Q 值的非线性组合,并通过

单调性约束确保策略的一致性。
如图 1 所示,QMIX 包含 2 个主要部分,即智能

体(agent)网络和混合网络(mixing network)。 图中

MLP 表示多层感知机(multilayer perceptron),GRU
表示门控循环单元( gated recurrent unit,GRU)。 智

能体网络根据智能体的局部观测生成个体 Q 值,每
个智能体的 Q 值 Qi(τi,ui) 由深度循环网络生成,
其中 τi 是智能体的历史观测, ui 是智能体的动作;
混合网络则通过超网络生成的非负权重将这些 Q
值整合为全局 Q 值,全局 Q 值 Qtot 的计算公式为

Qtot = 􀰐
n

i = 1
ωiQi (1)

式中: ωi 是超网络根据全局状态 s生成的非负权重,
作为超网络的输出,通过绝对值激活函数保证非负。

图 1　 QMIX 算法结构图

QMIX 算法的训练过程是通过最小化预测 Q 值

与目标 Q 值之间的均方误差来更新网络参数。 损

失函数定义为

L = E( s,u,r,s′ ~ D[(yi - Qtot( s,u;θ)) 2] (2)
式中: s 为当前全局环境状态, θ 为主网络可训练参

数,目标 Q 值 yi 为

ytot = r + γmaxQtot( s′,u′;θ -) (3)

式中: θ - 是定期从 θ复制而来的目标网络参数; r为
当前步交互后环境返回的团队即时奖励; γ 为折扣

因子,用于弱化远期奖励权重,越接近 1 越看重长期

收益; Qtot 为目标混合网络输出的下一状态全局 Q 值。

2　 改进 QMIX 算法

由于 QMIX 算法难以准确表示非单调的价值函

数关系,且捕捉智能体间动态依赖关系的能力不足,
本文提出了 W-QMIX-ATT 算法,通过引入加权机制

和多头注意力机制(multi-head attention),解决了传

统 QMIX 在复杂任务中的单调性限制和动态交互问

题。 图 2 所示为改进的 W-QMIX-ATT 算法结构图,
图中 Weighted-Q-value 为加权网络,Linear 表示线性

层,Concat 表示拼接层,Scaled dot-product attention
表示缩放点积注意力层。

图 2　 W-QMIX-ATT 算法结构图

2. 1　 加权机制

加权机制突破 QMIX 单调性约束,支持复杂协

作策略。 传统 QMIX 通过严格的单调性约束确保全

局 Q 值与局部 Q 值之间的单调关系,这虽然保证了

分散执行与集中训练的一致性,但在某些需要复杂

协作的场景中表现受限。
如图 3 所示,W-QMIX 包含 3 个主要部分,分别

是 QMIX 的智能体网络和混合网络,以及 1 个加权

网络。 加权网络的核心是引入了一个权重函数

ωi( s,ui), 该函数根据智能体 i 在状态 s 下采取动作

ui 的重要性,动态调整其在全局 Q 值中的贡献度,
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这个表示该联合动作在优化过程中重要性的权重函

数 ωi( s,ui) 的公式为

ωi( s,ui) = 1
1 + exp( - λ(Qtarget( s,u) - η))

(4)
式中: λ 控制权重对价值差异的敏感度,取 λ > 0;η
为阈值; Qtarget 表示目标联合价值,取上一训练批次

中 Qtarget 的 75 分位数,确保高价值联合动作获得 ω
= 1 的权重; Qtarget( s,u) 为当前时序差分目标,取
Qtarget( s,u) = r + λ maxu′Qtot( s′,u′)。

图 3　 加权机制结构图

QMIX 的单调性约束等价于:
ϑQtot

ϑQi
= 􀰐

N

k = 1

ϑfθ
ϑQk

·
ϑQ′k
ϑQi

≥0, ∀i (5)

式中: fθ 为 QMIX 的混合网络; Qk 为第 k 个智能体

原始局部 Q 值; Q′k 为经过加权修正之后第 k 个智

能体的局部 Q 值。
在加权投影后,各智能体修正后的局部 Q 值

变为

Q′i( s,ui) = Qi( s,ui) + ω( s,u)·δi (6)
式中: δi = Qtarget - Qtot。

将式(4)带入式(6)得:
ϑQ′i
ϑQi

= 1 + ϑω
ϑQi

·δi + ω·
ϑδi
ϑQi

(7)

由于:

ϑω
ϑQi

= ω(1 - ω)·λ·
ϑfQtarget

ϑQi

= (1 - ω)·λ·γ
ϑ maxu′Qtot

ϑQi

(8)

当 δi < 0 且
ϑ maxu′Qtot

ϑQi
< 0 时, ϑω

ϑQi
< 0, 使得

式(7)右侧第 2 项为负,足以令:
ϑQtot

ϑQi
=

ϑfθ
ϑQ′i

·
ϑQ′i
ϑQi

< 0 (9)

从而在局部区域显式突破 QMIX 单调性约束,
允许非单调联合价值函数被精确表达。

这样的权重设计对于那些当前被低估的联合动

作 (Qtot(τ, u,s)), 赋予较高权重 1,鼓励算法更多

地探索这些动作。 对于那些被高估的动作,赋予较

低权重 α, 减少其对学习过程的影响。 通过这种加

权投影机制,突破 QMIX 单调性约束,精确表示非线

性价值,学习更复杂的协作策略。
2. 2　 多头注意力机制

多头注意力并行捕捉多元依赖关系。 其同时学

习多个表示子空间的信息,显著增强了模型捕捉复

杂关系的能力。
如图 4 所示,QMIX-ATT 包含 3 个主要部分,分

别是 QMIX 的智能体网络和混合网络,以及 1 个多头

注意力网络。 加入的多头注意力网络的基础是自注

意力计算,其核心是通过查询(Query)、键(Key)和

值(Value)3 个矩阵 Q、K、V 的交互来确定元素间的

关联程度。 其输入向量 X 通过线性变换生成这 3
个矩阵:

Q = XWQ,K = XWK,V = XWV (10)
式中: WQ、WK、WV 是可学习的参数矩阵。 自注意力

的计算公式为

Attention(Q,W,V) = softmax QKT

dk
( )V (11)

式中: dk 是缩放因子,用于防止梯度消失问题, dk

是键向量的维度,上标 T 表示矩阵转置。

图 4　 多头注意力机制结构图
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　 　 多头注意力机制将上述过程扩展为多个并行的

注意力计算单元,每个单元称为一个“头”,具有独

立的参数集。 设 h 为头的数量,则多头注意力的计

算过程为

headi = Attention(XWQ
i ,XWK

i ,XWV
i ) (12)

MultiHead(X) = Concat(head1,…,headh)WO

(13)
式中: WQ

i 、WK
i 、WV

i 是第 i 个头的参数矩阵;WO 是输

出的参数矩阵,用于将拼接后的多头输出投影到所

需的维度空间。
其通过多个注意力头,可以同时关注不同类型

的关系模式。 这种多头并行捕捉复杂依赖关系,增
强了算法对动态交互与环境的适应能力。

3　 实验及结果分析

3. 1　 问题描述

在现代协同作战研究中,本文主要研究的是

“蓝方”智能体小队与“红方”对手在复杂战场上的

对抗任务。 战场由可配置的二维网格地图构成,包
含平原、山川、城市 3 种地形,以及晴天、雨天、雪天

3 种天气。 蓝方智能体需在通信受限、信息局部可

见的条件下,通过协作完成歼灭或占领目标,而红方

则按既定脚本和规则行动,形成动态、非平稳的对抗

环境。
每支智能体拥有生命值、护盾、攻击力、射程、移

动速度等属性,并实时感知自身及周边可见范围内

敌我双方的位置、血量、冷却时间等信息。 全局战场

状态仅在训练阶段完整可见,执行阶段各智能体只

能依赖局部观测。 在每个时间步,智能体可选择 8
种方向移动、对锁定目标攻击或原地待命。 移动受

地形减速和天气影响,攻击需满足射程与冷却约束。
地形阻碍、天气影响以及红方策略的实时变化,使战

场转台不断改变,形成动态波动环境。
在集中训练、分散执行范式下,学习一组仅依赖

局部观测的对战策略,使得团队在任意地形-天气组

合中,最大化奖励使得胜率不断攀升。
3. 2　 多地形天气融合的对战环境

为了评估算法性能并支持自定义单位属性,构
建了多地形-多天气对抗环境,其具有多种可变的地

形和天气组合,能够充分测试算法在协作决策和应

对环境变化方面的能力。 图 5 为多智能体对战环境

的初始状态。

图 5　 初始状态环境图

初始状态包含平原、山川、城市 3 种地形,晴天、
雨天、雪天 3 种天气,该环境设计具有可配置性,为
算法评估提供灵活多变的测试场景。 环境中包含左

侧圆队和右侧方队,圆队由算法控制,方队遵循固定

策略,两队各自在地图两侧位置生成。
表 1 为地形和天气对智能体行动产生的影响。

表 1　 地形或天气的影响

地形或天气 影响

平原 -
山川 有大型可跨越障碍物时移速减 30%
城市 有小型不可跨越障碍物时移速减 10%
晴天 生命值减 10%

雨天

移速减 20%
命中率减 20%
攻击范围减 10%

雪天

移速减 40%
护盾值减 20%
命中率减 30%
攻击范围减 20%

表 2 为环境中的每个智能体具有的初始状态

空间。
表 3 为环境中的每个智能体具有的动作空间,

其中攻击动作具有可调节的冷却时间。
表 4 为对算法控制的蓝队设计了多层次的奖励

函数,其中对于队伍优势和数量优势设计了基于队

伍人数的奖励函数,对于优势转折点也给与较大的

奖励值,造成攻击和被攻击也有基于伤害的奖励值
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表 2　 状态空间

状态 值

位置 X, Y
生命值 100
护盾值 50
攻击 30
攻击范围 5
命中率 0. 9
移动速度 1

表 3　 动作空间

动作 　 　 　 　 　 　 说明

移动 上、下、左、右、左上、左下、右上、右下

停止 -
攻击 可调节冷却时间

表 4　 奖励函数

奖励类型 值

团队胜利奖励 50. 00

队伍优势奖励
5. 00 × (team1 alive ratio-
team2 alive ratio)

数量优势奖励 2. 00 × (team1 alive-team2 alive)
击杀奖励 10. 00
优势转折点奖励 5. 00
造成伤害奖励 2. 00 × damage dealt
受到伤害惩罚 - 0. 50 × damage received
优势方阵亡惩罚 - 2. 00
劣势方阵亡惩罚 - 5. 00
敌方进入攻击范围奖励 1. 50
生命值低于 30%奖励 2. 00
攻击奖励 0. 20
移动奖励 0. 05

或惩罚值,在攻击范围内攻击低血量的对手能获得

更高的奖励值。 这种多层次的奖励设计旨在引导智

能体学习复杂的协同策略,平衡短期收益与长期战

略目标。
3. 3　 对比实验

为进行与本文提出算法的对比,选取了 3 种主

流算法:值分解网络算法( value-decomposition net-
works,VDN)、变换式 Q 值分解算法( learning to fac-
torize with transformation for cooperative multi-agent
reinforcement learning,QTRAN)和双路决斗式多智

能体 Q 学习算法(duplex dueling multi-agent Q-learn-
ing,QPLEX)。

VDN 将多个智能体的联合价值函数分解为各

个智能体的局部价值函数之和,从而简化多智能体

决策问题[20]。 各智能体基于自身局部观察和学到

的局部价值函数独立选择动作,实现整体最优目标。
QTRAN 利用价值函数分解和双重优化机制,有

效解决了智能体间协作与非线性价值函数分解问

题[21 - 22]。 它在保证智能体独立决策的基础上,实现

了对全局价值函数的优化,提升了多智能体系统的

协作效率和策略质量。
QPLEX 将全局状态价值函数分解为各个智能

体的局部价值函数,使智能体在独立决策时能够有

效地考虑团队的协作目标[23]。 此外还引入了信息

交换机制,增强了智能体间的信息共享,从而提高了

多智能体系统的决策效率和性能。
图 6 是在构建的 3 种地形天气测试环境下进行

的对比实验。 实验曲线横轴为训练轮数,纵轴为各

个算法控制的智能体队伍的胜率。
由图 6 可以看出,在 3 种不同难度的地图环境

中,改进后的 W-QMIX-ATT 算法均取得了最佳表

现,验证了其在复杂环境下的适应能力较强。 与传

统算法相比,W-QMIX-ATT 算法在不同复杂度的环

境中均能快速适应并达到较高的胜率,在晴天模式

下胜率达到 93. 0% ,体现了在多智能体协同任务中

的有效性和鲁棒性。
图 7 展示了 W-QMIX-ATT 算法在 3 种地图环

境下的胜率表现。 在最为简单的晴天-平原环境中,
仅有生命值减少 10. 0%的影响,智能体的行动能力

不受限制,因此胜率最高。 在雨天-山川环境中,地
形存在大型可跨越障碍物,导致移动速度下降

30. 0% ,同时雨天进一步降低移动速度 20. 0% 、命
中率 20. 0%和攻击范围 10. 0% ,整体环境复杂度显

著提升,因此胜率有所下降。 而在雪天-城市环境

中,城市地形包含不可跨越的小型障碍物,使移动

速度降低 10. 0% ,雪天则进一步降低移动速度

40. 0% 、护盾值 20. 0% 、命中率 30. 0% 和攻击范围

20. 0% ,环境最为复杂,对智能体的行动和决策能力

影响最大,因此胜率最低。
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(a) 平原-晴天

(b) 山川-雨天

(c) 城市-雪天

图 6　 3 种地形天气测试环境下的对比实验

图 7　 3 种地图下 W-QMIX-ATT 胜率

3. 4　 消融实验

图 8 是在构建的 3 种地形天气中进行的消融实

验,消融实验曲线为各个算法控制的智能体队伍的

胜率,包含了原始的 QMIX 算法、结合了加权机制的

W-QMIX 算法、结合了多头注意力机制的 QMIX-
ATT 算法、结合了加权机制和多头注意力机制的 W-
QMIX-ATT 算法。

(a) 平原-晴天

(b) 山川-雨天

(c) 城市-雪天

图 8　 3 种地形天气中的消融实验

由图 8 可以看出,在 3 种不同难度的地图环境
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中,每项改进均对原始 QMIX 模型的性能带来了显

著提升。 引入加权机制的 W-QMIX 算法突破了单

调性限制,能更准确地表达复杂的联合动作价值关

系,从而学习更优的协作策略,在平原-晴天和山川-
雨天环境中表现突出。 而引入多头注意力机制的

QMIX-ATT 算法则增强了智能体之间动态交互关系

的捕捉能力,在城市-雪天中提升更为明显。
仅引入加权机制时,算法在 3 种地图下的胜率

分别提升了 6. 6% 、7. 7%和 1. 9% ;仅引入多头注意

力机制时,胜率分别提升了 6. 7% 、9. 1% 和 5. 9% ;
而将 2 种机制结合的 W-QMIX-ATT 算法,其胜率提

升幅度分别达到 7. 8% 、10. 8% 和 9. 7% 。 这表明,
加权机制与多头注意力机制的融合能够更有效地提

升算法在复杂环境下的适应能力和协作性能。
为进一步验证 W-QMIX-ATT 在未知场景下的

泛化能力,将训练好的模型零样本迁移至星际争

霸多智能体挑战赛( starCraft multi-agent challenge,
SMAC)的 2 张从未见过的地图中,结果如图 9 所示。

(a) 3s5z

(b) 10m vs 11m
图 9　 训练完成的模型在 2种 SMAC地图中的零样本迁移表现

由图 9 可以看出,改进后的 W-QMIX-ATT 算法

相比 QMIX,迁移后首回合胜率平均提升 18. 7% ,
10. 0 × 106 步后仍保持 12. 0% 优势;在 3s5z 上,W-
QMIX-ATT 胜率首回合即达 46. 0%,后稳定在 92. 0%,
而 QMIX 胜率首回合仅 27. 0% ,1. 0 × 106 步后才稳

定在 89. 0% ;在 10m vs 11m 中,面对强于己的敌

人,W-QMIX-ATT 在 1. 0 × 106 步胜率稳定在 91. 0%,
QMIX 在 1. 5 × 106 之后胜率才稳定至 88. 0% ,从而

证明其在新环境中的高适应性与强泛化能力。

4　 结 论

本文提出了一种结合加权机制和多头注意力机

制的多智能体协同对战算法 W-QMIX-ATT。 相较

VDN、QTRAN、QPLEX 等现有值分解方法,本文将

“联合动作重要性加权”嵌入 QMIX,给出可学习的

权重函数,在保持分散执行的同时突破单调性限制,
可逼近任意非单调联合价值函数;将多头注意力机

制引入值分解链路,显式建模智能体间动态依赖矩

阵,实现环境变化下的在线关系推理。 本文还构建

了多地形多天气的模拟对战环境,并与 3 种经典方

法相比,结果表明在每种地形中均取得了最优的

胜率,最高达 93. 0% 。 相比原始 QMIX 算法,改进

后的算法在 3 种地形上的胜率分别提升 7. 8% 、
10. 8% 、9. 7% ,这证明其理论优势可转化为实际复

杂场景的显著增益。 由此可见,引入加权机制和多

头注意力机制,可提高多智能体协同对战的胜率,为
未来智能化训练与实际应用提供了理论支撑和实践
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Abstract
Multi-agent reinforcement learning is currently widely used in complex collaborative combat tasks, but it still

faces challenges such as low collaboration efficiency and poor environmental adaptability. The fundamental reason
originates from the intrinsic constraints of the QMIX(monotonic value function factorisation) algorithm, which is in-
competent at fitting non-monotonic value functions and modeling dynamic inter-agent interactions. To address these
issues, this paper proposes the W-QMIX algorithm, which introduces a weighted mechanism to design a joint
weighting function that assigns different weights to the Q-values of various joint actions, thereby breaking through
the monotonicity constraint of QMIX. Then, a multi-head attention mechanism is incorporated to construct the
QMIX-ATT algorithm, enhancing the ability to capture dynamic interactions between agents. Moreover, a realistic
simulated combat environment is essential to ensure the accuracy of the experimental results. Therefore, this paper
proposes the construction of a simulated combat environment that integrates multiple terrains and weather condi-
tions, with customizable state spaces for each agent, and conducts experimental studies. The results show that the
improved algorithm achieves a win rate of up to 93. 0% . Compared with the original QMIX algorithm, the win rate
of the proposed method is improved by 7. 8% , 10. 8% , and 9. 7% in three different environments, respectively,
demonstrating its effectiveness in multi-agent collaborative tasks.

Key words: QMIX algorithm, weighted mechanism, multi-head attention mechanism, collaborative combat

—057—

高技术通讯　 2026 年 7 月 第 36 卷 第 7 期


