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基于数据湖的非结构化医疗数据高效检索方法①
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摘　 要　 随着智能医疗设备广泛应用,非结构化医疗数据呈现爆炸性增长,其高效检索与

管理对医疗领域中数据挖掘、数据探索和人工智能应用具有重要意义,可辅助医生优化治

疗决策。 然而,现有数据检索方法注重数据实体语义表达能力,缺乏对检索算法优化,导
致大规模数据检索效率低下。 高维索引和分布式存储平台是提高检索效率的有效途径,
但现存研究没有将二者有效结合,在检索效率和存储灵活性方面仍存在不足。 针对上述

挑战,本文提出一种基于数据湖的非结构化医疗数据高效检索方法 EMUD( efficient re-
trieval method for unstructured medical data based on data lake),它使用新颖高维索引,结合

分布式计算能力,显著提升非结构化医疗数据检索效率。 同时,EMUD 通过集成数据湖灵

活数据存储特性,实现非结构化医疗数据高效管理,为医疗前沿应用提供灵活数据支撑接

口。 实验结果表明,在使用较小存储空间条件下,EMUD 在检索精度、检索效率以及索引

创建时间方面均优于其他高维索引。
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　 　 随着医疗工业 4. 0 时代到来,高精度医疗设备

的广泛应用正在极大提升医疗服务质量和效率。 这

些设备每日生成的医疗数据呈现出爆炸性增长,且
数据类型复杂多样[1]。 相关研究表明现代医院环

境中产生的非结构化医疗数据,例如磁共振成

像(magnetic resonance imaging,MRI)、计算机断层扫

描(computed tomography,CT)以及 X 射线(X-ray)已
达到数百太字节(Terabyte,TB)规模[2]。 有效检索

和处理这些多样化且庞大的非结构化医疗数据,对
于临床实践具有重要意义,能够更好地为医疗领域

中数据挖掘、数据探索与人工智能应用提供数据支

撑,例如医疗知识图谱构建[3]、疾病预测[4] 等。 在

医疗领域内,相似性检索是用于高效检索非结构化

医疗数据重要操作之一[5]。 现有检索方法可以分

为 3 类:基于文本的、基于内容的以及基于融合信息

的检索方法[6]。 这些方法重点关注数据实体语义

信息表达能力,没有涉及对检索算法进行优化,严重

降低大规模非结构化医疗数据集中数据检索效率。
高维索引是实现准确高效相似性检索的主要技

术。 传统高维索引通常基于局部敏感哈希( locality-
sensitive hashing,LSH)、倒排文件系统( inverted file
system,IVF) 和近似邻接图 ( approximate proximity
graph,APG),旨在保证检索准确率的同时,降低检

索过程中距离计算成本[7]。 然而,这些索引在面对

海量数据和复杂检索场景时,会出现索引规模较大、
检索性能下降问题。 数据存储平台是提供高效数据

检索基础,并影响着前沿应用效率。 在医疗领域中,
现有存储平台可以分为数据库、数据仓库和数据

湖[8]。 数据库和数据仓库只能够处理结构化数据

且受限于其固定架构限制,灵活性不足。 数据湖能

够存储不同类型数据,为下游数据探索提供灵活数

据支撑。 但是大多数医疗数据湖研究重点在于医疗
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数据管理,缺乏明确高维检索优化策略。 本文针对

上述问题进行研究,并作出了以下贡献。
(1) 基于 DB-LSH[9] 提出一种高效的高维索

引,通过轻量级构建和存储开销,结合分布式计算能

力,显著提升非结构化医疗数据检索效率。
(2) 基于 HMDFF[10]设计非结构化医疗数据检

索框架 EMUD,利用数据湖技术实现数据灵活存储,
为医疗前沿应用提供灵活的数据支撑接口。

1　 相关工作

针对上述挑战,我们对当前非结构化医疗数据

检索方法、高维索引和医疗存储平台进行总结。 早

期医疗领域主要采用基于文本的相似性检索方法,
通过文本比对完成数据搜索,例如 Kahn[11] 开发的

放射图像搜索引擎和 Xu 等人[12]设计的生物医疗图

像检索系统。 然而,随着数据量增加和人工标注成

本上升,这种方法逐渐被基于特征的相似性检索方

法取代。 Chung 等人[13] 使用深度孪生网络完成前

列腺多视图磁共振图像检索。 为进一步提升精度,
基于信息融合的检索方法成为研究热点。 Martín-
Valdivia 等人[14]通过融合图像与文本信息改进多模

态图像检索系统。 尽管这些方法在准确率和召回率

上取得进展,但在检索效率方面仍有不足。
高维索引将数据视为超空间中的点,通过计算

和比较点与点之间距离来返回前 k( top-k)个最近

邻。 根据数据结构不同,高维索引主要分为基于

LSH 的索引、基于 IVF 的索引和基于图的索引 3 大

类。 基于 LSH 的索引(如 E2LSH[15] 和 EI-LSH[16] )
和基于 IVF 的索引(IVFADC[17])通过构建哈希表或

量化表来加速查询,但在超高维数据中可能面临

哈希冲突或量化误差问题。 基于图的索引 (如

KNNGraph[18]和 HNSW[19] )通过构建图结构捕捉数

据点之间关系,在高维数据中表现出色,但其构建复

杂度较高且需要较大存储空间。 虽然这些索引在相

似性检索中具有较高效率,但它们都依赖于距离比

较,随着数据维度和规模增加,距离计算复杂度会显

著上升,导致检索性能急剧下降。
医疗数据存储平台灵活性影响着下游数据探索

任务类型。 Li 等人[20] 使用数据库存储健康管理系

统产生的运行数据、维护数据和资源数据等。 数据

仓库在医疗领域中被用于支持医疗数据提取框架和

数据探索框架构建[21]。 数据湖由于其灵活性,在医

疗数据管理领域受到广泛应用。 Zhang 等人[10]基于

数据湖设计多模态医疗数据融合框架 HMDFF,用于

支持混合数据探索。 尽管这些研究在数据存储和管

理方面取得显著进展,但均未明确提出针对高维检

索优化策略。
综上所述,以往非结构化医疗数据检索方法、高

维索引和医疗存储平台在支持非结构医疗数据高效

检索方面仍存在一些缺点:(1)高维检索效率低。
现有非结构化医疗数据检索方法更注重数据实体语

义信息表达,没有对数据检索过程进行优化。 同时,
现有高维索引由于其结构缺陷,在面临大规模数据

时检索效率低下。 (2)功能缺乏。 现有医疗数据存

储平台不支持高效高维检索的数据探索框架,并且

大多数高维索引未能充分利用分布式计算能力,限
制了其在海量数据场景下应用潜力。

2　 数据检索框架 EMUD

EMUD(efficient retrieval method for unstructured
medical data based on data lake)通过集成新颖高维

索引和灵活数据存储架构,实现对大规模非结构化

医疗数据有效管理与检索。 如图 1 所示,其整体框

架由 3 个核心模块构成:数据湖层、特征提取层和高

维索引层。 数据湖层基于高效异构医疗数据融合框

架 HMDFF 构建,主要负责非结构化医疗数据灵活

存储与管理,采用Apache Spark 作为大数据计算引擎,
并利用 Apache Hudi 作为数据湖管理框架。 特征提取

层依托嵌入模型库实现,该层通过预训练嵌入模型

对输入非结构化医疗数据进行特征向量提取。 嵌入

模型库中存储多种类型预训练嵌入模型,能够适应

不同类型医疗数据特征提取需求。 高维索引层由多

组哈希函数和 R∗-tree 组成,其核心构建流程包括:
首先利用随机生成哈希函数组对输入数据进行降维

并构建哈希表,接着为每张哈希表构造一棵 R∗-tree,
最后将每棵R∗ -tree与对应哈希函数组结合形成高
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　 　 　 　 　 　 　 　 　 　 CLIP: contrasive language-image pre-training　 　 OPT: open pre-trained Transformer language models

图 1　 数据探索框架 EMUD

维索引。 该索引在面对海量数据时,使用较低索引

构建时间和存储空间实现高效且准确数据检索。

3　 特征提取层

特征提取是将非结构化数据转换为特征向量的

关键过程,它通过嵌入模型实现这一转化,并且在非

结构化医疗数据检索中起着重要作用。 为支持不同

类型数据特征向量提取需求,EMUD 框架构建一个

多样化嵌入模型库。 在特征嵌入领域,已有大量研

究提出多种高效表示原始数据的嵌入模型。 表 1 列

举一些在非结构化数据特征嵌入中被广泛验证的嵌

入模型,涵盖图像、文本、音频等多种数据类型。 本

文将这些模型整合到嵌入模型库中,以支持不同类

型数据多样化特征嵌入。 需要说明的是,本文核心

关注点在于检索优化算法有效性,因此嵌入模型选

择更注重模型泛化能力,对于特定领域深度定制模

型,不再进行深入讨论。

表 1　 嵌入模型库中预先训练的不同嵌入模型

嵌入模型名称 图片嵌入 文本嵌入 视频嵌入 音频嵌入 …
Word2vec × √ × × …
CLIP √ √ × × …
X-CLIP √ √ √ × …
OPT √ √ × √ …
… … … … … …

4　 高维索引层

EMUD 的高维索引层包含索引创建流程与查询

执行流程,以下对这 2 个流程展开详细描述。
4. 1　 索引创建流程

索引创建流程主要包含 2 个阶段:哈希映射阶

段和索引树构建阶段。 如图 2 所示,在哈希映射阶

段中,数据集 D∈RR M × N经过 t 组哈希函数映射为 t

张哈希表 T∈RR M × n,其中 M 是数据集行数,N 是数

据集列数,n 是哈希函数的数量。 N 到 n 是数据降

维过程,具体可用式(1)表示。

xh = xHT = [x1,x2,…,xN]

h1
1 h1

2 … h1
n

h2
1 h2

2 … h2
n

︙ ︙ ⋱ ︙

hN
1 hN

2 … hN
n

é

ë

ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú

(1)
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式中:x 表示一条 1 × N维数据; xh 表示转换后数据;
HT 表示由 n 个哈希函数组成的哈希映射矩阵,上标

T 表示矩阵的转置; x1 表示 x 的第 1 列数据; h1
1 表

示哈希函数 HF1
1 的第 1 列数据,这里需要注意哈希

函数生成方式是使用随机生成方式。

索引树构建阶段主要是指对于每一张哈希表构

建一棵 R∗-tree。 经过降维后数据不再拥有较高维

度,而 R∗-tree 作为高效多维空间索引,具有空间重

叠少、空间利用率高的优势,能够保证对哈希表中数

据进行快速检索。

图 2　 高维索引构建和查询执行流程

4. 2　 查询执行流程

在 EMUD 中,查询执行流程可以分为查询映

射、获取候选数据和精确过滤 3 个步骤。 (1)查询

映射。 本步骤主要是指将原始查询点通过已保存哈

希函数组映射到索引树所处低维查询空间中,针对

不同索引树使用相应哈希函数组进行映射。 (2)获
取候选数据。 使用映射后数据点与查询条件在相应

R∗-tree 上执行 K 最近邻(K-nearest neighbors,KNN)
查询,依据查询结果在原始数据集中获取候选数据

集。 该步骤能够有效裁剪查询无关数据,提高查询

效率,而保存多个候选数据集能够提高查询准确

率。 (3)精确过滤。 精确查询结果存在于多个候选

数据组成数据集中,使用原始查询点和查询条件对

汇总后候选数据集进行精确过滤获得最终查询结

果。 该步骤通过精准比较数据点之间距离,获取符

合查询条件结果,进一步提高查询准确率。

5　 实验与分析

本文使用 Scala 实现 EMUD 索引。 所有实验均

在一个基于 Ubuntu 系统的分布式集群环境中完成,
该环境分别使用 Apache Spark 作为大数据计算引擎

和 Apache Hudi 作为数据湖管理框架。 集群由 3 个

节点组成,每个节点配备 Intel ( R) Core ( TM) i7-
11700F CPU 和 16 GB 内存。
5. 1　 数据集和查询生成

为准确评估 EMUD 索引与其他高维索引在大

规模非结构化医疗数据中查询性能,本文基于公开

医疗图片数据集和文本数据集构造 2 个实验数据

集。 如表 2 所示,医疗图片数据集由数据集 Image-
CLEF 2013、LIDC-IDRI 和 ISIC 2020 组成。 本实验

使用特征提取层包含的预训练嵌入模型将上述医疗

图片统一提取为 128 维特征向量,形成医疗图片组

合数据集。 医疗文本数据集主要是指 Chinese-
Word2vec-Medicine,该数据集包含 278 256 个生物医

疗相关词汇,本文使用相应嵌入模型将其提取为

512 维特征向量。
　 　 对于查询生成,所有索引在实验中使用相同

KNN查询语句。一条KNN查询语句由一条记录和

表 2　 实验数据集统计信息

数据集名称 数据模态 嵌入向量维度 疾病类型 数据量

ImageCLEF 2013[22] 图片 128 综合 300 000
LIDC-IDRI[23] 图片 128 肺结节 244 527
ISIC 2020[24] 图片 128 皮肤癌 44 111
Chinese-Word2vec-Medicine[25] 文本 512 综合 278 256
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查询结果数 K 组成,本文从待查询数据集中随机选

择 100 个点作为查询点,将 K 默认设置为 1 000。
5. 2　 对比对象和评估指标

本实验将 EMUD 与 4 种高维索引进行性能评

估比较,具体分别是 E2LSH、IVFADC、HNSW 和 EI-
LSH。 所有方法均使用 Hudi 表数据分区作为最小

物理存储单元,并在适用情况下应用相同优化策略。
为全面评估索引性能,采用以下 4 个通用评估指标:
平均查询时间、召回率-时间曲线、索引创建时间和

索引大小。
5. 3　 平均查询时间和召回率-时间曲线分析

本节对比了 EMUD 与其他高维索引平均查询

时间和召回率-时间曲线。 图 3(a)和图 3(b)展示不同

索引在医疗图片组合数据集上实验结果,图 3(c)和
图 3(d)展示不同索引在医疗文本数据集上实验结

果。 图中整体实验结果表明,EMUD 相较于其他索

引具有较低平均查询时间,其召回率能够在较短时

间内达到 100% 。 这是因为多组哈希函数与R∗-tree
的组合能够使索引在查询初期裁剪掉大量查询无关

数据,大大提高索引查询效率,而通过多个候选数据

来确定最终查询结果能够有效保证查询具有较高查

询准确性。
5. 4　 索引创建时间和索引大小分析

为充分评估 EMUD 与其他索引创建时间和空

间消耗,我们在医疗图片组合数据集上评估不同索

引的索引创建时间和索引大小。 如图 4( a)所示,
EMUD 索引创建时间最短,相较于 IVFADC、E2LSH、
HNSW、EI-LSH 分别节省 79. 3% 、61. 5% 、96. 7% 和

44. 3%的创建时间。 这是因为 EMUD 在整体创建

过程中,R∗-tree 创建时间占据主要部分,但 EMUD 使

用哈希函数组数较少,这表明降维后数据相较于原始

数据具有较低维度,这大幅减小了 R∗-tree 创建时间。
图 4(b)展示不同索引的索引大小,通过对比图

中实验结果能够发现,EMUD 具有次优索引大小,相
较于 E2LSH、HNSW、EI-LSH 空间利用率分别节省

10. 3% 、81. 5% 和 34. 2% 。 R∗-tree 索引大小是

EMUD 主要空间消耗,相较于 IVFADC 确实需要更多

存储空间,但 EMUD 查询性能明显高于 IVFADC。

图 3　 不同数据集上不同索引的平均查询时间和召回率-时间曲线
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(a) 索引构建时间对比

(b) 索引大小对比

(c) 召回率对比

图 4　 医疗图片组合数据集上不同索引构建时间、

索引大小和消融实验

5. 5　 消融实验

为探讨不同组件对 EMUD 查询性能影响,本文

在医疗图片组合数据集上评估包含不同组件 EMUD
的召回率。 图 4(c)中单组哈希函数的数据扫描方

法是将原始查询点与降维后全部数据依次进行距离

比较,EMUD 1 表示此时索引由单组哈希函数与单

棵 R∗-tree 组成。 通过分析图中数据,我们能够发

现 EMUD 1 召回率低于单组哈希函数,这是因为

依据单棵 R∗-tree 选择最终查询结果会受到树结构

本身缺陷影响。 然而,通过对比 EMUD 1、EMUD 2
和 EMUD 4 实验结果,我们发现通过增加索引内

部组件数量,能够有效提高索引召回率。

6　 结 论

本文针对大规模非结构化医疗数据检索效率低

下问题,提出一种基于数据湖的高效检索方法

EMUD。 该方法首先通过特征提取层中预训练嵌入

模型将非结构化医疗数据转化为特征向量,接着使

用多组哈希函数与 R∗-tree 创建的高维索引依据检

索需求获取候选数据集,最后通过精确过滤获取最

终检索结果。 该方法在保证高检索准确率的同时,
显著提升数据检索效率。 此外,EMUD 还充分利用

数据湖灵活存储特性,不仅实现非结构化医疗数据

高效管理,还为医疗前沿应用提供灵活数据支撑接

口。 通过对比在医疗图片组合数据集和医疗文本数

据集上实验结果,EMUD 的检索精度和效率均优于

其他索引,能够有效提高非结构化医疗数据检索

效率。
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Efficient retrieval method for unstructured medical
data based on data lake

Wang Kaige, Wang Weifan, Hu Zhentao, Jin Yong
(School of Artificial Intelligence, Henan University, Zhengzhou 450046)

Abstract
With the widespread adoption of intelligent medical devices, unstructured medical data has grown explosively.

Efficient retrieval and management of such data are essential for data mining, exploratory analysis, and artificial in-
telligence applications in the medical domain, thereby assisting clinicians in optimizing treatment decisions. How-
ever, existing data retrieval methods primarily focus on the semantic representation of data entities and lack the op-
timization of retrieval algorithms, resulting in low efficiency of large-scale data retrieval. High-dimensional indexes
and distributed storage platforms are effective approaches to improving retrieval efficiency, but prior research has
not achieved their effective integration, resulting in shortcomings in both retrieval performance and storage flexibil-
ity. To address the above challenges, this paper proposes EMUD(efficient retrieval method for unstructured medical
data based on data lake), an efficient retrieval method for unstructured medical data based on data lake. It levera-
ges a novel high-dimensional index combined with distributed computing capabilities to enhance the retrieval effi-
ciency of unstructured medical data significantly. Meanwhile, EMUD integrates the flexible data storage character-
istics of the data lake to achieve efficient management of unstructured medical data and provide a scalable data sup-
port interface for cutting-edge medical applications. The experimental results demonstrate that EMUD outperforms
other high-dimensional indexes regarding retrieval accuracy, retrieval efficiency, and index construction time under
the condition of using less storage space.

Key words: data lake, unstructured medical data, efficient retrieval, high-dimensional index
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