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基于多尺度分形维数加权损失和注意力机制的鸡胚胎血管分割方法①
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摘　 要　 活体显微镜图像具有噪声高、动态性强的特点,而传统血管分割方法在应对这些

挑战时经常会出现血管断连、预测错误的问题。 为了解决这一问题,本研究设计了一种基

于多尺度分形维数加权损失和注意力机制的深度学习模型,该模型通过分形维数加权损

失和浅层注意力机制将血管网络的空间复杂度融入训练过程,同时通过多尺度结构和深

层注意力机制保留了模型多层特征提取的优势和全局信息。 在提出的私有数据集鸡胚血

管网络图像数据上进行训练和测试,并通过血管断连数量和传统指标测试了其分割性能。
结果显示,本研究提出的模型在整体上将 Dice 系数(Dice coefficient)从 0. 896 提升至

0. 906,平均交并比(mean intersection of union,mIoU)从0. 813提升至 0. 830,准确率(accu-
racy)从 0. 885 提升至 0. 938,ROC 曲线下面积(area under curve,AUC)从 0. 914 提升至

0. 930,血管断连点的平均数量从 15. 7 减少到 11. 3。 这表明模型在维持分割性能的同

时,能够有效地减少血管断连的数量,提高了血管网络结构的连接性。
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　 　 血管网络存在于身体的任何一个器官,其功能

是确保组织氧合、营养输送和代谢废物的排出。 其

独特的结构可以突破物质扩散的限制,实现氧气和

营养物质的输送[1]。 血管网络是通过血管发生和

血管新生形成的。 血管新生是发育、再生和病理性

血管形成的主要机制[2 - 3],并且在大规模组织工程

中也是必不可少的。 因此研究血管新生一方面有助

于研究肿瘤发病机理、研究靶向药物等[4],另一方

面有助于促进人工合成血管网络[5],促进合成生物

学、组织工程等领域的发展。
研究血管新生常用模式动物,如斑马鱼、鸡胚胎

等,具有血管新生速度快、观察方便、不受伦理约束

等优点[6]。 活体显微镜法是常用的研究血管新生

的技术。 一方面,从活体显微镜所获图像中分割血

管可为研究血管新生过程提供定量的形态、拓扑数

据;另一方面,血流动力学因素在血管新生中也起着

至关重要的作用[7 - 11]。 为此,研究者常采用以活体

显微镜血管图像分割结果作为输入,以血流动力学

数学模型模拟血管网络中的血压、流速等动力学参

数进行分析[12 - 13]。
医学图像分割技术能够将原始图像数据结构

化,突出显示重要部分,从而对图像实行进一步的分

析和量化。 到目前为止,深度学习技术已经在各种

突破性研究中展现出了良好的性能,在自动医学图

像分割领域取得了相当大的进展[14 - 16]。 Li 等人[17]

提出了混合稠密连接 U-Net(hybrid densely connect-
ed UNet,H-DenseUNet)模型通过混合特征来提高对

肝肿瘤的分割效果。 Dolz 等人[18] 提出了 Hyper-
Dense-Net 将密集连接的定义扩展到多模态分割问

题中,在多模态脑组织分割挑战数据集上取得显著

提升。 Haberl 等人[19] 通过即插即用的云端深度学

习图像分割工具 CDeep3M 解决了复杂的计算环境
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和高性能计算资源的瓶颈。 此外,医学图像分割技

术在血管分割领域也发展十分迅速[20]。 Mishra 等

人[21]通过利用目标相关的不确定使网络能够同时

学习 2 个目标增强了微小血管的分割效果。 Liu 等

人[22]提出了一种无监督集成策略,自动组合多种分

割结果,可以不使用标签图像。 因此可以使用医学

图像分割技术来获得血管网络的形态与拓扑结构以

便进行血流动力学模拟。
与目前常见的眼底血管图像相比,发育中的模

式动物活体显微镜图像因其成像设备特点,导致所

获图像有噪声高、动态性强等挑战。 同时,正在发育

的血管网络中存在不同发育水平的局部区域,致使

血管复杂度的空间异质性更强。 应用现有血管分割

技术易出现小血管断连的情况,妨碍后续的血流动

力学数学建模分析。 因此,需要一种能够度量不同

区域血管网络复杂度的方法,以辅助监督深度模型

训练。 分形维数是描述几何形状复杂性常用指标,
经常在血管系统中衡量血管的空间分布和几何形状

的复杂性,也可以用来描述血管的分支模式、长度、
表面积和容积等特征。 因此本文通过使用分形维数

加权的损失函数帮助模型学习血管网络的空间复杂

度来提高模型性能。 在深度学习的训练过程中,深
层次的网络结构可以提高模型对数据集的学习能

力,然而这种提升不仅表现在图像信息上,也同样表

现在图像噪声上。 因此,本文提出了多尺度损失的

结构,当神经网络的前一层或者前几层训练中有良

好结果以及特征表现出色时,将前面网络层的输出

同样计算损失函数来监督训练过程。 此外,卷积块

注意力模块 ( convolutional block attention module,
CBAM)能够实现跨通道信息交互,这可以与 U-Net
的跳跃连接相结合,从而更好地融合编码器和解码

器之间的特征。 全局注意力机制可以放在编码器底

部来提高模型获取全局信息的能力。 本研究基于

CBAM 构建了浅层注意力机制,在空间注意力上融

合了分形维数的信息,以达到提升性能的目的。 基

于全局注意力构建了深层注意力机制,使用空洞卷

积增强了模型对全局信息的把控。 因此,本研究提

出了基于多尺度分形维数加权损失和注意力机制的

神经网络模型。

本研究使用自行开发的发育 3 ~ 4 d 之间的 5
个发育阶段的鸡胚胎图像数据集,基于深度学习的

U-Net 模型,设计了基于多尺度分形维数加权损失

和注意力机制的模型,并提出血管断连点平均数

量(mean number of breakpoints,MNbroken)和传统指标

评估了该模型的分割性能。 通过这种设计,可以多

次计算损失函数,保留多层特征提取的优势,并且通

过注意力机制和分形维数加权损失函数将血管的空

间复杂度异质分布特征融入训练过程,提高模型的

分割性能。 结果表明,采用基于多尺度分形维数加

权损失和注意力机制的模型比现有模型在评价指标

上取得了显著提升。 此外,本研究的方法在血管网

络的连接性方面也明显改善,这对血管网络的中心

线提取以及后续血流动力学仿真具有关键意义。

1　 材料与方法

1. 1　 动物实验数据及预处理

将受精鸡蛋在培养箱中培养 3 d 后,将胚胎取

出置于培养皿中。 使用光学显微镜和高分辨率相机

对完整血管网络区域进行 5 s 的视频扫描。 完成这

一过程后,在指定的时间间隔 (6 h、12 h、18 h 和

24 h)内,再次取出受精卵进行记录。 相应地,这些

发育阶段分别称为 3dpf(受精后 3 d)、3d6hpf(受精

后 3d6h)、3d12hpf(受精后 3d12h)、3d18hpf(受精后

3d18h)和 4dpf(受精后 4d)。 为了确保能够获得稳

定的后期阶段的受精胚胎,一些发育了 3 d 的受精

卵直接被放入培养箱中,不再观察前期阶段。 实验

共计记录了 17 个受精鸡胚,分别获得 11 个 3dpf 阶
段、12 个 3d6hpf 阶段、 3 个 3d12hpf 阶段、 3 个

3d18hpf 阶段和 12 个 4dpf 阶的段胚胎血管数据。
所有实验遵循当地动物福利法规和准则。

由于实验中采用了透射光源,图像需透过较厚

的卵黄,导致原始图像的亮度和对比度较低。 基于

血管中红细胞随血浆流动会产生灰度变化,而血管

外的区域灰度值并没有明显变化这一特点,增强了

视频中灰度变化的像素,从而得到的血管图像如

图 1(a)所示。 接着,对于每个发育阶段,随机从不

同胚胎血管网络的原始图像中选择 6 张、共计 30 张

图像进行手工勾画血管区域,作为训练血管分割的
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标签图像,如图 1 ( b) 所示,标注工具采用 Adobe
Photoshop CC 2018。 为了确保训练数据的多样性,
在图像选择过程中有意选取了具有肉眼可观察的不

同特征的图像,包括噪声水平的差异、血管密度的变

化、血管管径的粗细差异,以及血管网络内部是否包

含边界区域等。

图 1　 经过处理过的原始图像和标签图像

　 　 在标注数据完成以后,采用裁剪的方法来扩充

数据集,以提高模型的泛化能力。 首先从实验获得

的图像(1 010 × 864 像素)中裁剪出较小尺寸的图

像(505 × 432 像素)。 具体做法为,将图像等分为 4
个部分作为 4 张子图像,又在图像中心截取第 5 张

子图像,裁剪示意图如图 2 所示。 30 张原始图像经

过裁剪处理后,共得到了 150 张图像数据。 然后将

150 张图像按照 4 ∶ 1 的比例随机分成训练集和测

试集。 需要注意的是,由于图像之间存在重叠部分,
因此在训练过程中必须确保属于同一张图像的 5 张

子图同时存在于训练集或测试集中。 另外,由于模

型需要在多个网络层进行损失函数的计算,将图像

尺寸填充至 512 × 448 像素。

图 2　 裁剪示意图

1. 2　 网络模型

U-Net[23]是医学图像分割领域的经典模型,具
有很多优势。 首先 U-Net 可以支持较少的数据训练

模型。 其次,U-Net 通过在编码器和解码器之间建

立跳跃连接,将低级别的特征与高级别的特征相结

合,有助于防止信息丢失,使网络能够更好地还原细

节,从而提高分割性能。 另外,U-Net 的编码器逐渐

减小图像的空间分辨率,而解码器逐渐将其还原,这
种结构使得它能够同时关注局部细节和全局结构。
在网络模型的前一层或者前几层分别添加损失函数

的计算过程,这样可以保留模型前几层的提取特征

的优势,提高模型性能。 因此,在模型结构的解码器

部分,分别从不同尺度进行了损失函数的计算,多尺

度结构在图 3 中已给出。 此外,在模型的跳跃连接

部分加入了浅层注意力机制。 编码器的底部加入了

深层注意力机制。 2 种注意力机制结构也在图 3 中

给出。 本研究提出的注意力多尺度特征融合(atten-
tion multiscale feature fusion U-Net,AMFU-Net)的网

络结构如图 3 所示。
1. 3　 注意力机制

注意力机制是一种模仿人类视觉或认知系统工

作方式的技术,旨在帮助神经网络模型更有效地处

理输入数据。 它的核心思想是在模型中引入可学习

的机制,使其能够动态地调整对输入数据的关注程
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度,使其能够更加关注重要的信息,而忽略不重要或

噪声的部分,从而提高模型在处理复杂任务时的性

能。 常用的注意力机制包括 CBAM 注意力机制、全
局注意力机制、自注意力机制等等。

本研究将 CBAM 和模型的跳跃结构相结合,实
现了跨通道的信息交互,可以更有效地将编码器与

解码器的信息进行融合。 CBAM 包括通道注意力机

制和空间注意力机制,其结构如图 3 所示。

图 3　 AMFU-Net 网络结构

　 　 本研究将血管网络的分形维数信息融入空间注

意力机制,从而提高模型对血管复杂度的灵敏度,以

解决鸡胚胎血管网络中存在不同发育水平的局部区

域从而影响分割效果的问题。 具体做法是将分形维

数信息下采样至与空间注意力机制相同的尺寸,并

进行拼接(contact)处理。 其中分形维数的计算方式

将在 1. 4 节详细描述。 由于仅在模型跳跃连接部分

添加该注意力机制,将其命名为浅层注意力机制。

其中,分形维数空间融合模块和通道注意力机制的

公式如式(1)和式(2)所示。

MsF(F) = σ( f7×7([AvgPool(F)],[MaxPool(F)],

[weightF]))

(1)

Mc(F) = σ(MLP(AvgPool(F)) + MLP(MaxPool(F)))

(2)

式中: MsF 为空间分形注意力模块输出, F 为输入特

征图, σ 为 Sigmoid 激活函数, f7×7 为卷积核大小为

7 × 7 的卷积操作,AvgPool(F)表示对特征图 F 进行

平均池化,MaxPool(F)表示对特征图 F 进行最大池

化,Weight 为分形特征权重; Mc 为通道注意力模块

输出,MLP 为多层感知机。
模型在编码器部分通过下采样捕获了输入图像

的局部特征,同时在解码器部分也会丢失全局信息。

通过在底部添加全局注意力机制,可以将整个图像

的全局信息融入到解码器中,使模型可以更好地利

用全局信息指导细节恢复,从而改善图像恢复的质
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量。 另外,本研究将全局注意力机制的卷积换成了

空洞卷积,更大程度上提高了模型对全局信息的把

控。 由于是在模型底部加入了该注意力机制,将其

命名为深层注意力机制。

1. 4　 多尺度分形维数加权损失函数

损失函数用于描述模型的预测值与真实值之间

的差异。 损失函数越小,模型的鲁棒性越好。 在医

学图像分割领域,常用的损失函数是交叉熵(binary
cross entropy),其计算公式如式(3)所示。

Lb = - 1
N􀰐

N

i = 1
(yi logpi + (1 - yi) log(1 - pi))

(3)

式中: yi ∈(0,1)、 pi ∈(0,1) 分别表示标签和预测

数据; N 表示图像中像素的总和。 每个样本的损失

平均值代表该样本的损失。
由于一般损失函数在空间上具有同质性,于是

本研究基于血管网络提出了分形维数加权的损失函

数。 常见的分形维数计算方法有盒计数法[24]、

Hurst 指数法[25]等。 本研究采用的是盒计数法。 首

先将分形对象覆盖以相同大小的盒子,并计算所需

的最小盒子数;接着缩小盒子的尺寸,再次计数所需

的盒子数;最后通过将盒子的数量与盒子尺寸的关

系进行线性拟合,可以得到分形维数。 分形维数的

计算公式如式(4)所示。

F = - log􀆠→0
logN(􀆠)

log􀆠 (4)

式中: 􀆠 表示盒子的边长, N(􀆠) 是用边长为 􀆠 的正

方形盒子覆盖对象所需要的最小数量。 在实际计算

的时候,可以通过在对象上放一系列逐渐减小的正

方形盒子,记录每个盒子所覆盖的对象部分的数量。
通过不断缩小盒子的尺寸,可以得到越来越精确的

分形维数估计值。 在本研究中,盒子的最小尺寸定义

为 4,最大尺寸为 432(由图像尺寸决定),步长为 2。
计算分形维数损失函数的具体做法是,使用滑

动窗在血管标签图像上移动,对每一个窗都进行分

形维数的计算。 本工作中,滑动窗口尺寸设置为 43 ×

43 像素,2. 4 节有详细描述。 根据 Zheng 等人[26] 关

于基于距离的权重消除气道大小影响的研究,本文

构造分形维数损失函数公式如式(5)所示。

LF = 1 -
􀰐N

i = 1
F i·pi·yi·0. 7·0. 7

􀰐N

i = 1
F i·(0. 2·pi + 0. 8·yi)

(5)

式中: yi ∈(0,1)、pi ∈(0,1) 分别表示标签和预测

数据; N表示图像中像素的总和; F i 表示第 i个像素

点所在子图像的分形维数。
由于交叉熵损失函数本身更适用于像素级别的

任务,同时分形维数函数能够结合血管网络结构的

复杂度,因此,基于式(4)和(5),使用的损失函数为

La = a·LF + (1 - a)·Lb (6)
式中: a ∈ (0,1) 是分形维数损失函数的权重, LF

为分形维度损失函数, Lb 为交叉熵损失函数。 其中,
a 为超参数,本研究将 a 设为 0. 3,2. 4 节有详细描述。

此外,多尺度损失是一种在深度学习中常用的技

术,特别是在分割任务中。 它的主要思想是在训练过

程中引入多个不同尺度的损失函数,以便模型能够更

好地处理对象在不同尺度下的表现形式,从而提高模

型对对象的分割能力。 在本模型中,在 U-Net 的解码

器结构中,对不同尺度的特征图进行了损失函数计

算。 具体做法是:将如图所示的 3 个解码块后添加

一条新的路径,通过全连接层将每个尺度下的特征

图与经过插值缩小后的标签图进行损失函数的计

算,所计算的损失函数分别命名为 La1、La2 和 La3。 多

尺度损失结构使用的损失函数为式(7)所示。
L = La1 + 0. 5·La2 + 0. 25·La3 (7)

2　 设置与结果

2. 1　 实验设置

所有模型在 NVIDIA Quadro RTX A6000 GPU
的服务器上进行训练。 服务器的 CPU 是 Intel(R)
Xeon( R) Gold 5220R,主频为 2. 20 GHz,内存为

256 GB。BRTX A6000 GPU 用于加速。 输入图像大

小调整为 512 × 448 像素。 训练轮数为 100,批量大

小为 4,学习率为 0. 000 005,优化器是 RMSprop。
120 张图像用作训练,30 张用于测试。
2. 2　 评价方法

由于后续研究需要提取血管网络,进而提取中

心线和连接情况,以构建能够进行血流动力学模拟

的数据集,因此血管良好的连接性是至关重要的。
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然而传统评价指标不能体现血管网络是否具有较好

的连接性,因此,本文提出了以血管断连点平均数量

MNbroken描述测试集图像中血管断裂点的平均个数。

MNbroken = 1
N􀰐

N

i = 1
Nbroken (8)

式中:N 为样本数量。
同时本研究中使用了分割任务中常用的评价指

标。 Dice(dice coefficient)可以衡量预测区域与标签

区域之间的重叠程度,度量 2 个集合的相似性;mI-
oU(mean intersection over union)可以衡量模型在整

个数据集上的分割性能;ACC(accuracy) 可用于评

估模型正确预测的样本比例; ROC 曲线下的面

积(area under the ROC curve,AUC) 越接近于 1 表

示性能越好。 计算公式为

Dice = 2 × TP
2 × TP + FP + FN (9)

mIoU = 1
N􀰐

N

i = 1

TPi

TPi + FPi + FNi
(10)

ACC = TP + TN
TP + TN + FP + FN (11)

式中:TP 是真阳性,表示正确识别正样本;TN 是真

阴性,表示正确识别负样本;FP 是假阳性,表示将负

样本误识别为正样本;FN 是假阴性,表示将正样本

误识别为负样本; N 是样本数量。
另外,本研究使用了经典分割模型和视网膜血

管网络分割模型进行测试,以对比 AMFU-Net 模型

的分割效果。 所使用的模型中,医学 Transformer(medi-
cal Transformer,MEDT) 模型是由 Valanarasu[27] 在

2021 年提出的医学分割模型,该模型能够有效地捕

获图像中的局部和全局特征,从而提高了医学图像

分割的准确性和性能。 循环残差 U-Net ( recurrent
residual CNN-based U-Net,R2U-Net)模型是 Alom 等

人[28]基于 U-Net 架构引入了循环残差结构,这样可

以改善对图像特征的建模能力。 金字塔场景解析网

络(pyramid scene parsing network,PSP-net)是由 Zhao
等人[29]提出的,该模型通过金字塔空间池化模块从

不同尺度的信息中提取特征,并将其融合到网络中,
以改善语义分割的准确性。 ResNet 是 He 等人[30]

提出,通过引入残差连接来构建深层网络,这种设计

使得网络可以更轻松地学习到有效的特征表示。

DenseU-Net 是由 Dong 等人[31]在编码器和解码器中

引入了密集连接,以促进信息流动,并提高对特征的

利用效率。 对比学习是 Le-Khac 等人[32] 提出的,通
过比较来自同一样本的不同视图或来自不同样本的

样本对,使模型更具有判别性的特征表示,可用于各

种监督学习任务,在对比模型中,先使用无标签图像

来进行对比,之后再使用有标签图像来微调权重参

数。 LadderNet 是 Zhuang 等人[33] 提出的,通过将 2
个 U-Net 相连,来增加信息流路径数量,从而提高模

型对图像的信息提取能力。
2. 3　 实验结果

表 1 给出了使用不同模型的实验结果。 由表 1
可以看出,AMFU-Net 模型能将 Dice 从 0. 896 提升

至 0. 906,mIoU 从 0. 813 提升至 0. 830, ACC 从

0. 885提升至 0. 938,AUC 从 0. 914 提升至 0. 930,平
均血管断裂点平均数量从 15. 7 减少至 11. 3。 而其

他模型中表现最好的即为 U-Net 模型,这是因为鸡

胚胎卵黄膜血管是未成熟的网络,未成熟的血管在

结构上更为复杂,而目前较新的模型和技术大多应

用于血管分割的技术都是在视网膜血管上进行的,
人体视网膜血管网络已经发育成熟与鸡胚胎卵黄膜

血管有较大不同。

表 1　 各类模型应用于鸡胚胎血管网络数据集的实验结果对比

　 Dice mIoU ACC AUC MNbroken

MEDT[27] 0. 473 0. 280 0. 459 0. 501 /
R2U-Net[28] 0. 616 0. 456 0. 570 0. 673 /
PSP-net[29] 0. 828 0. 709 0. 901 0. 856 23. 1
Resnet[30] 0. 894 0. 811 0. 932 0. 917 17. 1
DenseU-Net[31] 0. 893 0. 807 0. 931 0. 913 16. 4
对比学习[32] 0. 896 0. 813 0. 876 0. 911 14. 4
LadderNet[33] 0. 895 0. 811 0. 929 0. 912 15. 9
U-Net 0. 896 0. 813 0. 885 0. 914 15. 7
AMFU-Net 0. 906 0. 830 0. 938 0. 930 11. 3

(“ / ”是由于分割效果太差并未进行统计。 对比学习使用了本研究

仅记录而并未进行标注的其他数据)

将分割结果进行对比,如图 4 所示。 从图中可

以看出,传统分割方法中 DenseU-Net 和 ResNet 都具

有较多的噪点和断裂点,而 U-Net 的噪点和断裂点

相对于 DenseU-Net 和 Resnet 有了一些改善,但仍有
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很多。 LadderNet 虽然在传统指标上有不错的效果,
但是平均断裂点数量依旧较高,这可能是因为鸡胚

血管是不成熟的血管网络,存在很多不规则的形态

特征,管径之间的差异较大,具有复杂的网络结构,
且网络复杂度的空间异质性较强,而视网膜血管网

络是成熟血管。 本文提出的 AMFU-Net 模型能够有

效提高血管的连接性,并且对血管边缘部分处理得

更好,噪点也肉眼可见地减少。 另外,模型也能够检

测出一些受设备影响不够清晰的微小血管,这些血

管在使用其他模型时,并未被分割出来。
以其中 4 个发育阶段的图像作为训练集,剩余

一个发育阶段作为测试集以测试模型的泛化能力。
测试结果如表 2 所示。 可以看出无论以哪个发育阶

段作为测试集,AMFU-Net 模型都能在各项指标上

得到提升。 另外,提升效果在 4dpf 时最为显著。 分

割效果如图 5 所示。 从图 5 可以看出,AMFU-Net 模
型同样在连接性和不易观察到的血管上有更好的分

割效果。

图 4　 不同模型的分割效果对比

表 2　 以其中 4 个发育阶段的图像作为训练集,剩余一个发育阶段作为测试集的结果对比

测试集
U-Net

3dpf 3d6hpf 3d12hpf 3d18hpf 4dpf
AMFU-Net

3dpf 3d6hpf 3d12hpf 3d18hpf 4dpf
Dice 0. 901 0. 907 0. 918 0. 915 0. 885 0. 909 0. 912 0. 922 0. 925 0. 896
mIoU 0. 829 0. 834 0. 850 0. 847 0. 800 0. 830 0. 840 0. 855 0. 863 0. 817
ACC 0. 944 0. 941 0. 932 0. 931 0. 920 0. 945 0. 946 0. 936 0. 938 0. 925
AUC 0. 925 0. 927 0. 929 0. 926 0. 908 0. 932 0. 931 0. 935 0. 938 0. 921

MNbroken 18. 3 16. 5 17. 1 14. 2 12. 9 16. 3 16. 1 14. 9 14. 0 12. 4

　 　 此外,随机从 17 枚未参与训练的胚胎图像中选

取血管网络图像,测试模型的分割效果。 分割结果

如图 6 所示。 从图中可以看出,对于其他胚胎的血

管图像,AMFU-Net 依旧具有好的分割效果。
2. 4　 消融实验

首先分别对经典 U-Net 模型、多尺度损失 U-Net
模型(M +U-Net)、分形维数加权损失 U-Net 模型(F +

U-Net)、注意力机制 U-Net 模型(A + U-Net)、AM-
FU-Net 进行性能对比,结果如表 3 所示。 从表中可

以看出,M + U-Net、F + U-Net、A + U-Net 都能提高模

型性能。 3 个模型分别将 Dice 指标从 0. 896 提升至

0. 900、0. 901、0. 903,mIoU 从 0. 813 提升至0. 820、
0. 819、0. 827,ACC 从 0. 885 提升至 0. 934、0. 895、
0 . 884,AUC从0. 914提升至0. 923、0. 910、0. 919,
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(从上到下依次分别为仅用 3dpf、3d6hpf、3d12hpf、3d18hpf、4dpf 作为

测试集,其他 4 个阶段为训练集的分割效果图)

图 5　 泛化能力测试结果

血管断连点平均数量从 15. 7 减少至 13. 5、14. 3、
12. 2。而本研究的AMFU - Net 模型将Dice 指标从

0. 896提升至 0. 906,mIoU 从 0. 813 提升至 0. 830,
ACC 从 0. 885 提升至 0. 938,AUC 从 0. 914 提升至

0. 930,血管断连点平均数量从 15. 7 减少至 11. 3。
5 个模型的分割效果图如图 7 所示。 从图 7 可

以看出,本文提出的 AMFU-Net 模型在提高血管的

连接性方面要明显优于其他模型,并且从图中标记

也可以看出,AMFU-Net 模型更能检测微小血管,对
微小血管的分割效果要优于其他模型。 此外,基于

标签数据对比了 4 个模型分割时相互之间的差异,
如图 8 所示。 方框处表示该像素点非血管结构而模

型预测为血管结构的位置,亮色区域表示该像素点

为血管而模型未能预测出的位置。 由图可以看出,
U-Net、M + U-Net、F + U-Net、A + U-Net、AMFU-Net
这 5 个模型按照顺序未能预测出的位置(亮色区域

位置)逐渐减少,且这些位置集中分布在血管边缘

图 6　 在其他胚胎上的分割效果图

表 3　 U-Net、M +U-Net、F + U-Net、A +U-Net 和 AMFU-Net 实验结果对比

　 U-Net M + U-Net F + U-Net A + U-Net AMFU-Net
Dice 0. 896 0. 900 0. 901 0. 903 0. 906
mIoU 0. 813 0. 820 0. 819 0. 827 0. 830
ACC 0. 885 0. 934 0. 895 0. 884 0. 938
AUC 0. 914 0. 923 0. 910 0. 919 0. 930

MNbroken 15. 7 14. 9 14. 0 12. 2 11. 3

和细微血管处,这也说明本研究的模型在血管边缘

以及微小血管处理方面能够起到促进作用。
基于 U-Net 的预测结果,本研究测试了窗口尺

寸分别为 86、61、43、33、28 对分割效果的影响,这些

尺寸窗口分别将图像划分为了 5 × 5、7 × 7、10 × 10、
13 × 13、15 × 15 个方形区域,将未划分进方形区域

的像素归到距离该像素最近的区域中。 使用不同尺

寸的窗口计算窗口内分形维数与 Dice 指标的散点

图如图 9 所示。 由图可知,随着窗口尺寸的减小,分
形维数与 Dice 指标的关系强度呈现先增高再降低

的趋势。 在窗口尺寸为 43 × 43 像素时 Dice 指标与

分形维数最相关,此时表现出分形维数越低,分割效
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图 7　 U-Net、M +U-Net、F + U-Net、A +U-Net、AMFU-Net 的分割效果对比

图 8　 U-Net、M +U-Net、F + U-Net、A +U-Net、AMFU-Net 的分割残差效果对比

果越差。 因此,本研究将窗口尺寸设置为 43 ×43 像素。
在 AMFU-Net 模型上,通过调节权重 a 来探究

分形维数权重的占比对分割效果的影响,结果如

表 4所示。 可以看出,对损失函数施加不同权重的

分形维数损失,对模型有不同程度的影响,其中权重

在 0. 1 ~0. 7 时对模型起到提高的作用,权重在 0. 8 ~
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1. 0 时模型的性能反而有所下降。 当 a 取 0. 3 时, 分割性能达到最优。

图 9　 不同窗口尺寸条件下分形维数与 Dice 的散点图

表 4　 添加不同权重 a 条件下模型结果对比

　 0. 1 0. 2 0. 3 0. 4 0. 5 0. 6 0. 7 0. 8 0. 9 1. 0
Dice 0. 900 0. 903 0. 906 0. 900 0. 902 0. 897 0. 899 0. 891 0. 890 0. 842
mIoU 0. 820 0. 823 0. 830 0. 819 0. 823 0. 814 0. 818 0. 805 0. 802 0. 728
ACC 0. 934 0. 935 0. 938 0. 932 0. 934 0. 928 0. 931 0. 923 0. 922 0. 881
AUC 0. 923 0. 929 0. 930 0. 927 0. 930 0. 928 0. 929 0. 928 0. 925 0. 900
MNbroken 13. 2　 11. 9　 11. 3　 12. 8　 13. 2　 14. 9　 13. 8　 15. 7　 15. 8　 16. 4　

3　 讨 论

鸡胚胎作为研究血管结构的经典模式动物,为
了提取其网络结构放入血流动力学模型中模拟,以
分析血管新生的发育模式,本文提出了一种基于多

尺度分形维数加权损失和注意力机制的深度学习模

型,在私人数据集鸡胚血管网络活体显微镜成像数

据上测试了其分割性能。
结果显示,本文方法表现出比传统分割模型更

为优越的性能,在整体上将 Dice 指标从 0. 896 提

升至0. 906,mIoU 从 0. 813 提升至 0. 830,ACC 从

0. 885提升至 0. 938,AUC 从 0. 914 提升至 0. 930,血
管断裂点平均数量从 15. 7 减少至 11. 3。 这表明模

型在维持分割性能的同时,能够有效地减少血管断

连的数量,提高血管网络结构的连接性。 在做消融

实验时发现,每个模型都对分割效果起到了一定程

度的提升,其中 M + U-Net 取得了除 AMFU-Net 模型

外的最高的 ACC;F + U-Net 虽然没有哪个指标非常

出色,但每个指标都有稳步提升;A + U-Net 模型在

Dice、mIoU、AUC 以及 MNbroken上都要优于其他模型

的性能,但是在 ACC 上要逊色于其他模型的性能。
同时,三者结合后的 AMFU-Net 模型能够在各项指

标上都达到最高性能。 这也说明本研究提出的多尺

度损失结构和基于分形维数提出的注意力机制和损

失函数能够从不同角度提高模型性能。 多尺度损失

结构更着重提高模型分割时的 ACC,而基于分形维

数提出的注意力机制和损失函数在提高模型的

Dice、mIoU、AUC 以及 MNbroken时更有优势。 这也为

以后关于血管分割的研究提供了方向。 血管分割更

注重血管的连接性,在进行血管分割时可以将血管

网络结构信息融入到训练过程以提高血管的连接

性。 尤其值得注意的是,在分形维数权重设为 0. 3
而非 1. 0 时,模型的评价指标达到最优,并且血管连

接性最佳。 这是因为交叉熵损失函数本身更适用于
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像素级别的任务,而分形维数的加权方式有助于激

励模型生成连接性较好的血管结构。 本研究提出的

多尺度分形维数加权的损失函数以及注意力机制在

空间上可以关注局部区域的复杂度,这对于提高血

管的连接性和细微血管分割效果提升更为明显。
Mohd 等人[34]证实了视网膜血管的复杂性随着年龄

发生改变。 Gryglewski 等人[35]发现分形维数在健康

和病理直肠粘膜上具有一定的差异性。 因此当分割

对象的空间复杂度发生变化时,本研究提出的将血

管网络空间复杂度融入训练过程的方法会更适合。

4　 结 论

本文针对活体显微镜图像的特点,引入了一种

基于多尺度分形维数加权损失和注意力机制的深度

学习模型,并提出私有数据集鸡胚血管网络图像数

据进行训练和测试,最后通过血管断连点平均数量

和传统指标测试了其分割性能。 本研究设计在训练

过程中可以保留多层特征提取的优势,并且将血管

的空间复杂度异质分布特征融入进学习过程,提高

了模型的分割性能。 通过定量和定性分析,验证了

所提出的基于多尺度分形维数加权损失和注意力机

制的模型对分割性能有显著提升。 今后研究工作将

在此工作基础上,进行血流动力学仿真模拟,来探究

血管新生过程中血流动力学因素的变化及其对血管

发育的影响。
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Segmentation of chicken embryo vascular network based on multiscale
fractal dimension weighted loss and attention mechanism

Pan Qing, Wang Shuo, Lyu Xueqian
(College of Information Engineering, Zhejiang University of Technology, Hangzhou 310023)

Abstract
In vivo microscopy images are characterized by high noise and strong dynamics, and traditional vascular seg-

mentation methods often encounter problems such as vascular discontinuity and prediction errors in addressing these
challenges. To address this issue, this study designs a deep learning model based on multi-scale fractal dimension-
weighted loss and attention mechanism. This model integrates the spatial complexity of the vascular network into the
training process through fractal dimension-weighted loss and shallow attention mechanisms, while preserving the ad-
vantages of multi-layer feature extraction and global information through multi-scale structures and deep attention
mechanisms. The model is trained and tested on a proprietary dataset of chicken embryo vascular network images,
and its segmentation performance is evaluated through the number of vascular discontinuities and traditional met-
rics. The results show that the proposed model increases the Dice (Dice coefficient) index from 0. 896 to 0. 906,
the mean intersection over union (mIoU) from 0. 813 to 0. 830, the accuracy from 0. 885 to 0. 938, the area under
curve (AUC) from 0. 914 to 0. 930, and reduces the average number of vascular discontinuity points from 15. 7 to
11. 3. This indicates that the model effectively reduces the number of vascular discontinuities while maintaining seg-
mentation performance, thereby improving the connectivity of the vascular network structure.

Key words: vessel segmentation, attention mechanism, fractal dimension, multiscale loss function, in vivo
microscopic imaging
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