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基于特征拟合蒸馏度量网络的低分辨率人脸识别①

钟　 锐②　 刘林彬　 陈　 斌

(赣南师范大学数学与计算机科学学院　 赣州 341000)

摘　 要　 在实际应用场景中,人脸识别系统很容易采集到低分辨率的人脸图像,这些图像

中的面部细节特征大量丢失,同时还存在光照、遮挡以及姿态等干扰因素的叠加,将导致

现有经典的人脸识别算法难以取得满足实际应用需求的识别精度。 针对上述问题,提出

了一种特征拟合蒸馏度量( feature fitting distillation metric,FFDM)网络。 首先,在教师网

络与学生网络的多个阶段的卷积层之间进行特征拟合蒸馏,使学生网络各阶段卷积层所

提取特征尽可能接近教师网络各阶段卷积层特征,从而达到增强学生网络对低分辨率样

本的特征描述能力的目标;随后,在教师网络和学生网络的相似度量子网间引入相似度量

蒸馏损失函数,使学生网络通过该蒸馏损失函数学习到教师网络强大的细粒度特征的分

类能力,使学生网络能够在非限制性复杂场景中具备较强的鲁棒性。 最后,在多个数据集

上的实验结果表明,所提出的 FFDM 模型在低分辨率人脸识别任务中展现出更高的识别

精度和泛化能力。
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　 　 当前,人脸识别技术已在门禁、考勤、支付及安

防监控等多个实际领域得到了广泛应用。 然而,在
这些场景中,由于采集距离较远等原因,很容易采集

到低分辨率的人脸图像。 这些低分辨率图像不仅丢

失了大量面部细节特征(如纹理、边缘以及局部结

构),同时还受到多种干扰因素的影响(如:姿态偏

转、表情变化、光照不足以及遮挡等)。 这使得采集

到的人脸图像与训练数据中的高分辨率图像在分布

上存在显著差异,在以上非限制性复杂场景中,即使

采用目前性能最好的人脸识别算法,也难以取得理

想的识别精度。 因此,在非限制性复杂场景中实现

对低分辨率人脸的精准识别,是一项极具挑战性的

任务[1]。 目前,低分辨率人脸识别的解决方案主要

有 3 种:统一特征空间映射法[2 - 3]、超分辨率重建

法[4]和知识蒸馏法[5 - 6]。 超分辨率重建法是将低分

辨率人脸图像重建为视觉质量更好的高分辨率图

像,再将重建后的图像输入到目前主流的人脸识别

模型中,从而达到提高算法的准确率的目标。 该类

型方法仅是在图像层面进行像素级复原,无法有效

提升面部特征的判别特性,对于算法识别精度的提

升非常有限,且计算成本高,影响算法实时性。 统一

特征空间投影法是通过训练一个特征投影函数,将
高分辨率与低分辨率的图像特征映射到一个统一特

征空间,使同一类别的低分辨率特征投影与高分辨

率特征投影在统一特征空间内高度接近,而不同类

别的特征显著分离,从而实现跨分辨率人脸特征的

分类与识别。 然而该类型方法在投影过程会忽略领

域内部的结构差异,只关注整体特征差异,对局部特

征差异重视不足,因此识别率提升有限。
随着深度网络模型的发展,深度知识蒸馏法是

利用高精度教师模型来指导学生模型的训练,通过

特征空间对齐和软标签监督等方式,将教师模型中
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所蕴含的细粒度判别知识迁移至学生模型。 该类型

方法能够指导学生模型在优化过程中同步拟合真实

标签与教师的知识表达,从而有效提升学生网络对

低分辨率样本的识别精度,且能有效减少学生网络

的训练工作量,显著提升算法实时性。
受到深度知识蒸馏法的启发,本文提出了一种

基于特征拟合蒸馏度量 ( feature fitting distillation
metric,FFDM)网络的低分辨率人脸识别方法。 本

文的主要贡献如下。
(1) 为了提升学生网络在低分辨率样本空间中

的特征表达能力,本文在教师网络与学生网络的多

个卷积层间进行特征拟合蒸馏,使学生网络各中间

层提取的低分辨率特征能够尽可能接近教师网络中

间层提取的高分辨率特征,从而将教师网络强大的

特征表达能力迁移至学生网络。
(2) 为了提高学生网络在非限制性复杂场景中

的鲁棒性,使学生网络能够在多种干扰因素(如光

照不足、表情变化、姿态偏转以及遮挡等)叠加的场

景下依然具有较高的识别精度,本文在教师网络与

学生网络的相似度量子网之间进行相似度量蒸馏,
使学生网络在教师网络的指导下学习到低分辨率图

像中细粒度特征的分类能力。
(3) 使用多个非限制性场景下的低分辨率人脸

数据集对算法的性能进行测试,实验结果表明,所提

出的 FFDM 方法具备更高的识别精度和更强的泛化

能力。

1　 相关工作

知识蒸馏是一种将教师网络的知识迁移到学生

网络的技术,近年来在低分辨率人脸识别领域得到

了广泛应用[7 - 9]。 低分辨率人脸识别的难点是图像

细节丢失,导致传统方法难以准确识别。 知识蒸馏

通过特征空间对齐和软标签监督等方式让学生网络

模仿教师网络的特征表达与决策输出,使学生网络

能够表达更丰富的语义信息和更优的决策边界,从
而提高学生模型在低分辨率场景中的泛化能力和识

别精度。 该类型方法是由 Hinton 等人[7] 提出,该方

法采用软标签和温度系数来实现教师网络对学生网

络的指导,教师网络产生的软标签不再是一个非 0
即 1 的“硬”标签,而是包含了类别间相似性关系的

概率分布,为学生网络提供了比原始硬标签更丰富、
更细致的知识。 通过引入温度参数来调节软标签的

“软硬”程度。 更高的温度会产生更平滑、更柔和的

概率分布,从而凸显不同类别之间的隐含关系。 在

训练后期降低温度则能恢复分布的尖锐程度,确保

最终预测的准确性。 这一机制有效地平衡了知识传

递与任务精度。 Wang 等人[5] 将知识蒸馏技术应用

于低分辨率人脸的识别领域,该算法采用多核最大

均值差异作为损失函数,有效地减少教师和学生模

型训练集之间的数据分布差异。 该方法对学生模型

的训练集进行低分辨率增强,并保持教师模型训练

集不变,避免了教师模型的权重更新,从而提高了模

型的训练效率。 此后出现了许多基于知识蒸馏的低

分辨率人脸识别方法,该类型方法主要在知识蒸馏

过程,通过蒸馏损失函数迫使学生网络模仿教师网

络的软标签输出或中间层特征,使学生网络学习到

教师网络的分类能力与特征表达能力,进而提高学

生网络在低分辨率场景中的识别能力。 Ge 等人[10]

提出了一种基于桥蒸馏的低分辨率人脸识别模型,
该算法在学生网络最后一层卷积层进行特征拟合,
使学生网络所提取的特征与教师网络所提取的特征

尽可能相似。 该方法对于提升所有卷积层的特征提

取能力所起的作用较为有限。 因此,Li 等人[11]开始

考虑从网络各中间层进行特征蒸馏,以进一步提高

低分辨率人脸图像的识别率。 中间层特征蒸馏是指

将教师网络中间层的特征表示传递给学生网络,使
学生网络的中间层特征尽可能接近教师网络的中间

层特征,从而提升学生网络的特征表示能力。 在该

模型中,教师网络通常是在高分辨率人脸数据上预

训练的复杂网络,而学生网络则是用于低分辨率人

脸识别的轻量级网络。 Shin 等人[12] 所提模型是在

中间层特征蒸馏的基础上,采用余弦相似性来度量

教师和学生输出特征之间的距离,使得学生网络学

习到教师网络的特征表示。 Zhang 等人[13]所提模型

是利用对比学习的方式,将教师网络在高分辨率图

像的特征表示和关系信息,有效地迁移给学生网络,
让学生网络在训练过程中能够更好地理解高分辨率
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样本之间的相似性和差异性,从而更有效地模仿教

师网络的行为,弥补了传统方法在处理低分辨率图

像时对细节和关系捕捉不足的问题,使其能有效识

别低分辨率图像。 Zhang 等人[14]提出了一种结合生

成式与判别式表示的蒸馏方法,该方法利用预训练

的扩散模型编码器作为生成式教师,通过特征回归

监督学生骨干网络学习,使学生能够学习到与教师

相似的特征表示,并结合使用跨分辨率关系对比蒸

馏监督学生的分类层学习,从而实现有效的知识迁

移,提升了低分辨率人脸的识别精度。 通过对以上

文献的分析可知,若仅从单方面对网络的中间特征

提取层或分类层进行知识蒸馏,所训练出来的学生

网络对于低分辨率跨域样本的识别精度依然存在不

足,同时在实际应用场景中所采集到的低分辨率人

脸图像中还存在多种干扰因素叠加,如光照不足、表
情变化、姿态偏转以及遮挡等,将导致以上模型的识

别率难以取得令人满意的识别精度。 为此,本文从

改进知识蒸馏策略的角度展开研究,提出了一种对

中间特征提取层进行知识蒸馏的策略来提升学生网

络的特征表达能力。 同时为了增强学生网络对于细

粒度特征的判别能力,本文在网络末端引入了关系

度量子网,并在 2 个子网间进行相似度量蒸馏,使学

生网络能够学习到教师网络的强大特征度量与判别

能力,从而使学生网络能够在复杂应用场景中仍具

有较高的识别精度。 为了验证算法的有效性,本文

将所提的 FFDM 模型与目前具有代表性的 10 种低

分辨率人脸识别模型在多个低分辨率人脸数据集中

进行对比实验。 实验结果表明,本文所提算法的平

均识别精度达到 86. 12% ,显著优于其他低分辨率

人脸识别模型。

2　 特征拟合蒸馏度量网络

本文提出的特征拟合蒸馏度量网络是由特征拟

合蒸馏子网( feature fitting distillation,FFD)和相似

度量蒸馏子网( similarity metrics distillation,SMD)2
部分组成,具体结构如图 1 所示。 为了提升学生网

络的低分辨率人脸样本的特征表达能力,本文在教

师网络与学生网络的卷积层之间构建了多个特征拟

合蒸馏子网,利用该子网使学生网络中间层所提取

的特征能够尽可能接近教师网络中间层所提取的特

征,从而达到增强学生网络在低分辨率场景下的特

征表达能力。 为了提升学生模型的鲁棒性,本文在

教师网络和学生网络的关系度量子网之间构建了相

似度量蒸馏子网,利用该子网,使学生网络在教师网

络的指导下,学习到教师网络强大的细粒度特征分

类能力,使学生网络能够在非限制性复杂场景中具

有更高的识别精度。

图 1　 特征拟合蒸馏度量网络的总体模型框架图

2. 1　 问题描述

设 D = {X i,xi,yi} | D|
i 为训练集,使用训练集 D

对目标网络进行训练,其中 X i 和 xi 分别表示第 i 张
高分辨率人脸图像和低分辨率人脸图像,低分辨率

—096—

高技术通讯　 2026 年 7 月 第 36 卷 第 7 期



样本 xi 是由隶属于同一类别的高分辨率样本 X i 下

采样得到; yi ∈{1,2,…,n} 为 X i 及 xi 的标签值, n
代表训练集 D的类别数量, | D | 代表训练集 D的全

部样本数量。 给定教师网络 FT = { f T
φ, f T

σ} 和学生

网络 F S = { f S
φ, f S

σ}, 教师网络和学生网络均由特

征提取子网 fφ 与关系度量子网 fσ 构成。 以教师网

络为例, f T
φ = { f T1

φ , f T2
φ ,…, f TN

φ } 代表教师网络的特

征提取模块,由多个特征拟合蒸馏子网共同构成,
f T

σ 代表教师网络的相似度量模块。
2. 2　 特征拟合蒸馏

为了提升学生网络的特征提取能力,本文在教

师网络与学生网络的卷积层之间构建多个特征拟合

蒸馏子网 ωl(·) 来实现特征拟合蒸馏策略,使学生

网络能够学习到更接近教师网络的特征表示,从而

增强学生网络在低分辨率数据集中的特征表达能

力。 该子网包含相同神经元数量的全连接层 f l
c, 确

保教师和学生中间层所提取的特征维度一致,使教

师网络的中间层特征能够与学生网络中间层特征进

行特征拟合蒸馏。 图 2 给出了模型在第 l 层的特征

拟合蒸馏子网结构。

图 2　 第 l 层特征拟合蒸馏子网结构

由图 2 可知,本文将人脸图像样本对 {X i, xi}
分别输入到教师与学生的网络分支,可以得到的第 l
层特征,分别为

ei,l
T = f Tl

φ (X i;αT) (1)

ei,l
S = f Sl

φ (xi;αS) (2)

式中: αT 为教师网络特征提取模块 f T
φ 的参数, αS 为

学生网络特征提取模块 f S
φ 的参数。 在第 l层特征拟

合蒸馏子网中的差异度量函数为 ωl(·), 利用该函

数可以计算出教师网络中间层输出特征 ei,l
T 与学生

网络中间层输出特征 ei,l
S 之间的差异,以第 l 层的蒸

馏损失为例,可以得到如下公式。
Ll

hd = ωl(ei,l
T , ei,l

S ) (3)

式中:第 l 层蒸馏损失 Ll
hd 将指导学生网络的学习,

迫使学生网络学习到与教师网络尽可能相近的特征

表示。 式中的差异度量函数 ωl(·) 的具体定义如

式(4)所示。
ωl(ei,l

T , ei,l
S ) = ‖fclT(ei,l

T ) - fclS(ei,l
S )‖2 (4)

式中:‖·‖2 为均方误差。 当 Ll
hd 值变大时,表明

学生网络在第 l 层的输出特征与教师网络对应层的

特征之间的差异增大,学生网络未能有效学习教师

网络在第 l 层的特征表示;反之,则说明学生网络第

l 层的输出特征逐渐接近教师网络对应层的输出特

征,学生网络特征提取和表达能力不断增强。 蒸馏

子网的目标是通过特征拟合蒸馏子网来优化学生网

络中各阶段卷积层的参数,持续减少蒸馏损失 Ll
hd,

使学生网络的特征提取和表达能力能够尽可能接近

教师网络,提升学生网络在低分辨率人脸数据集中

的特征表达能力。
2. 3　 相似度量蒸馏

在实际应用场景中所采集到低分辨率人脸样本

中常常叠加有光照不足、姿态偏转以及遮挡等干扰

因素,将导致模型的识别精度无法满足应用需求。
为此,在教师网络与学生网络的最末端引入相似度

量网络,旨在让网络自身学习到样本间的内在联系

和全局相似性。 为了让学生网络具备与教师网络相

似的特征度量能力,本文在教师网络与学生网络的

相似度量网络之间进行相似度量蒸馏,使用所构建

的相似度量蒸馏损失函数来指导学生网络的相似度

量子网学习到教师网络中的强大特征度量能力,使
学生网络的相似度量子网具备与教师网络相似的特

征度量能力,从而确保学生网络能够对面部的细粒

度特征差异进行准确判别,最终达到提升学生网络

在复杂非限制性应用场景中识别精度的目标。
图 3 给出了相似度量蒸馏子网的结构图。
图 3 中,本文首先将教师网络中待测样本的特

征向量 eT 分别与训练集中第 k 个类别的特征向量

ek
T(1≤ k≤ n,对应于训练集的 n个类别) 进行特征

拼接 C(eT,ek
T),从而得到聚合特征向量 wk

T,将其输
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入到相似度量子网 f T
σ 中计算出相似度矩阵 rkT,rkT 的

具体计算方法如式(5)所示。
rkT = f T

σ(C(eT,ek
T)), k = 1,2,…,n (5)

同时在学生网络中的相似度量子网 f S
σ 计算出

相应的相似度矩阵 rkS, rkS 的具体计算方法如式(6)
所示。

rkS = f S
σ(C(eS, ek

S)), k = 1,2,…,n (6)
最后再计算相似度量蒸馏损失 Lrd,利用该蒸馏

损失来指导学生网络输出相似度矩阵,从而使学生

网络输出的相似度矩阵 rkS 接近教师的相似度矩阵

rkT, 使学生网络具有与教师网络相似的特征度量能

力。 Lrd 的计算方法如式(7)所示。

Lrd = ∑
n

k = 1
‖rkT - rkS‖2 (7)

通过对式(7)迭代运算来指导学生网络中的相

似度量子网的训练,使学生网络的细粒度特征判别

性能在教师网络的指导下得到有效增强。

图 3　 相似度量蒸馏子网结构

2. 4　 模型训练

为了使学生网络能够在教师网络的指导下实现

对低分辨率人脸样本的准确识别,本文将所提的

FFDM 模型的训练分为 2 个部分:(1)为了提升学生

网络在低分辨率数据集中的特征提取能力,教师网

络通过所构建的特征拟合蒸馏子网对学生网络的特

征提取层进行指导训练,使学生网络具备与教师网

络相似的特征提取能力;(2)为了进一步提升学生

网络在多种干扰因素(光照不足、表情变化以及遮

挡等)叠加场景中的分类能力,通过使用相似度量

蒸馏子网,将教师网络的细粒度特征度量能力迁

移至学生网络的相似度量子网。 具体的训练过程

如下:

　 　 (1) 教师网络训练

教师网络是具有较大参数量且人脸识别精度很

高的深度神经网络。 为了优化教师网络,首先使用大

规模高分辨率人脸数据集 DT 对教师网络进行训练,
可以得到教师网络的分类损失,具体如式(8)所示。

LT
C = CE( f T

σ( f T
φ(X;αT); βT), y) (8)

式中: y 为输入样本 X 的真实标签值, αT 是 f T
φ(·)

的模型待优化参数, βT 是 f T
σ(·) 的模型待优化参

数,CE(·)为交叉熵损失函数。
随后,为了对教师网络中各分层特征拟合蒸馏

子网进行训练,本文使用交叉熵计算出各分层特征

拟合蒸馏子网中辅助分类器的损失值,将教师网络

中所有分层特征拟合蒸馏子网的损失进行求和,可
得到教师网络分层特征蒸馏子网的总损失,具体如

式(9)所示。

LT
D = ∑

n

l = 1
CE(C l

Aux( f Tl
φ (X;αT)), y) (9)

式中: X∈DT 是高分辨率人脸图像, DT 是高分辨率

人脸数据集, n 是模型使用特征拟合蒸馏子网的数

量, C l
Aux 是第 l 层 f Tl

φ (·) 的辅助分类器。
最后,将分类任务损失与特征拟合蒸馏损失进

行求和,得到教师网络的总损失,具体如式 (10)
所示。

LT
total = LT

C + LT
D (10)

式中: LT
C 是教师的分类损失, LT

D 是各特征拟合子网

的总体损失。
(2) 学生网络训练

学生网络是具有精简网络结构的深度网络,为
了使学生网络能够在非限制性应用场景中实现对低

分辨率样本的准确识别,学生网络的训练分为 3 个

部分:1)使用低分辨率样本并结合学生网络末端的

交叉熵损失函数对学生网络的主体网络进行优化;
2)使用特征拟合蒸馏损失来实现教师网络对学生

网络中间特征提取层的指导训练;3)使用相似度量

蒸馏损失来实现教师网络对学生网络相似度量子网

的指导训练。 具体训练过程如下。
首先,使用 D = {Xi, xi, yi} 作为训练集,样本 X

和 x分别输入教师网络和学生网络 ({X, x, y}∈D),
可以得到学生网络的分类损失,具体如式(11)所示。
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LS
C = CE( f S

σ( f S
φ(x;αS);βS), y) (11)

式中: αS 是学生网络 f S
φ(·) 待优化的参数, βS 是学

生网络 f S
σ(·) 待优化的参数。

随后,使用特征拟合蒸馏损失来驱使学生网络

各中间层特征尽可能与教师网络各中间层特征保持

相似,也就是尽可能减少学生网络中间层特征

f Sl
φ(·) 与教师网络中间层特征 f Tl

φ (·) 之间的差

距,具体计算方法如(12)所示。

Lhd = ∑
n

l = 1
ωl( f T

φ(X;αT), f S
φ(x;αS)) (12)

式中: ωl(·) 为差异度量函数。
最后,使用相似度量蒸馏损失来驱使学生网络

相似度量子网 f S
σ(·) 的特征度量能力与教师网络相

似度量子网 f T
σ(·) 的度量能力尽可能相似,从而将

教师网络强大的细粒度特征度量能力迁移至学生

网络,该相似度量蒸馏损失为 Lrd, 具体定义参见

式(7)。
根据式(7)、(11)、(12),可以得到学生网络的

总损失,具体如下:
LS

total = LS
C + Lhd + Lrd (13)

式中: LS
C 是学生的分类损失, Lhd 是学生拟合教师的

特征拟合蒸馏总损失, Lrd 是学生拟合教师的相似度

量蒸馏损失。

3　 实验结果与分析

为了验证本文所提 FFDM 算法的有效性,本文

在多个公开人脸数据集上对算法的识别率与实时性

进行测试,具体数据集为:野处标记人脸数据集( la-
beled faces in the wild,LFW) [15]、TinyFace[16]和无约

束大学生数据集(unconstrained college students data-
set,UCCS) [17],并与目前具有代表性的低分辨率人

脸识别算法进行综合对比实验分析。 本文所使用的

硬件平台配置为: Intel Xeon Gold 5118 2. 30 GHz
CPU,2 块 Nvidia Tesla V100 显卡,64 GB 内存;开发

工具为 Pytorch、Torchvision 以及 Pycharm。
实验使用的预训练数据集为 CASIA-WebFace[9]

数据集,该数据集是由中国科学院自动化研究所于

2014 年发布,该数据集包含 10 575 个类别,494 414

张人脸图像,涵盖了多种姿态、光照和表情变化,为
模型学习具有判别性的人脸特征提供了丰富的数据

基础。 通过对教师网络与学生网络的预训练,使教

师网络与学生网络能够在后续的实验中更好地适应

目标数据集中的人脸图像。
3. 1　 算法消融实验

为了验证本文所提算法中各个功能子网在识别

低分辨率人脸图像的作用,本文使用 LFW 数据集[17]

来构建低分辨率人脸测试集,该数据集中共有 5 749
个类别,合计有 13 233 张人脸图像。 该数据集中的

图像采集于非限制性应用场景,存在光照不足、表情

变化、姿态偏转以及遮挡等干扰因素。 在构建低分

辨率数据集时,本文从 LFW 数据集中选取具有 10
张以上人脸样本的 158 个类作为实验数据,数据集

中的原始图像分辨率为 96 × 112 像素,本文使用

MTCNN(multi-task cascaded convolutiona networks)[18]

算法对数据集中的图像进行面部关键点检测,随后

采用对齐、裁剪、下采样和归一化等方法,将数据集

中的样本分辨率下采样为 6 种低分辨率 LFW 数据

集,分别是:30 × 30 像素、25 × 25 像素、20 × 20像素、
18 × 18 像素、16 × 16 像素以及 14 × 14 像素。 数据

集的具体构建方法如图 4 所示。

图 4　 低分辨率 LFW 数据集的构建方法

本实验从以下 4 方面对本文所提 FFDM 算法进

行对比消融实验分析:(1)特征拟合蒸馏子网数量

对识别率的影响分析; (2)特征拟合蒸馏子网在不

同规模的教师网络指导下,对学生网络在不同分辨

率数据集中的识别率影响分析; (3)不同度量网络
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在相似度量蒸馏策略下,对模型识别率的影响分

析; (4)测试集比例对识别率的影响分析。 为了全

面测试 FFDM 算法各模块对识别率的影响,本实验

采用 6 种不同深度 ResNet(residual network)网络[19]

组合成 15 种教师与学生网络框架进行对比实验分

析(编号从 R1 至 R15,具体参见表 1)。

　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 表 1　 不同特征拟合蒸馏子网数量的识别率对比　 　 　 　 　 　 　 　 　 　 　 　 　 　 %

教师网络 学生网络 模型编号 KD
FFD(子网数量)

3 6 9 12 15 18
ResNet 34 ResNet 18 R1 85. 706 89. 043 87. 926 87. 846 86. 387 85. 883 84. 674

ResNet 50
ResNet 18 R2 86. 093 89. 466 90. 120 88. 986 87. 861 87. 684 86. 470
ResNet 34 R3 85. 660 89. 745 90. 358 89. 833 88. 616 88. 269 87. 631

ResNet 56
ResNet 18 R4 86. 278 89. 728 90. 712 90. 529 88. 695 88. 624 86. 959
ResNet 34 R5 86. 987 89. 267 90. 557 91. 277 90. 217 88. 994 87. 718
ResNet 50 R6 87. 630 87. 785 89. 040 91. 376 91. 460 90. 248 87. 063

ResNet 101

ResNet 18 R7 85. 978 88. 153 90. 082 88. 158 87. 082 87. 315 85. 334
ResNet 34 R8 86. 476 88. 983 90. 052 91. 138 90. 344 89. 219 86. 476
ResNet 50 R9 88. 339 88. 432 89. 332 91. 617 93. 821 91. 145 87. 896
ResNet 56 R10 89. 045 90. 344 90. 671 91. 544 92. 549 91. 072 90. 234

ResNet 152

ResNet 18 R11 85. 578 87. 830 89. 843 89. 013 88. 280 86. 599 84. 398
ResNet 34 R12 85. 083 87. 566 89. 971 90. 239 89. 039 88. 637 85. 369
ResNet 50 R13 88. 152 87. 798 89. 655 90. 816 92. 892 91. 012 87. 179
ResNet 56 R14 88. 334 90. 132 90. 384 91. 052 92. 413 91. 108 90. 086
ResNet 101 R15 88. 055 87. 326 87. 401 88. 586 90. 140 91. 782 90. 394

　 　 (1) 特征拟合蒸馏子网数量对识别率的影响

分析

本实验将对比特征拟合蒸馏( feature fitting dis-
tillation,FFD) 与经典知识蒸馏 ( knowledge distil-
lation,KD)的识别率,KD 是 FFD 的特征拟合蒸馏子

网个数为 0 的特例,所使用的测试集为 20 × 20 像素

的低分辨率 LFW 数据集。 为验证不同数量的特征

拟合蒸馏子网对低分辨率人脸的识别率的影响,实
验均匀设置子网数量为 3、6、9、12、15、18 个,表 1 给

出了不同特征拟合蒸馏子网数量在低分辨率 LFW
数据集中的识别率对比实验结果。 由表 1 的实验结

果可知,随着子网数量不断增多,FFD 模块在各深度

模型的识别率都呈现出先提升后降低的变化趋势,
说明特征拟合蒸馏子网的数量并不是越多越好,过
多的特征拟合蒸馏子网将导致学生网络识别率的降

低,其主要原因是处于不同层次的特征提取层与特

征拟合蒸馏子网所提取特征中所包含语义信息的抽

象程度不同,处于越深层次的特征,则该特征的抽象

层度就越高,而设置过多的特征拟合蒸馏子网,将引

入大量不同抽象程度的特征。 学生网络是具有精简

网络结构的深度网络,其特征提取层的数量远少于

教师网络,这将使学生网络在特征拟合蒸馏子网中

的特征无法与教师网络的中间层特征对齐,从而导

致学生网络各中间层的特征无法很好地拟合教师网

络的中间层特征,最终使得学生网络模型无法得到

有效优化。
(2) 数据集分辨率像素对识别率的影响分析

为进一步验证特征拟合蒸馏子网对模型识别低

分辨率人脸图像的有效性,本实验从表 1 中选择出

低分辨率人脸识别率最高的 4 个教师与学生网络框

架,分别是:R9、R10、R13、R14。 使用以上 4 个模型

在所构建的 6 个低分辨率 LFW 数据集中进行对比

实验,具体实验结果如图 6 所示。
由图 6 可知,在 6 个低分辨率 LFW 数据集中的

识别率结果显示,采用 FFD 方法对模型训练后所取

得的识别率都比 KD 方法的识别率更高,进一步证

明了 FFD 方法的有效性。 与此同时,实验结果还显

示,随着 LFW 数据集的分辨率不断地下降,所有算

法的识别率都呈现逐步降低的趋势,而具备 FFD 模

块的算法识别率都高于KD方法,其中学生网络深
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图 6　 不同分辨率数据集对算法识别率的对比实验

度较高,同时教师和学生网络之间的规模差距较小

的模型,对应的低分辨率样本识别率相对较高,其中

效果最好的低分辨率识别模型是 R9,即对应的模型

为教师 ResNet101 和学生 ResNet50,R9 模型在 20 ×
20 像素数据集中的准确率是 93. 821% ,当图像分辨

率降至 14 × 14 像素时,算法识别率为 92. 298% 。
实验结果进一步说明,学生网络规模与教师网络规

模悬殊差距不是很大时,FFD 模块能够较为显著提

升学生网络模型的低分辨率样本的识别率。
(3) 相似度量蒸馏子网对识别率的影响分析

为了验证相似度量蒸馏子网的有效性,本实验

选取模型 R9、R10、R13、R14 在分辨率为 20 × 20 像

素的低分辨率 LFW 数据集上进行对比实验,使用 4
种不同的度量子网进行相似度量蒸馏,所使用的具

体度量网络是:Siamese Net[20]、Matching Net[21]、Pro-
totypical Net[22]以及 Relation Net[23]。

为了测试不同主干的相似度量子网在识别低分

辨率人脸图像的有效性,本实验在 20 × 20 像素低分

辨率 LFW 数据集中进行算法识别率的对比实验,具
体实验结果如图 7 所示。

由图 7 可知,所有采用了 SMD 蒸馏子网的算法

识别率都高于仅使用特征拟合蒸馏 FFD 基线方法,
说明对学生网络进行相似度量蒸馏,能够有效地将

教师网络强大的细粒度特征度量能力迁移至学生网

络,使经过相似度量蒸馏优化后的学生网络能够对

低分辨率人脸样本进行准确度量,为分类决策提供

了更充分的依据,进一步提升了低分辨率人脸样本

的 识别精度。在所有采用了SMD蒸馏子网的框架

图 7　 不同类型度量子网的识别率对比实验

中,以 Relation Net 为主干的 SMD 蒸馏子网在低分

辨率人脸识别任务中取得了最高的识别精度,达到

了 94. 976% ,明显高于采用其他 3 种度量算法构建

的 SMD 蒸馏子网,这是因为 Relation Net 的度量侧

重于挖掘样本之间的内在联系,能够从全局视角捕

捉样本间的复杂关系,并非单纯比较样本对相似度,
使模型能够聚焦于待测样本真正相关的特征区域,
更准确地捕捉到不同类别之间的细微差异,尤其在

面对复杂场景时,这种细粒度的判别能力使其具有

更高的分类准确性,同时也具有更好的特征鲁棒性

和模型泛化能力,可有效抵抗噪声与干扰。
(4) 测试集比例对识别率的影响分析

为了评估训练集与测试集划分比例对低分辨率

人脸识别性能的影响,本实验使用了 3 组不同比例

的数据集划分方式: DataSet-1 (80% 训练样本和

20%测试样本)、DataSet-2(70%训练样本和 30%测

试样本)和 DataSet-3(60% 训练样本和 40% 测试样

本),使用以上 3 种数据集来全面分析数据集样本

分布变化对模型泛化能力的影响。 同时,为优化人

脸检测与对齐的关键预处理步骤,本实验针对 MTC-
NN 检测器的核心超参数进行了网格搜索实验。 在

图像金字塔构建阶段,我们设置了 3 组缩放因

子( scale factor ) 参数 ,分别是0 . 6 ( MTCNN -1 ) 、
0. 7(MTCNN-2)和 0. 8(MTCNN-3),以评估不同尺

度变化对微小面部特征的检测敏感性。 所有实验均

在相同硬件环境下交叉验证,具体实验结果如表 2
所示。
　 　 由表2可知,随着测试集比例的增加,模型性能
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表 2　 20 ×20 像素低分辨率 LFW 数据集上的识别精度

对比实验　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 %

模型 DataSet-1 DataSet-2 DataSet-3
FFDM 92. 604 91. 836 91. 512

FFDM + MTCNN-1 93. 651 93. 181 92. 161
FFDM + MTCNN-2 93. 821 93. 221 92. 701
FFDM + MTCNN-3 92. 831 92. 281 91. 931

出现轻微下降(约 0. 50% ),由此可知,训练样本数

据量的减少会导致模型学习能力受到限制,进而增

加欠拟合风险并降低模型的泛化性能。 特别是在小

规模数据集条件下,训练样本的减少会显著影响模

型对数据中复杂模式的学习能力。 此外,实验中采

用 MTCNN 算法进行人脸预处理(包括人脸检测和

对齐),通过选取中等缩放因子(scale factor = 0. 7)

来保持人脸区域的完整性,能够准确地定位面部关

键特征点(包括双眼、鼻尖及两侧嘴角),可在一定

程度上提升模型的识别性能。
3. 2　 综合对比实验

为了测试本文所提出的 FFDM 算法在低分辨率

人脸 LFW 数据集中的综合性能(识别精度以及算

法效率),本实验还选取了 UCCS 数据集以及 Tiny-
Face 数据集来进一步测试算法的泛化能力。 实验

中,将本文所提算法与近年来具有较好性能的低分

辨率人脸识别算法进行综合对比实验,所对比的算

法有:IKD[5]、BD[10]、FSKD[12]、SCA[24]、IRS[25]、FT[26]、
MagFace[27]、DSN[20]、OL[28]和 FFH[29]。 以上算法的

参数设置如表 3 所示。 表 3 中,T 表示教师网络,S
表示学生网络。

表 3　 各算法的实验参数设置表

算法　 　 骨干网络　 　 学习率 批次大小 分类损失函数 蒸馏损失函数　 　
IKD[5] T:MobileFaceNet; S:MobileNetV2 0. 010 0 128 Softmax + ArcFace KL Loss + Cosine Loss
BD[10] T: ResNet-50; S: ShuffleNet 0. 001 0 256 ArcFace KL Loss +特征蒸馏损失

FSKD[12] T: ResNet-101; S: ResNet - 50 0. 001 0 128 Softmax + ArcFace KL Loss + Cosine Loss
SCA[24] ResNet-50 0. 100 0 512 Sub-center ArcFace -
IRS[25] ResNet-50 0. 010 0 128 Improved ArcFace -
FT[26] Improved ViT 0. 000 1 256 CosFace -
MagFace[27] ResNet-101 0. 100 0 512 Improved ArcFace -
DSN[20] SqueezeNet 0. 001 0 64 Cross - Entropy -
OL[28] ResNet50 0. 000 1 32 - -
FFH[29] ViT-Tiny 0. 000 1 32 ArcFace MSE
FFDM T: ResNet-50; S: ResNet-18 0. 001 0 128 Cross Entropy 多层级特征蒸馏 +相似度量蒸馏

　 　 本节中用以下指标评估算法性能,识别精

度(Accuracy)为正确识别的样本占总测试样本的

比例。

Accuracy = TP + TN
TP + TN + FP + FN (14)

式中:TP( true positive)为正确识别的人脸样本数;
FP(false positive)为误检样本数;TN( true negative)
为正确排除的非目标样本数;FN( false negative)为

漏检样本数。
训练时长 T 是训练模型时对所有样本的识别总

时长,而平均识别时长 T
-
是模型识别一张样本的平

均时长,具体计算方法如下所示。

T = ∑
N

i = 1
(Ti

de + Ti
fe + Ti

cls) (15)

T
-

= 1
N T (16)

式中: Ti
de 为第 i 个样本的人脸检测时长; Ti

fe 为第 i

个样本的特征提取时长; Ti
cls 为第 i 个样本的相似度

量时长; N 为样本数。
(1) 基于低分辨率 LFW 数据集的精度与识别

效率对比

为了测试上述低分辨率人脸识别模型在不同分

辨率数据集中的识别率,本实验使用 25 × 25 像素、
20 × 20 像素以及 14 × 14 像素的低分辨率 LFW 数
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据集对算法的平均识别率、训练时长和平均识别时

长进行了对比实验,具体实验结果如表 4 所示。

表 4　 模型在低分辨率 LFW 数据集精度的对比

算法
分辨率 /像素

25 × 25 20 × 20 14 × 14

训练

时长

/ min

平均识

别时长

/ ms
IKD[5] 95. 21 94. 89 92. 14 534 35
SCA[24] 93. 56 92. 35 91. 49 723 74
IRS[25] 94. 73 93. 16 92. 05 867 90
FT[26] 95. 01 93. 44 92. 11 1053 88

MagFace[27] 92. 87 91. 93 91. 32 937 92
DSN[20] 93. 82 92. 19 90. 78 1015 74
OL[28] 96. 03 93. 78 92. 72 846 69
FFDM 96. 12 94. 97 92. 84 437 29

由表 4 可知,在不同分辨率的实验中,本文所提

FFDM 算法的识别率都高于所对比的其他网络。 这

是因为使用传统蒸馏的模型是通过对大量样本学习

来提升网络对低分辨率图像的分类能力,并没有充

分考虑如何利用教师网络的中间层特征来指导学生

网络训练,采用这样的方式将使得模型的收敛速度

变慢,模型参数很难得到有效优化。 而本文所提的

FFDM 算法是对中间层进行特征拟合,然后通过逐

层级蒸馏将教师网络中不同抽象程度的特征描述能

力迁移到学生网络对应的层级中,使学生网络各级

特征提取层所提取的低分辨率人脸特征能够更加接

近教师网络各层级所提取的特征。 其次,SMD 模块

通过对样本进行有效的度量,捕捉待测样本与已知

类别样本之间的相似度关系,从而使目标网络能够

取得较高的人脸识别率和识别效率。
(2) 基于 UCCS 数据集的精度与识别效率对比

本实验采用 UCCS 数据集进行算法识别率的对

比实验。 UCCS 数据集是一个用于非限制性人脸识

别的基准数据集,包含从不同角度、不同光照条件和

不同遮挡情况下拍摄的人脸图像,共有 308 个类,合
计 6 337 张样本。 图像的分辨率不固定,本实验将

所有样本的分辨率归一化为 20 × 20 像素的图像,数
据集中的图像还存在不同程度的遮挡、模糊、光照变

化和背景杂乱等干扰因素,这使得对该数据集中的

样本进行准确识别具有较大挑战性。 图 8 给出了该

数据集中部分样本的示例图像。
实验中,我们将本文所提算法与目前性能较好

的算法进行对比实验, 具体的算法有: IKD[5]、
BD[10]、FSKD[12]、DSN[20]、OL[28]和 FFH[29]。 具体的

对比实验结果如表 5 所示。

图 8　 UCCS 数据集中的部分样本

表 5　 模型在低分辨率 UCCS 数据集精度的对比

算法 识别精度 / % 训练时长 / min
平均识别

时长 / ms

IKD[5] 93. 57 743 34
BD[10] 92. 49 1 126 72

FSKD[12] 91. 48 1 420 88
DSN[20] 92. 77 1 329 85
OL[28] 92. 46 1 653 89
FFH[29] 93. 02 1 142 68
FFDM 93. 82 709 27

由表 5 可知,FFDM 算法能够有效地将教师网

络中各层次强大的特征表达能力迁移到学生网络,
使其在学习过程中能够充分利用教师网络的特征表

达能力,即使在面对分辨率变化较大的 UCCS 数据

集,也能保持较高的识别准确率。 同时,FFDM 算法

中的 SMD 模块能够捕捉到不同类别特征之间的细

微差异,使学生网络能够更好地适应不同分辨率的

图像特征,从而有效提高了 FFDM 算法在 UCCS 数

据集上的识别率。 算法最终部署使用的是参数量与

计算量远小于教师网络的学生网络,轻量化的结构

使其推理速度加快,并能显著降低对计算资源的需

求,同时教师网络所提供的丰富特征监督信号为学

生网络指明了学习方向,极大地避免了训练过程中

陷入局部最优的困境,从而加快了模型收敛速度,缩
短了总体训练时长。 SMD 模块使学生网络能够自

动聚焦于图像中最具判别性的区域,有效抑制了背

景和噪声等冗余信息的干扰,进一步提升了识别过

程的计算效率。
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(3) 基于 TinyFace 数据集的精度与识别效率

对比

为了测试本文所提算法在具有较大挑战难度数

据集上的准确性,本文选用了 TinyFace 数据集,该
数据集中的人脸图像分辨率为 20 × 16 像素,该数据

集中共有 5 139 个类,合计 169 403 张低分辨率人脸

样本,同时图像中还存在光照不足、姿态偏转以及面

部遮挡等干扰因素,这使得该数据集具有较大的挑

战难度。 图 9 给出了该数据集中的部分样本。

图 9　 TinyFace 数据集中的部分样本

在该数据集中,本文算法与目前具有较好性能

的低分辨率人脸识别模型的具体对比实验结果如

表 6所示:

表 6　 模型在低分辨率 TinyFace 数据集上精度的对比

算法 识别精度 / % 训练时长 / min
平均识别

时长 / ms

IKD[5] 62. 72 887 34
BD[10] 66. 73 1 029 37
FSKD[12] 68. 53 1 324 59
DSN[20] 65. 43 1 132 80
OL[28] 69. 48 1 547 78
FFH[29] 63. 21 1 053 62
FFDM 69. 57 645 25

由表 6 可知,本文所提出的 FFDM 网络在 Tiny-
Face 数据集上取得了较高的识别精度与识别效率。
这主要得益于 FFDM 算法通过多层次特征蒸馏,将
教师网络中强大的特征表达能力高效地迁移至轻量

化的学生网络,使其无需依赖大量训练样本即可获

得优异的泛化性能,显著降低了模型训练的复杂度

和时间成本。 同时,算法中的 SMD 模块使学生网络

能够精准聚焦于待测样本中的关键判别区域,有效

抑制 TinyFace 数据集存在的背景噪声干扰,从而在

提升对低分辨率图像识别精度的同时,进一步减少

了前向传播过程中的计算开销,实现了精度与效率

的同时提升。
(4) 算法鲁棒性对比

为了全面评估所提出 FFDM 模型在面对实际复

杂场景时的泛化能力与鲁棒性,本节将 FFDM 算法

与当前最具代表性的 10 种主流低分辨率人脸识别

模型在 6 种低分辨率 LFW 数据集上进行对比实验。
图 10 给出了所有模型在 6 种低分辨率 LFW 数据集

上的识别精度及其平均精度的曲线图。

图 10　 基于多场景数据集的人脸识别模型鲁棒性评估

如图 10 所示,所提出的 FFDM 模型在 6 种低分

辨率 LFW 数据集上的平均识别精度达到 86. 12% ,
高于其他所对比的算法,相较于表现次优的 IKD 模

型提升了 0. 51% ,证明了 FFDM 模型在综合识别能

力上的优越性。 其次,通过分析各模型在不同分辨

率的数据集上的表现,FFDM 展现出较好的跨分辨

率一致性,在这些数据集上均取得最优的识别精度,
表明其对光照变化、分辨率差异、姿态变化等干扰因

素具有较强的适应能力和泛化能力。 相较于其他对

比模型,FFDM 在最具挑战性的 14 × 14 像素低分辨

率 LFW 数据集上展现出的最优性能,表明该模型能

有效应对低分辨率、模糊等实际应用中常见的干扰

因素,且在这 6 种低分辨率数据集上具有较低的识

别精度标准差(值为 1. 39),即性能波动较小,从统

计学角度进一步证实了该模型具有较强的鲁棒性。
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4　 结 论

本文提出了一种特征拟合蒸馏度量网络,用于

解决低分辨率人脸识别中的特征丢失和复杂干扰问

题。 首先,在教师网络与学生网络的多个卷积层之

间实施特征拟合蒸馏,增强学生网络对低分辨率样

本的特征表达能力;其次,引入相似度量蒸馏损失函

数,使学生网络学习到教师网络的细粒度特征分类

能力,提升其在非限制性复杂场景中的鲁棒性。 实

验结果表明,所提出的 FFDM 模型在真实数据集上

展现出更高的识别精度和泛化能力。 在低分辨率人

脸识别任务中,FFDM 在 14 × 14 像素低分辨率 LFW
数据集上达到 92. 84% 的识别精度,表现优于当前

最优基线模型。 此外,在非限制性人脸 UCCS 数据

集和具有较高挑战性的 TinyFace 数据集上,FFDM
同样超越目前性能较好的主流低分辨率人脸识别模

型,取得了领先的识别性能,验证了其在复杂真实场

景中具有较强的泛化能力。 后续工作将优化蒸馏策

略,在降低计算复杂度的基础上再进一步提升模型

性能。
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Feature fitting distillation metric network for low-resolution face recognition

Zhong Rui, Liu Linbin, Chen Bin
(School of Mathematics and Computer Science, Gannan Normal University, Ganzhou 341000)

Abstract
Face recognition systems often capture low-resolution facial images in practical applications where a significant

amount of facial detail features are lost. Additionally, the presence of superimposed interference factors, such as il-
lumination variations, occlusions, and pose changes, makes it challenging for existing classical face recognition al-
gorithms to achieve satisfactory recognition accuracy that meets real-world application requirements. To address
these issues, we propose a feature fitting distillation metric (FFDM) network. First, feature fitting distillation is
performed between multiple stages of convolutional layers in both the teacher network and student network, enabling
the features extracted by each convolutional layer in the student network to approximate those of the corresponding
layers in the teacher network as closely as possible. This approach aims to enhance the student network’s capability
in characterizing features from low-resolution samples. Subsequently, a similarity metric distillation loss function is
introduced between the similarity measurement sub-networks of the teacher and student networks. The student net-
work learns the powerful classification capability of the teacher network for fine-grained features through this distil-
lation loss function, thus enabling the student network to have high robustness in complex and unconstrained sce-
narios. Finally, the experimental results on multiple datasets demonstrate that FFDM model exhibits higher accura-
cy and superior generalization capability in low-resolution face recognition tasks.

Key words: feature fitting distillation, similarity metric distillation, low-resolution face recognition, non-re-
strictive scenarios
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