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基于强化学习的同心管机器人逆运动学研究①

刘　 扬②　 冯　 宇③　 李永强

(浙江工业大学信息工程学院　 杭州 310023)

摘　 要　 同心管机器人(CTR)是一种连续体机器人,具有体积小、可伸缩、高曲率的特点,
适用于微创医疗领域。 然而,由于其运动学模型的复杂性,实施有效的逆运动学控制是一

项具有挑战性的任务。 本文介绍了其正运动学模型,实现了机器人从控制输入到其笛卡

尔位置的映射。 提出了一种基于强化学习(RL)的逆运动学控制方法,根据实际驱动系统

设计离散的强化学习训练动作,并结合实际的驱动器限位,设计考虑运动安全的训练奖

励,采用强化学习异步优势演员-评论家学习策略(A3C)计算出更符合实际应用的机器人

控制输入,为 CTR 的逆运动学控制提供了一种新的方法。 设计并搭建了 CTR 控制平台,
验证了所提逆运动学控制方法的有效性和正确性。 在对轨迹的追踪实验中,机器人能以

平均 1. 462 ± 0. 483 mm 的追踪误差对轨迹进行追踪。
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　 　 医疗机器人是集医学、机器人学和信息科学等

多学科于一体的交叉产物,尤其对于需要灵活医疗

器械的微创医疗领域,智能化、小型化、集成化、微创

化的医疗机器人是人们追求的发展方向[1]。 进入

21 世纪以来,达芬奇手术机器人作为微创外科新的

理念推动了微创外科技术进一步发展[2]。 近几年

来,同心管机器人(concentric tube robot,CTR)的研究

也正在迅速崛起,它是一种外形与导管和弹性针相

当的连续体机器人,由若干根嵌套的、预弯曲的弹性

管组成[3]。 当这些弹性管旋转、伸缩时,它们的曲

率会相互作用以控制机器人的形状和姿态,实现高

曲率转向,能够在不与身体组织触碰的情况下,顺利

通过人体自然腔体达到目标病灶点[4]。 基于其自

身特性,同心管机器人可在微创医疗中充当导向针

或微型操纵器。 目前正在进行该技术的临床应用研

究包括神经外科[5]、肺部外科[6]和心脏外科[7]等。
研究同心管机器人需要建立其数学模型,即正

运动学建模(根据机器人输入量计算机器人的位

置)。 目前,根据对管间扭转因素的处理,可将基于

Cosserat 弹性杆理论的 CTR 建模方法分为 2 类:忽
略扭转因素的扭转刚性模型[8] 以及考虑扭转因素

的扭转柔性模型[9]。 虽然扭转刚性模型建模简单,
但由于忽略扭转因素,导致其计算精度较低。 而扭

转柔性模型通过一组带有边界条件的微分方程组来

估计机器人的形状,从而实现精确的正运动学建模。
在此基础上,文献[10]提出了一种快速的扭转柔性

模型,借助力矩传感器来获取实时扭转力矩,并引入

全局变量,大幅提升了 CTR 正运动学模型的计算速

度。 文献[11]提出了一种基于无坐标能量公式的

正运动学模型,该公式完整地考虑了扭转因素。 此

外,文献[12]利用粒子群优化算法,通过坐标变换

和参数拟合,建立了 CTR 正运动学模型。 值得注意

的是,在实际应用中为了使机器人精确稳定地到达

目标位置,在设计机器人时,其管子须满足一系列曲

率和刚度的要求[13-14]。
为了实现 CTR 在微创手术中的应用,还需要实
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现精确的逆运动学控制,即根据机器人的笛卡尔位

置计算机器人的控制输入。 通常其逆运动学控制可

以通过雅可比方法来实现[15-16],雅可比矩阵可将机

器人笛卡尔位置映射到控制输入,通过求解微分方

程,即可实现 CTR 的逆运动学控制。 在此基础上,
文献[17]提出了将摄像头嵌入机器人尖端,并采用

雅可比矩阵的线性逼近和视觉反馈进行实时逆运动

学控制。 此外,通过修改机器人正运动学模型和雅

可比矩阵,文献[18]提出了一种考虑机器人尖端外

部负载的实时逆运动学控制方法。 最近,文献[19]
提出了一种基于强化学习的 CTR 逆运动学控制方

法,使用深度确定性策略梯度算法(deep determinis-
tic policy gradient,DDPG),通过训练其正运动学模

型,可以实现机器人的逆运动学控制。 相较于传统

的雅可比方法不能考虑机器人的控制输入约束,而
强化学习方法可以在计算控制输入的同时考虑约束

条件。
本文首先描述了基于 Cosserat 弹性杆理论的

CTR 扭转柔性正运动学模型;然后结合机器人实际

应用情况提出基于强化学习异步优势演员-评论家

学习策略(asynchronously advantage actor-critic,A3C)
学习策略的 CTR 逆运动学控制方法,训练中采用离

散的动作使得控制率更符合实际工作要求;接着设

计了一个由 3 根管组成的 CTR,并设计了对应实验

平台;最后通过仿真和实验验证了所提出方法的正

确性和可行性,并验证了实验平台的综合性能。

1　 同心管机器人正运动学建模

CTR 的三维结构如图 1 所示。 其中,黑色虚线

是位于管子内部同心轴的参考线。 下标 W(0) 表示

定义在原点 O 处的世界坐标系,该坐标系作为不动

的基坐标系;下标 W( s) 表示弧长 s 处的世界坐标

系,该坐标系由原点处的世界坐标系 W(0) 沿参考

线向管末端滑动而不绕轴旋转得到。 下标 B i(0) 表

示原点 O 处各管的管坐标系, i∈{1,…,N} 代表管

子编号。 类似地,下标 B i( s) 表示各管在弧长 s 处

的管坐标系,该坐标系由原点处各管的管坐标系

B i(0) 沿参考线向管末端滑动而不绕轴旋转得到。
随着管子的移动、弯曲和扭曲,这些管坐标系 B i( s)

作为主体框架,跟踪其横截面的位移和旋转。 所有

坐标系的轴都与参考线相切,并均指向管子的末端。

图 1　 CTR 的三维结构图

接下来通过机器人输入端的侧视图来进一步介

绍其输入量。 CTR 的输入端如图 2 所示,位于 CTR
的底部,每根管均有 2 个输入量 βi 和 ϕi, 即每根管

的伸缩和旋转,且各管的输入变量各自独立。

图 2　 CTR 的控制输入结构图

值得注意的是,在操作时要避免机器人的非弹

性形变,即每根管的最大应变不能超过材料的弹性

极限。 与此同时,机器人还需要远离不稳定的配置,
通常称为“断裂点”,这是由于机器人运动过程中由

弹性势能的累计和释放引起的机械不稳定状态[14]。
此外,考虑到机器人的实际操作平台,本文对输入量

施加以下约束,以确保其安全运行:
βi > ε　 　 　 　 　 ( i = 1,2,3)

βi < maxi 　 　 　 　 ( i = 1,2,3)

βi - βi +1 > ε　 ( i = 1,2)

(1)
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其中, ε是一个较小的正数,而 maxi 是 i管的最大伸

长量,它们表示 CTR 各管伸缩运动的极限。 该不等

式约束起到防止各管底部驱动电机相互碰撞并且防

止驱动电机超出机械限位的作用。
由于 CTR 的复杂性,建立一个精确的运动学模

型较为困难。 为了便于建模,并且保证一定的建模

精度,通常需要在建模时满足一系列假设条件[8-13,20]:
(1)忽略各个管子相互运动过程中产生的摩擦

力,并默认各相邻管之间的间隙大小恰好满足各管

运动。
(2)忽略各管截面上由于管间相互运动产生的

剪切应变和轴向伸缩。
(3)忽略各管的自身重力和由于重力引起的摩

擦力。
依据连续介质力学中的 Cosserat 弹性杆理论,

建立 CTR 正运动学模型一般分解为 2 步映射。 第 1
步是从输入空间(各个管伸缩量和旋转量)到代数

曲率空间(各管的曲率)的映射,第 2 步是从代数曲

率空间到任务空间(CTR 的位置和姿态)的映射。
第 1 步映射详细说明如下。

(1) 形变兼容方程:定义 i 管的曲率为 ki =

[kix kiy kiz] T, 由于各管是相互嵌套的,所以在完

成控制输入后,各管在弧长 s 处,且同一坐标系

W( s) 下的曲率满足:

kW( s)
1 ( s) = kW( s)

2 ( s) =

kW( s)
ix ( s)

kW( s)
iy ( s)

kW( s)
iz ( s)

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

= … = kW( s)
N ( s)

(2)

(2)本构方程:当 i 管由初始曲率 k
⌒Bi( s)

i ( s), 经

过管间相互运动,变为新的曲率 kBi( s)
i ( s) 时,会产生

一个弯矩向量 nBi( s)
i ( s):

nBi( s)
i ( s) = Mi(kBi( s)

i ( s) - k
⌒Bi( s)

i ( s)) (3)
其中 Mi 是 i 管的不变刚度矩阵:

Mi =

mix 0 0

0 miy 0

0 0 miz
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(4)
式中, E i 为杨氏模量, Ii 为截面惯性矩, G i 为剪切模

量, Ji 为截面极惯性矩。 这些参数是由管子的材料

和尺寸决定的,不随各管运动而变化。
此外由机器人几何学知识可知, i管弧长 s处的

世界坐标系 W( s) 与管坐标系 B i( s) 之间的坐标变

换为

kW( s)
i ( s) = Rz(θi( s))kBi( s)

i ( s) (5)
其中 θi( s) 是弧长 s处管坐标系和世界坐标系二者 z
轴之间的旋转角度, Rz(θi( s)) 为对应的旋转矩阵。

(3)弯矩平衡方程:在 CTR 运动过程中,力和力

矩施加在各个管子的底部以保证各管所需的配置,
而驱动电机施加在各管上的合力和扭矩为 0,因此

在世界坐标系 W(0) 下,任意弧长 s 处横截面上的

净弯矩 ni 满足:

∑
N

i = 1
nW( s)

i ( s) = 0 (6)

注意,任意 2 个弯曲的嵌套管在相互运动过程

中均会产生扭转,由此可见,在建模时考虑扭转因素

的扭转柔性模型更为精确。 为此本文定义 αi 为 i 管
相对于 1 管的扭转角:

αi( s) = θi( s) - θ1( s) (7)
结合式(2) ~ (7)得出 i 管曲率的 x 和 y 分量为

(kBi( s)
i ( s)) x,y = ((∑

N

i = 1
Mi) -1RT

z (αi( s))

× (∑
N

i = 1
Rz(αi( s))Mi k̂

Bi( s)
i ( s))) x,y

(8)
根据 Cosserat 弹性杆理论和本构方程, i 管曲率的 z
分量为

k
·Bi( s)

iz ( s) = (mix / miz) × (kBi( s)
ix ( s) k

⌒Bi( s)
iy ( s)

- kBi( s)
iy ( s) k

⌒Bi( s)
ix ( s)) (9)

其中符号·为对弧长 s的微分,此外, αi(s) 和 kBi(s)iz (s)
有如下关系:

α̇i( s) = kBi( s)
iz ( s) - kBi( s)

1z ( s) (10)
式(7) ~ (10)构成了微分方程组,对应的边界

条件为以下 2 点。
(1)原点处的扭转角由原点处各管输入量计算

获得,即 αi(0) = βi - β1。

(2)CTR 顶点处没有额外的负载,即 kBi(Li)
iz (Li)

= 0,Li 为 i 管顶点处的弧长。
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求解上述微分方程组即可获得各管的曲率,即
第 1 步映射。 对于第 2 步映射,因为在大多数应用

场景中,CTR 的姿态通常是不被考虑的[17],所以本

文只关注其笛卡尔位置。 由于最内层的管,即 1 号

管是最长的,当最内层的管从外管伸出时,可以完全

观察到 CTR 的状态,并且各管是相互嵌套的,即最

内管位置等同于整个机器人的位置。 故本文只需要

计算 1 号管的位置。 通常采取两步积分法来计算从

曲率空间到任务空间的映射[9,14]:

R
·

1( s)RT
1( s) = ΩB1( s)

1 ( s) (11)

pW(0)
1 ( s) = ∫s0 R1(σ)w3dσ (12)

其中,

ΩB1(s)
1 (s) =

0 - kB1(s)iz (s) kB1(s)iy (s)

kB1(s)iz (s) 0 - kB1(s)ix (s)

- kB1(s)iy (s) kB1(s)ix (s) 0

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

,

p1 是 CTR 弧长 s 处的位置向量。 w3 = [0 0 1] T,
则 CTR 的笛卡尔位置可以通过求解式(11)和(12)
构成的微分方程组而获得。

2　 基于强化学习的逆运动学控制

本节聚焦实现 CTR 的逆运动学控制,使用强化

学习的方法,设计了离散的状态空间和动作空间,更
符合实际 CTR 的运动情况,并在奖励函数中加入约

束条件来确保实际操作平台的安全性。
2. 1　 强化学习的马尔科夫决策过程

强化学习(reinforcement learning,RL)是机器学

习的分支之一,不需要预先给定任何数据,而是通过

接收环境对动作的奖励获得学习信息并更新模型参

数[21]。 马尔可夫决策过程(Markov decision proces-
ses, MDP)是强化学习问题在数学上的理想化表

述,是强化学习问题主要依赖的框架,下面介绍其基

础组成元素:环境、智能体、状态、动作、奖励[22]。
环境(Environment)是指智能体所处的环境,包

括各种环境要素,此类要素实时变化,在学习过程中

不可见;智能体(Agent)是指能与环境实现交互,具
有改变策略能力的主体;状态(State)是指智能体在

某个时刻下所处环境的状态,通常使用 S 表示,所有

状态变量的集合称为状态空间;动作(Action)是描

述智能体与环境互动的要素,是智能体的行为特征,
通常使用 A 表示,动作可根据实际要求设定为离散

动作或连续动作,所有动作的集合称为动作空间;奖
励(Reward)是环境对于智能体所作动作的回馈,是
当前时刻下智能体所获得的即时回报,通常使用 R
表示。

强化学习的基本框架如图 3 所示,如文献[21]
所述,在任意一个时刻 t ,智能体与环境交互获得状

态 St 和相应的奖励 R t, 根据策略 π 选择一个动作

At。 智能体将动作输出给环境后,智能体所处环境

的状态发生变化,即状态转移到了下一个时刻的状

态 St +1, 并获得相应的奖励 R t +1。 其中,策略 π 实际

上就是状态到动作的映射,它表达了智能体的行为

策略。

图 3　 强化学习框架

2. 2　 CTR 逆运动学的 MDP 表述

为了将强化学习方法应用于机器人逆运动学的

研究中,本文将机器人的逆运动学问题表述为

MDP,其动作、状态和奖励详述如下。
(1)状态

在实际中,CTR 是通过最内层管的尖端工作,
因此本文对最内层管尖端的位置进行研究,故将状

态 S 定义为 CTR 末端点的笛卡尔位置 g 和末端点

的期望笛卡尔位置 g⌒ 的组合:
S = (g,g⌒) (13)
(2)动作

动作 A 定义为各管的伸缩量和旋转量的集合,
即 CTR 的控制输入。 根据实际系统所采用的步进

式驱动电机,结合传动系统,设置各管旋转量和伸缩

量的最小动作单元:旋转动作单元设置为 Δϕi =
± 0. 01, 单位为°; 伸缩动作单元设置为 Δβi =
± 0. 01, 单位为 mm。 在智能体学习过程中,智能体
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可以选择任何动作单元的组合值:
A = (K1Δβ1,K2Δβ2,K3Δβ3,K1Δϕ1,K2Δϕ2,K3Δϕ3)

(14)
其中 K i 为任意整数。

(3)奖励

奖励 R 是环境返回给智能体的标量值,作为智

能体所选择动作的反馈。 对于 CTR 逆运动学控制

来说,状态和动作是离散的,故本文将推动智能体从

当前位置向期望目标位置运动的奖励设定为稀疏奖

励:

R =
0　 　 　 e ≤ δ
- 1 其他

- 100　 超限

ì

î

í

ïï

ïï
(15)

其中, e 为误差(当前位置与期望位置的笛卡尔距

离)定义为

e = (gx - g⌒x) 2 + (gy - g⌒y) 2 + (gz - g⌒z) 2

(16)
δ 为目标公差,在本文中采用 1 mm。 考虑到实际应

用的动作极限区间,控制输入需要为可实现并且安

全的输入,则要对 CTR 的输入进行约束,即必须满

足式(1)中的不等式约束,式(15)中 R = - 100 的作

用就充当了该约束,当智能体给出的动作超限,即不

满足式(1)时,对应动作的奖励应设置为 - 100(较
大的负数奖励),以防止智能体给出不符合实际应

用的控制动作。
值得注意的是,马尔可夫决策过程表述的强化

学习方法也具有马尔可夫性质,即状态之间的跃迁

完全由动作和奖励值定义,并且系统策略选择取决

于当前状态,与历史状态无关[21]。 在强化学习中,
智能体主动对环境进行探索,环境根据动作做出评

价(奖励),智能体基于动作与奖励,改进动作方案,
达到预期目标。 在启动重置或达到目标位置之前,
智能体与环境不断地进行交互,奖励函数在每个时

间步上计算,并在整个回合中累积,通过最大化回合

的累计奖励,强化学习可以激励智能体使用最少的

时间步来实现预期目标。
定义 MDP 后,任何与离散状态和离散动作空间

兼容的标准强化学习方法都可以应用于学习策略。
异步优势演员-评论家策略(A3C)具有较好的收敛

性能,收敛速度较快,并且仅使用多核中央处理器

(central processing unit,CPU)完成训练过程(提供了

一种异步并发的强化学习框架),该策略在高纬度

的离散动作空间效果更佳,能够很好地实现 CTR 的

逆运动学控制。 故本文选择异步优势演员-评论家

策略(A3C)。
2. 3　 基于 A3C 策略的 CTR 逆运动学控制

强化学习的 A3C 算法是对演员-评论家策略

(actor-critic,AC)的升级,AC 算法虽然同时使用了

价值迭代法和策略迭代法这 2 种策略,但存在难以

收敛的问题,在此基础上 A3C 解决了难以收敛的问

题,同时更重要的是,它提供了一种异步并发的强化

学习框架[23],异步训练框架如图 4 所示。

图 4　 A3C 结构图

Global network 是公共的神经网络,包含了价值

网络 V(S) 和策略网络 π(S) 2 部分。 策略网络用

来探索环境,价值网络用来评估所处状态的期望回

报。 公共神经网络下面有 n 个 Worker 线程,每个线

程里有和公共的神经网络一样的网络结构,每个线

程会独立地和各自的环境进行交互得到经验数据,
这些线程之间互不干扰,独立运行。

每个线程和环境交互得到一定的数据之后,就
计算在自己线程里神经网络的损失函数梯度,但是

这些梯度并不更新自己线程里的神经网络,而是去

更新公共的神经网络。
更新的公共神经网络再分配给各个线程的网
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络,各个 Worker 的线程更新有先后,先更新的就立

即与公共网络进行交互,即异步更新公共网络。
A3C 算法的伪代码如算法 1 所示。

算法 1 基于 A3C 算法的 CTR 逆运动学求解

1. 　 初始化公共网络的策略网络参数向量 ϑ 和价值网络

参数向量 ϑv, 全局计数器 T = 0

2. 　 初始化各线程网络的策略网络参数向量 ϑ′ 和价值

网络参数向量 ϑ′v, 线程计数器 t = 1

3. 　 Repeat
4. 　 　 初始化梯度: dϑ = 0,dϑv = 0
5. 　 　 同步更新各线程的网络参数 ϑ′ = ϑ,ϑ′v = ϑv

6. 　 　 令 tstart = t, 并初始化状态 St

7. 　 　 Repeat
8. 　 　 　 线程根据 π(At | St;ϑ′) 选择动作 At

9. 　 　 　 获得奖励 Rt, 并根据 CTR 正运动学模型计算新

状态 St+1

10. 　 　 　 t = t + 1
11. 　 　 　 T = T + 1
12. 　 　 Until St = Sterminal or 回合结束

13. 　 　 如果 St = Sterminal, 则 G = 0, 若回合结束,则 G =
V(St,ϑ′v)

14. 　 　 For j ∈ { t - 1,…,tstart} do
15. 　 　 　 G = Rj + γG
16. 　 　 　 dϑ = dϑ + ∇ϑ′ logπ(Aj | Sj;ϑ′)

　 　 × (G - V(Sj,ϑ′v))
17. 　 　 　 dϑv = dϑv + ∂(G - V(Sj,ϑ′v)) 2 / ∂ϑ′v
18. 　 　 End for
19. 　 　 使用 dϑ 异步更新 ϑ, 使用 dϑv 异步更新 ϑv

20. 　 Until T > Tmax

其中算法 1 中的 Sterminal 是指 CTR 末端点的空

间笛卡尔位置与期望的笛卡尔位置距离小于目标公

差 δ 时 CTR 末端点在这个时刻下所处环境的状态。
而 Tmax 是指强化学习训练的回合数,具体的取值将

在实验部分给出。 A3C 算法的优势在于可以不需要

依赖图形处理器(graphics processing unit,GPU)的算

力,仅用多核 CPU,并且可以很好地处理高维度的动

作空间的强化学习问题,本文采用 4 个并行线程执行

A3C 算法。

3　 仿真与实验分析

本节主要目的是通过实验证明所提出 CTR 逆运

动学控制方法的有效性。

实验平台如图 5 所示,包括 1 个深度相机、1 台

个人电脑、1 个驱动系统和 3 根嵌套的同心管。 为了

获取最内管顶点的笛卡尔位置,本文在最内管顶点处

固定一个球形标记物,并使用Kinect 2. 0 深度相机[24]

(分辨率为 1 080 像素,数据流为 30 fps),采用 Hough
变换方法获得其笛卡尔位置[25]。 驱动系统由 6 台集

成式步进伺服电机(TSM17Q-2RG)和 1 个机械传动

装置(长 810 mm × 宽 220 mm × 高 200 mm)组成。
个人电脑采用 Intel Core i7(2. 70 GHz)处理器,其不仅

起到控制器的作用,还作为深度相机和驱动系统的

上位机。 此外,3 根同心管采用镍钛合金,采用不同

的曲率,如图 6 所示。

图 5　 CTR 的实验平台

图 6　 镍钛管的结构图

CTR 各管的杨氏模量 E i 和剪切模量 G i 分别为

70 GPa 和 26 GPa,驱动系统的传动比如表 1 所示。

表 1　 驱动系统传动比

　 方向 以电机为准 以合金管为准

1 管移动
电机转 1 圈,

管行程 3. 33 mm
管行走 1 mm,

电机转动 0. 3 圈

2 管转动
电机转 1 圈,
管转 2 / 3 圈

管转 1 圈,
电机转 1. 5 圈
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　 　 表 1 为驱动系统的传动比,有了各管参数以及

第 1 节的 CTR 正运动学模型,配置的整个机器人工

作空间就确定了[26],该 3 管 CTR 的一般工作空间

如图 7 所示。

图 7　 CTR 工作空间斜体

3. 1　 仿真分析

为了评估跟踪性能,将本文使用的算法(A3C)
与现有方法进行仿真比较,即雅可比方法[15-18] 和强

化学习的 DDPG 方法[19]。 仿真环境为 Windows 10,
搭载的 CPU 为 Intel-Core-i7,基于 Python 3. 6 描述

CTR 强化学习逆运动学过程。 A3C 算法的 Actor 网
络和 Critic 网络使用 2 个全连接层作为隐藏层,每
层的神经元个数分别为 400 和 300,神经网络使用

Adam 的梯度更新方式,学习率为 0. 000 1,折现因子

为 0. 95。 对每个轨迹跟踪问题重复训练 500 个回

合,即 Tmax 为 500, 每个回合最多进行 500 步。
DDPG 算法采取稀疏奖励,定义为

R =
0　 　 e ≤ δ
- 1　 其他

{ (17)

其中, e 为期望的位置与实际位置之间的距离, δ 为

目标公差(设置为 1 mm)。 并且 DDPG 算法的 Actor
网络和 Critic 网络使用 2 个全连接层作为隐藏层,
每层的神经元个数分别为 400 和 300,神经网络使

用 Adam 的梯度更新方式,学习率为 0. 000 1,折现

因子为 0. 95,对每个轨迹跟踪问题重复训练 500 个

回合,每个回合 500 步。
跟踪结果如图 8 所示,其中圆形和多边形 2 个

轨迹共由 60 个点构成,所获平均误差、标准差和平

均每个点的计算时间如表 2 所示。

图 8　 轨迹跟踪仿真结果

表 2　 仿真结果

　 误差 / mm 时间 / s
DDPG 0. 815 ± 0. 124 681
A3C 0. 756 ± 0. 115 675

对于引言中提到的文献[16-18]这 3 种方法是

在文献[15]的基础上改动并结合不同的外部传感

器所获得的,这些基于雅可比矩阵的方法均没有考

虑管子运动的约束条件,不能跟踪完整的圆形和多

边形轨迹,只适用于跟踪直线和弧线等较简单的轨

迹。 故下面使用这些方法来追踪直线和弧线形的轨

迹,2 种轨迹共由 40 个点构成,跟踪结果如图 9 所

示,所获平均误差、标准差和平均每个点的计算时间

如表 3 所示。
可以看出本文所提方法的计算精度优于其他控

制方法,更适合应用于 CTR 的逆运动学控制。
3. 2　 实验分析

本小节将上述方法应用到真实的 CTR 轨迹跟

踪实验,并使用 3D 摄像机测量 CTR 的位置。 DDPG
与 A3C 算法同其他强化学习算法一样需要大量训

练以达到令人满意的性能,在使用强化学习控制方

法时,其策略是智能体与环境不断交互过程中学习

得到的,以达成回报最大化或实现特定目标的问题。
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图 9　 轨迹跟踪仿真结果

表 3　 仿真结果

　 误差 / mm 时间 / s
DDPG 0. 803 ± 0. 112 681. 0
A3C 0. 744 ± 0. 113 675. 0

雅可比方法[15] 0. 754 ± 0. 102 5. 3
雅可比方法[16] 0. 865 ± 0. 153 6. 5
雅可比方法[17] 0. 842 ± 0. 184 4. 2
雅可比方法[18] 0. 891 ± 0. 164 8. 1

在这个交互过程中如果采用实际机器人实物来进行

学习,会导致机器人实物严重磨损,不能展开后续的

工作,故通常采用机器人正运动模型来模拟其运动

规律,进行大量的交互学习。 然后在进行实物实验

时,将基于仿真的学习策略直接执行到平台上使用。
进行的实验跟踪如图 10 所示,每个方法重复实验

20 次,并以与仿真中相同的线型进行标记。 类似

地,圆形和多边形的平均误差、标准差和平均每个点

的计算时间如表 4 所示。
可以看出,相较于仿真结果,由于平台误差的影

响,所有方法的跟踪误差都会增大。 并且文献[15]
的雅可比方法仍然无法跟踪圆形及多边形轨迹等复

杂轨迹。 此外,由于引言中提到的文献[16-18]的方

法需要和特定的传感器搭配进行实验,与本文所搭

图 10　 轨迹跟踪仿真结果

表 4　 仿真结果

　 误差 / mm 时间 / s
DDPG 1. 651 ± 0. 512 686
A3C 1. 462 ± 0. 483 681

建的平台传感器不同,所以在实验部分不进行对比

讨论,但由仿真分析的结果可以推导出 A3C 算法在

实验中可以表现出较好的轨迹跟踪效果。 相较于仿

真,实验所需时间较长的主要原因是使用深度相机

和驱动电机。 可以看出,由于 A3C 算法采用以实际驱

动电机最小转动角度为最小动作单元的离散动作空

间,相比于连续动作空间的 DDPG 算法,该方法平均

误差更小,给出的控制动作更符合实际驱动电机的

转动角度;而且相较于基于雅可比矩阵的算法[15-18],
该方法能够很好地考虑控制端的约束条件,从而能

够安全地完成轨迹跟踪任务。 因此可以得出结论,
相较于 DDPG 方法和雅可比矩阵方法,目前的设计

方法更适合实际的 CTR 操作平台。

4　 结 论

本文介绍了一种基于强化学习的同心管机器人

逆运动学控制方法,旨在实现更符合实际应用的同

心管机器人逆运动学控制方法。 描述了其正运动学

模型,得到输入量与 CTR 空间位置的关系。 同时根
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据实际驱动电机的最小转动角度,并结合驱动系统

的传动比确定 CTR 输入变量的最小动作单元,采用

强化学习的 A3C 算法,针对 CTR 的特性设计了强

化学习所需的状态、动作和奖励函数,从而实现其逆

运动学控制。 进行了仿真与实际的轨迹跟踪实验,
并与现有的逆运动学控制方法进行对比,验证了所

提出的控制方法具有良好的性能。 在对轨迹的追踪

实验中,在相应传感器的协助下,机器人能以平均

1. 462 ± 0. 483 mm 的追踪误差对轨迹进行追踪。
未来的工作将进一步提升 CTR 正运动学模型

的建模精度,并结合路径规划算法实现精度更高、运
行更稳定的逆运动学控制。
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Research on inverse kinematic of concentric tube robot
based on reinforcement learning

LIU Yang, FENG Yu, LI Yongqiang
(College of Information Engineering,Zhejiang University of Technology, Hangzhou 310023)

Abstract
Concentric tube robot (CTR) is a type of continuum robot with the characteristics of small size, scalability,

and high curvature, which is suitable for the field of minimally invasive medicine. However, due to the complexity
of its kinematic model, implementing effective inverse kinematics control is a challenging task. This paper intro-
duces the forward kinematic model of CTR to realize the mapping from the control input to the Cartesian position.
An inverse kinematic control method based on reinforcement learning (RL) is proposed. Discrete reinforcement
learning training actions are designed according to the actual drive system, and training rewards are designed in
combination with the actual drive limit. Moreover, the asynchronously advantage actor-critic (A3C) learning strate-
gy is used to calculate CTR control input that is more suitable for practical applications. It provides a new method
for the inverse kinematics control of CTR. In addition, the CTR control platform is designed and built to verify the
effectiveness and correctness of the proposed inverse kinematics control method. In trajectory tracking experiments,
the CTR can track the trajectory with an average tracking error of 1. 462 ± 0. 483 mm.

Key words: concentric tube robot (CTR), kinematics, reinforcement learning (RL)
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