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多视角解耦增强整合的细粒度分类算法①
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摘　 要　 针对细粒度图像分类中由于背景环境、光照条件、样本姿态和拍摄角度等外部因

素导致类内差异显著增加的问题,本文提出了多视角解耦增强整合的细粒度分类算法。
首先,为了降低图像中外部因素的干扰,设计多视角注意力(MPA)模块,此模块通过将模

型分解为数个视角,迫使每个视角关注不同尺度,实现干扰因素的解耦,并通过对特征进

行自注意力建模,引导各个视角进一步挖掘关键特征。 其次,提出递进式动态加权融合

(PDWF)策略,旨在有效整合解耦后的多个视角信息,该策略通过获取不同视角下通道和

空间关系动态调整融合系数,实现多尺度信息的高阶融合。 最后,采用递进式训练方法促

进视角交互,进一步捕获和整合多尺度特征的互补语义信息。 在 CUB-200-2011、Stanford-
Cars、FGVC-Aircraft 公开数据集上进行实验,实验结果表明所提方法分类准确率分别达到

90. 5% 、95. 5%和 94. 2% ,优于当前细粒度图像分类任务主流方法。
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　 　 与传统的大类别图像分类相比,细粒度图像分

类旨在进行更细致的子类别划分,例如狗的品种或

车的型号等。 这一领域的研究不仅在学术界具有重

要的科研意义,且在实际场景中有着广泛的应用前

景。 细粒度图像分类的重要性不言而喻,然而它面

临着独特的挑战,其数据分布的特性使得类间样本

差异较小,而类内差异相对较大,对模型分类性能提

出了较高要求。
细粒度图像分类算法通过训练标签是否包含额

外标注可分为强监督和弱监督 2 个方向,强监督采

用额外监督信息(如标注框、锚框等)辅助模型进行

训练,弱监督则仅采用类别标签进行训练。 早期受

技术发展的限制,多采用强监督算法。 Zhang 等人[1]

采用了在图像目标检测(objection detection) [2-3] 领域

中广泛应用的区域卷积神经网络(region-based convo-
lutional neural network,R-CNN),提出了 Part R-CNN。
根据事先的标注信息,通过对图像进行检测,算法在

分类精度上取得了不错的效果。 但由于强监督的算

法依赖手工标注、训练成本等问题导致其在后续应

用中难以扩展和普及。
随着神经网络的发展,弱监督算法逐渐成为主

流的研究方法。 该类算法主要集中在提取和定位最

具区别性的部分、与其他特征互补的部分以及各种

尺度的特征部分。 在这些研究中,注意力机制有着

非常重要的地位。 Xiao 等人[4] 提出两级注意力算

法,其分别关注对象级和局部级 2 个不同层次的特

征,通过强大的网络结构得到良好的分类性能。
Peng 等人[5]提出了一种对象部位注意力模型,通过

对象级和部件级注意力来使得模型获取到强大的特

征表示。 Zheng 等人[6]利用基于注意力的非均匀采

样器来突出感兴趣的部分。 Hu 等人[7] 利用注意力

机制将特征图中最为显著的部分进行裁剪和丢弃,
并将处理之后的图像进行二次分类。 Zheng 等人[8]

通过多注意力同时定位几个身体部件,并通过聚类
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生成多个部分。 这类研究利用注意力机制引导模型

聚焦于图像中的显著区域,但缺乏对多尺度特征特

别是小尺度特征的深入挖掘。
Lin 等人[9]通过设计双线模型对同一目标进行

特征提取,能够端到端地实现区域检测和特征提取。
有几种方法[10-11] 通过挖掘多尺度下部件的互补信

息来提取强大的特征表示。 Chao 等人[12] 在双线性

池化的基础上提出了分层双线性池化,隐式地进行

不同特征层的互补信息融合建模。 Ye 等人[13] 通过

在多个层次之间建立空间依赖关系,对不同的特征

层显示地进行融合建模,以学习更多关键性特征。
文献[14]指出关键特征隐藏在各个尺度下,该算法

迫使网络学习不同尺度特征的方式为本文提供了一

定的思路。 这类研究致力于挖掘多尺度特征,从而

强化各尺度间的互补性。 然而,由于缺乏有效的注

意力引导机制,模型在捕捉关键信息方面存在明显

的不足。
基于上述分析,本文借鉴分解、融合的思想,提

出了多视角解耦增强整合的细粒度分类算法。 首

先,将模型的感受野通过模块固定在较小的尺度上,
可以显著减少外部因素(如光照、姿态等)对分类结

果的干扰。 然而,固定感受野会限制模型对多尺度

特征的感知能力,为此,本文设计了多视角注意力

(multi-perspective attention,MPA)模块,确保了模型

提取特征尺度的多样性以及对关键信息的聚焦能

力。 最后,为解决视角之间存在的信息割裂问题,即
不同视角提取的特征可能无法有效地相互补充和增

强,进一步提出了递进式动态加权融合(progressive
dynamic weight fusion,PDWF)策略以整合不同视角

信息。 通过以上改进,所提出的方法能够在减少外

部因素干扰的同时,充分挖掘和融合多尺度特征,综
合提高模型的分类性能。

1　 多视角解耦增强整合网络

多视角解耦增强整合网络的整体结构如图 1 所

示,采用 ResNet-50 作为主干网络,将其中后 3 个阶

段( stage 3 ,stage 4 ,stage 5 )的输出视为算法的

图 1　 网络整体结构框图
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3 个视角,每个视角都有独立的输出( i = 1,2,3),并
依次进行训练,视角之间参数共享。 为提高每个视

角对于不同尺度的兴趣度,设计了 MPA 模块,并分别

引出 3 条分支 MPA-i 作用于每个视角,每个 MPA-i
中都包含有局部化重组模块 ( localize and restore
module,LR)和视角自注意力块( perspective self-at-
tention block,PSAB)2 个子模块。 MPA 作用在每个

视角,使其专注于捕获特定尺度,并进行相应粒度的

局部注意力建模。 为了加强不同尺度特征间的互补

关系,通过 PDWF 整合所有视角,促进视角之间的

信息交互。
1. 1　 重新审视渐进式训练策略

文献[14]提出渐进式训练策略,通过逐步增加

网络复杂度和引入新的模块来提高网络性能。 该策

略的每个阶段或模块具有特定的任务和网络结构。
随着阶段的增加,模型逐渐变得更强大,从初始阶段

的简单模型到后续阶段的深层网络结构。 此外,该
文献通过结合渐进式训练策略提出了随机拼图的方

法,以限制模型的视野在不同尺度下进行学习。
但是该策略并未有效解决模型注意力引导的问

题。 由于缺乏明确的注意力机制,模型在处理复杂

任务时可能无法准确聚焦于关键信息,进而影响训

练效率和模型性能。 模型中不同阶段之间的联系相

对较弱,导致模型在各个阶段学习到的特征缺乏有

效的信息交互。 这种割裂式学习会使得模型难以形

成对整体任务的全面理解,进而影响其在复杂场景

下的泛化能力和适应性。 各个阶段所学特征之间缺

乏整合,可能会导致模型在处理实际问题时表现出

片面或不准确的行为。
基于此,本文设计了多视角解耦增强整合网络。

该方法不仅迫使模型挖掘多尺度的特征信息,并且

引入注意力机制来指导模型精准挖掘和聚焦关键信

息。 并对多尺度特征采用高阶融合,强化不同尺度

特征之间的互补与协同,从而提升模型的整体性能

和泛化能力。
1. 2　 多视角注意力

图 2 为 MPA-i 的结构图。 首先,LR 模块对每个

视角的输入特征图进行局部化分块,以限制当前视

角下模型的感受野;其次,局部化分块之后的特征会

被送至 PSAB 模块中,该模块通过对特征图中任意

两两像素之间的坐标关系进行自注意力建模,从而

捕获丰富的空间信息;随后,LR 模块将特征重组至

原始大小;最终,得到经过局部注意力建模的特征

图。 公式如式(1)所示。

yk = R(PSAB(∏
m

i = 0
Conv(L(xk),θk))) (1)

图 2　 多视角注意力(MPA-i)结构图
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其中, xk 为视角 k ∈ {1,2,3} 的输入; yk 表示该视

角下的输出; ∏m

i = 0
Conv 表示当前视角下包含的卷

积层; θk 为卷积层的参数,其中 m 的取值与视角 k
相关;PSAB (·) 表示视角自注意力块; L(·) 和

R(·) 分别表示 LR 模块的不同功能。 接下来将详

细介绍 LR 和 PSAB 的工作原理。
1. 2. 1　 局部化重组模块

如图 2 上半部分所示,LR 模块拥有局部化和重

组 2 个功能(便于区分,这里用 LR-L 表示局部化功

能,LR-R 表示重组功能),局部化功能会将特征进

行局部化分块,重组功能则能使局部特征块恢复至

原始大小。 当输入 xk 被送至 LR 模块中,该模块首

先通过 LR-L 对输入 xk 进行局部化特征处理,然后

通过在空间维度上进行分割将输入特征划分为多个

局部特征块,并将特征块在批次维度上进行拼接。
具体而言,对于每个视角的输入 xk ∈ RT×C×H×W (其
中 T 表示训练的批量大小, C 表示特征的通道, H、
W 分别表示特征的高度和宽度),在高宽维度上通

过局部化超参数 n, 使得对应的特征图被分离成 n2

个局部特征块,这些局部的特征块会独立作为一个

训练批次参与卷积等运算,并在一系列计算之后通

过 LR-R 恢复至原始大小。 LR 模块中局部化功能

和重组功能的计算公式如下所示。

xk
l ∈ Rn2T×C× H

n ×W
n = L(xk

l ∈ RT×C×H×W) (2)

yk ∈ RT×C×H×W = R(xk
l ∈ Rn2T×C× H

n ×W
n ) (3)

其中, xk
l 表示输入 xk 经过 LR 模块局部化处理之后

的输出; L(·) 函数表示 LR 模块的局部化功能,该
函数通过调整超参数来控制局部特征块的大小;
R(·) 表示 LR 模块的重组功能,可将局部特征图重

新恢复为整体的特征图。
如式(2)所示,经过 LR-L 处理后的所有局部特

征会进行卷积运算和注意力建模。 由于局部特征块

的大小固定,模型在卷积运算过程中无法获得全局

信息,因此模型在训练过程中会被迫关注特定大小

的局部区域。 这种做法增强了模型对局部特征的专

注度,提高了其挖掘小尺度特征的能力。
1. 2. 2　 视角自注意力块

MPA 会为每个视角分配特定的视角自注意力

块,并通过该自注意力块在局部特征图中捕捉空间

信息。 受位置注意力模块[15] 和自注意力机制[16] 的

启发,本文设计了视角自注意力块 PSAB,用于捕获

局部特征图上任意 2 个像素之间的空间相关性,从
而进行空间注意力建模。

PSAB 的框架如图 2 下半部分所示,对于任意给

定的局部特征图 xk
l ∈ RT×C×H×W (其中 n2T 为批量大

小,由于在 PSAB 中的运算并不会改变批量大小,因
此在后文中会省略批量维度的表示),通过 1 × 1 卷

积获取任意位置的特征 KA ∈ RC′× H
n ×W

n 、KB ∈ RC′× H
n ×W

n

以及 KC ∈ RC× H
n ×W

n (C′ 表示位置特征嵌入通道数,本

文取 C′ = C / 16), 分别将 KA、KB 重塑为 RZ×C′ 和

RC′×Z, 在 KA 和 KB 之间使用矩阵乘法运算,其中 Z
为局部特征图的像素总数。 通过函数将原始特征转

化为概率分布,得到空间相关性特征图 KP ∈ RZ×Z,
公式如下:

pij =
exp(KAiKBi

)

􀰐 Z

i = 1
exp(KAiKBi

)
(4)

其中, pij 表示特征图中第 i 个位置对第 j 个位置的

相关性概率分布。 之后将位置特征 KC ∈ RC× H
n ×W

n 重

塑为 KC ∈ RZ×C, 与空间相关性特征图 KP 执行矩阵

乘法,并将输出特征矩阵 KO′ 重塑回 RC× H
n ×W

n ,通过残

差连接特征 xk
l ∈ RC× H

n ×W
n 。 最后将结果输入到 3 × 3

卷积层中,得到最终的输出特征 yk ∈ RC× H
n ×W

n , 融合

公式为

yk
l = γ􀰐 Z

i = 1
(KPij

KCi
) + xk

l (5)

其中, γ 为残差系数,该参数初始值为 0,随着训练

的推进,模型具备了一定的特征分辨能力,位置相关

性特征图能产生正确的引导,此时 γ 会被分配更多

的权重,从而使模型获取到更多全局信息。
每个位置上的最终输出 yk

l 都为所有位置上的

特征图和输入特征图的加权和,因此 yk
l 具有丰富的

空间信息,能够使得局部特征输入在聚合上下文信

息时进一步获取到关键特征,从而提高类内相关性

和语义一致性。
1. 3　 递进式动态加权融合策略

MPA 通过注意力和局部化使每个视角专注于

不同尺度特征的学习。 然而,各视角输出的特征缺
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乏有效高阶交互,导致模型所学习到的特征缺乏互

补性。 本小节设计了递进式动态加权融合策略 PD-
WF,模块结构如图 3 所示。

如图 3 上半部分所示,第 1 列部分代表每个视

角的参数,当前视角训练完毕后所学习到的权重参

数将共享至下个视角的训练,并在所有视角都训练

图 3　 动态加权特征融合示意图

完毕后通过动态加权融合模块( dynamic weight fu-
sion, DWF)整合所有视角的特征信息。 此模块迫

使网络共享各视角所挖掘到的特征信息,增进视角

之间的信息交互。 该策略遵循了从细节到全局的视

野层次,有效提升了不同尺度之间特征的互补关系。
DWF 对特征进行融合过程如图 3 下半部分所示,对
于不同视角特征输出 ya ∈ RC×H×W,yb ∈ RC×H×W (其
中 a,b ∈ {1,2,3})。 首先将 2 个特征进行加权和;
然后将加权之后的特征分别输入到 2 个分支,第 1
个分支对加权特征进行空间注意力建模,捕获位置

相关性。 本文采用像素级卷积(pixel-level convolu-
tion, PLConv)通过对特征图中的空间位置逐像素进

行交互,从而聚合局部空间语义信息。 第 2 个分支

通过压缩激励块[17]捕获通道相关性,将加权特征进

行全局平均池化操作之后,接入全连接层得到输出。

将 2 条分支得到的结果进行广播加法,并使用激活

函数得到大小在 0 ~ 1 之间的特征加权比例,计算公

式如下:

Pa+b = PLConv2(ReLU(PLConv1(ya + yb)))

(6)

Ca+b = fc(GAP(ya + yb)) (7)

Wa+b = sigmoid(Pa+b 􀱇 Ca+b) (8)

其中, Pa+b ∈ RT×C×H×W 为位置相关性矩阵, Ca+b ∈

RT×C×1×1 为通道相关性矩阵,GAP 为全局平均池化操

作,Wa+b ∈RT×C×H×W 则为最终的加权特征的权重,􀱇

为矩阵广播加法, fc 表示全连接层,PLConv 表示像

素级卷积。 这些权重 Wa+b 为特征的融合系数,具有

丰富的空间相关性和通道相关性。 具体而言,该模

块将融合系数作为可学习的参数。 通过对加权特征
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的激活响应进行预测,从而获取简单融合后的特征。
根据该响应,得到特征的融合比例,特征响应经过激

活函数处理,因此融合比例 Wa+b 取值范围在 0 ~ 1
之间。 通过自适应调整融合程度,融合后的权重能

够根据相关性的变化进行动态调整。 具体公式如下

所示。
ya☉b = Wa+b 􀱋 ya + (1 - Wa+b) 􀱋 yb (9)

其中, ya☉b ∈ RT×C×H×W 表示自适应融合特征;􀱋表示

逐元素相乘;通过注意力模块得到第 1 个特征 ya 的

融合比例Wa+b;相应地, 1 - Wa+b 表示另一个特征 yb

的融合比例。 因此,网络能够在特征 ya 和 yb 之间进

行软注意力权重选择,并根据注意力的预测调整参

数,实现自适应融合。 各个不同阶段的特征输出经

自适应特征融合模块整合为最终的输出特征,并将

其输入至分类得到的预测输出。 当所有视角均训练

完毕后,会在最后阶段通过 DWF 模块对所有视角

特征进行高阶融合,结合图 3 上半部分和式(3) ~
(9),可最终融合特征输出 yf 的具体公式为

yf = (y1☉y2)☉y3 (10)
1. 4　 损失函数

模型通过损失函数进行模型参数的更新,而损

失函数的选择是网络提升性能的关键因素之一。 交

叉熵(cross entropy,CE)损失函数是细粒度图像分

类中较为常用的损失函数,其通过量化预测概率分

布与真实概率分布之间的“距离”,从而有效反映出

细粒度数据中的类内相似度和类间差异性。 本小节

采用损失函数的数学描述如式(11)、(12)所示。

Lk
CE( yk~ , y) = - 􀰐 T

i = 1
yk
i × log(y) (11)

Lf
CE( yf~ , y) = - 􀰐 T

i = 1
yf
i × log(y) (12)

式中, Lk
CE 代表视角 k 的损失函数(其中 k ∈ {1,2,

3});Lf
CE 表示最终阶段进行高阶融合的损失函数; y

表示样本的标签; yk~ 、 yf~ 分别代表预测标签; T 代

表批次所包含的图像数量。 网络整体损失 LCE 为各

个阶段损失之和,公式如下所示。

Lloss = Lf
CE + 􀰐3

k = 1
Lk

CE (13)

1. 5　 整体训练

为提升网络在挖掘不同粒度特征信息方面的效

率,本文引入了递进式的训练策略。 该策略为每个

视角施加独立的分类损失,并基于这些损失更新网

络参数。 同时,当前视角更新后的参数将通过权重

共享机制传递至下一个视角,以实现视角间信息的

有效交互和融合。 由式(1) ~ (3)可知,任意视角的

图像输入 xk 经过运算得到视角输出 yk, 随后会输入

至该视角下的分类器中。 分类器由 2 个批归一化

(batch normalization, BN)层、1 个指数线性激活函

数( exponential linear unit, ELU) 和 2 个全连接层

(fully connected layers, FC)组成,经过分类器得到

最终预测输出 yk~ , 具体公式如下所示。

yk~ = CLSk(yk) (14)
CLSf = CLSk = fc(ELU(BN( fc(BN(·)))))

(15)
其中, CLSk 表示第 k 个视角的分类器, CLSf 为最终

阶段高阶融合的分类器。 训练过程中,模型会在一

个迭代(epoch)中经历 4 个迭代阶段,其中每个阶段

专门负责训练一个特定的视角并更新网络模型参

数。 在所有视角完成训练后,通过 DWF 模块进行

视角信息的高阶融合,整个训练过程使网络能够学

习到丰富的多尺度特征和互补的语义信息,最终实

现一次完整的训练。 整体训练过程如算法 1 所示。

算法 1 模型整体训练流程

输入:训练数据集 Dtr,样本批次大小 T,数据样本 x,样本

标签 y, 视角 k

输出:模型预测 yk
~

、 yf
~

1. for epoch = 0; epoch < EPOCHS; epoch ++ do
2. 　 for (x, y)⇐Dtr(T) do

3. 　 　 for k = 1; epoch ≤3; k ++ do
4. 　 　 　 yk = (PSAB(∏m

i = 0
Conv(L(xk),θk)))

　 　 yk
~

= CLSk(yk)

5. 　 　 　 Lk⇐LCE( yk
~

, y)
6. 　 　 　 Lk⇒backward
7. 　 　 end for

8. 　 　 yf
~

⇐CLSf(yf) = CLSf((y1☉y2)☉y3)

9. 　 　 Lf⇐LCE( yf
~

, y)
10. 　 Lf⇒backward
11. 　 end for
12. end for
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2　 实验对比分析

2. 1　 实验数据集

本文在实验部分采用 3 个标准的细粒度数据集

CUB-200-2011[19]、 FGVC-Aircraft[20] 以 及 Stanford
Cars[21]来进行算法的有效性评估。

表 1 展示了本文采用的 3 个数据集具体参数。
CUB-200-2011 数据集包含约 11 788 张图像样本,涵
盖了 200 种不同的鸟类;本文使用了 5 994 张图像

作为训练集,剩下的 5 794 张图像作为测试集。
Stanford Car 数据集共有约 16 185 张图像样本,包含

了 196 种不同品牌和型号的汽车;其中的 8 144 张

图像作为训练集,8 041 张图像作为测试集。 FGVC-
Aircraft 数据集是一个包含 10 000 张图像样本的大

规模航空器分类数据集,包括 100 种不同的航空器

类别;其中 6 667 张图像作为训练集,3 333 张图像

作为测试集。 这些数据集为本文的研究提供了广泛

的样本和多样性,用于评估所提出的方法在细粒度

图像分类任务中的性能和鲁棒性。 本文在实验中仅

使用数据集类别标签进行训练,均未采用标记框等

额外信息。

表 1　 数据集具体参数

数据集 训练集样本 测试集样本 类别数

CUB-200-2011 5 994 5 794 200
Stanford Cars 8 144 8 041 196
FGVC-Aircraft 6 667 3 333 100

细粒度图像分类多采用分类准确率(accuracy,
Acc)作为评价指标,为方便进行算法的对比,本文

采用准确率作为本文的评价指标,具体数学公式描

述为

Acc = 1
n􀰐

n

i = 1
(􀭴yi = yi) (16)

其中, n 表示数据集中包含的样本总数, 􀭴yi 为模型对

类别样本的预测值, yi 为类别标签值。
2. 2　 实验环境和参数选择

本文算法基于开源 Pytorch 深度学习框架实现,
采用的 GPU 型号为 RTX2080ti。 将输入图像调整为

550 × 550 像素大小,使用随机裁剪得到大小为 448
×448 的输入图片。 采用动量批随机梯度下降方法

作为优化器,初始学习率为 0. 002 0,骨干网络初始

学习率设置为 0. 000 2,动量因子设置为 0. 9,学习

率采用余弦退火策略进行调整,设置权重衰退为

0. 000 05,最大迭代次数为 200 轮,将所有数据集批

大小设置为 12。 本文采用水平翻转的图像增广方

式,并且对于局部重组模块分离超参数的设置沿用

了文献[14]对于随机拼图模块参数的设置(其中 n
∈ {8,4,2,1} )分别对应浅层到深层视角、以及最

终高阶融合阶段的局部化超参数取值)。
模型参数结构信息如表 2 所示,其中 conv1 ~

conv5 代表主干网络 ResNet-50 的 5 个卷积阶段。
为构建多视角特征,本模型选取了 conv3 x 的输出

作为视角 1,conv4 x 的输出作为视角 2,以及 conv5
x 的输出作为视角 3。 视角之间彼此共享主干网

络参数。 在每个视角上均部署了一个 MPA 模块的

分支 MPA-i。 MPA-i 首先通过一个 1 × 1 的卷积层

将通道维度调整至 1 024,以适应后续操作。 接着,
该分支引入了一个 PSAB 模块,该模块包含 3 个 1 ×1
的卷积层,用于进行空间自注意力建模,从而捕捉

表 2　 模型整体结构参数表

模型 参数

Conv1 7 × 7, 64, 步距 2

Conv2 x
1 × 1, 64
3 × 3, 64
1 × 1, 256

é

ë

ê
ê

ù

û

ú
ú
× 3

Conv3 x
1 × 1, 128
3 × 3, 128
1 × 1, 512

é

ë

ê
ê

ù

û

ú
ú
× 4

Conv4 x
1 × 1, 256
3 × 3, 256
1 × 1, 1024

é

ë

ê
ê

ù

û

ú
ú
× 6

Conv5 x
1 × 1, 512
3 × 3, 512
1 × 1, 2048

é

ë

ê
ê

ù

û

ú
ú
× 3

　 [1 × 1, 1024] × 3

MPA (PSAB)
1 × 1, 64
1 × 1, 64
1 × 1, 1024

é

ë

ê
ê

ù

û

ú
ú
× 3

PDWF
1 × 1, 256
1 × 1, 1024[ ] × 2
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特征图中的空间依赖关系。 最后,模型采用 PDWF
模块对多视角特征进行融合。 PDWF 模块在建模通

道关系时,利用 2 个全连接层对特征图的通道维度

进行变换和整合,以捕捉不同通道之间的依赖关系。
而在建模空间关系时,PDWF 模块采用 2 个 1 × 1 的

像素级卷积层,在特征图的空间维度上进行,旨在提

取和强化空间位置信息。
2. 3　 网络训练和测试

本文算法在 CUB-200-2011 鸟类数据集下网络

的损失收敛情况和精度变化曲线如图 4 所示。 通过

观察发现,在训练前期模型的训练损失 ( train
Loss)和验证损失( test Loss)波动较大,当训练达到

150 轮次时,模型损失趋于平衡,此时训练的分类精

度( train Acc)和验证分类精度( test Acc)均收敛,
其中 test Acc 达到 90. 5% 。

图 4　 网络收敛和准确率变化情况

2. 4　 消融实验

本实验选用 CUB-200-2011 鸟类数据集作为消

融实验数据集,并且使用 ResNet-50 作为主干网络

探讨各模块的有效性。
2. 4. 1　 LR 模块视角感受野对比实验

多视角注意力模块通过 LR 模块对特征进行局

部化分块,以实现限制模型感受野的功能。 在本小

节中,将展示 LR 模块对于特征感受野的限制能力。
由表 3 数据可以看出,在每个视角中模块都能将感

受野限制在原本理论感受野大小的 1 / 2 左右,使模

型能够挖掘更小的尺度特征。
2. 4. 2　 LR 模块与 PSAB 组合方式分析讨论

　 　 本小节将讨论在多视角注意力 MPA 模块中,视

角自注意力块 PSAB 与局部化重组 LR 模块的兼容

性。

表 3　 LR 在不同视角中对特征感受野的限制

视角 分块尺度 理论感受野 模块感受野

视角 1(浅层) 8 99 × 99 56 × 56
视角 2(中层) 4 291 × 291 112 × 112
视角 3(深层) 2 483 × 483 224 × 224

　 　 如表 4 所示,在分别采用了 PSAB、LR 之后,模
型相较于基线网络分类准确率分别提高了 0. 3% 、
1. 1% ,证明了子模块的有效性。 表中第 2 部分为多

视角注意力 MPA 模块中子模块组成方式,MPA 模

块在每个视角中包含了对应视角的 PSAB 和 LR 模

块。 在实验过程中,发现不同方式组合的 MPA 对模

型的提升效果差异显著。 第 1 种线性串联的方式所

得到的模型分类精度为 88. 5% ,相比于直接使用

LR 模块时精度降低了 0. 5% 。 推测原因可能为通

过线性串联的方式进行组合会使得两模块的缺点凸

显,PSAB 无法充分挖掘除显著区域外的其他区域,
LR 模块也会增加过多无关局部特征块,从而影响模

型训练。 而通过耦合连接的方式能够使 LR 模块通

过局部化特征分块的方式,有效中和 PSAB 在训练

过程中对显著特征而非关键特征的倾向性,使得模

型能够更全面地挖掘和识别潜在的关键特征。 同

时,PSAB 能够引导模型过滤掉无关的局部特征,专
注于学习并强化关键特征。 实验证明该种方法所得

到的分类精度为 90. 0% ,因此本文采用第 2 种组合

方式构建 MPA 模块。

表 4　 不同 MPA 设计在 CUB-200-2011 数据集上实验结果

算法 准确率 / %
ResNet-50 84. 1

ResNet-50 + PSAB 88. 2
ResNet-50 + LR 89. 0

ResNet-50 + MPA(PSAB + LR) 88. 5
ResNet-50 + MPA(PSAB × LR) 90. 0

注: 表中“ + ”表示 2 模块线性串联,“ × ”表示 2 模块进行耦合连接

2. 4. 3　 多视角注意力模块视角贡献度讨论

本节通过 3 组对照实验讨论不同视角对于模型
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的贡献。 通过以启用或禁用不同的视角,观察模型

训练时的变化,分别验证 MPA 各个视角对于训练的

有效性,实验结果如表 5 所示。
第 1 组实验通过单独启用其中一个视角所得出

的分类效果较差,所训练的模型分类精度较低,其中

仅启用视角 1(浅层视角)时效果最差。 这是由于模

型缺乏全局语义信息,而视角 1 进一步将特征分块

缩小导致模型学习到大部分细节信息,这些细节信

息会在特征空间中互相干扰,影响模型的训练。
第 2 组实验则是通过禁用其中一个视角观察模

型分类精度以判断视角之间的重要程度,当禁用视

角 1 时,模型分类精度在该组实验中最差,其次为视

角 3(深层视角)。 分析原因为区分不同类别的关键

信息往往隐藏在小尺度当中,禁用视角 1 导致模型

缺失了这些重要的细节信息,进而难以学习到具有

判别性的特征。 此外,视角 3 所捕捉的全局语义信

息对于模型理解特征不同部位之间的互补关系也起

到了关键作用,对于提高模型分类性能同样重要。

表 5　 MPA 中不同视角的消融实验分析

视角 1 视角 2 视角 3 准确率 / %
√ × × 87. 7
× √ × 87. 9
× × √ 88. 1
× √ √ 88. 4
√ √ × 89. 0
√ × √ 89. 5
√ √ √ 90. 0

2. 4. 4　 模块性能测试

在上一节本文探讨了 PSAB 对于递进式训练的

兼容性,接下来将通过实验分别讨论 MPA 和 PDWF

模块对于算法整体性能和参数的提升情况,实验结

果如表 6所示。
采用 ResNet-50 作为骨干网络时,算法准确率

为 87. 6%。 引入MPA 后,模型准确率提高至 90. 0%,
比基线网络提高了 2. 0%。 MPA 是 PMG 策略的改进

算法,对比采用 PMG 策略,仅采用 MPA 时模型精度

提高了 0. 3% ,验证了 MPA 的有效性。 在考察 PD-
WF 模块有效性时,仅在骨干网络基础上实验,PD-
WF 提高了模型准确率至 88. 0% ,相比基线网络提

升了 0. 1% 。 同时采用 MPA 和 PDWF 后,模型准确

率达到 90. 5% ,相较于基线网络提升了 2. 4% 。 数

据表明,将 MPA 和 PDWF 模块结合能够进一步增强

各阶段特征交互、提升语义信息,从而提升模型分类

性能。
模型复杂度可用计算复杂度和空间复杂度来衡

量,分别通过浮点运算次数( floating point operations
per second,FLOPs)和参数量(Param)来度量,表中

采用 Speed 表示模型的运行速度。 与基线模型对

比,单独采用 MPA 时,模型参数量增加 14. 8 M,计算

量增加 40. 6 G;单独采用 PDWF 模块时参数量增加

3. 9 M,计算量增加 7. 6 G。 模型整体参数为 44. 3 M,
计算量为 64. 7 G,速度为 2. 78 f·s - 1;相较于基线模

型,参数量增加 18. 7 M,计算量升高 48. 2 G,速度降

低 1. 34 f·s - 1。
就模块而言,MPA 较大幅度地增加了模型的计

算量。 这是由于 MPA 通过限制各视角感受野、注意

力机制等方式来提高视角对不同尺度特征的专注

度。 尽管这种方法对模型参数量的增加并不显著,
但却会大幅度提升训练过程中的计算需求。 原因在

于,卷积块必须独立处理每一个局部特征,特别是在

浅层视角中,这种附加的计算量尤为突出。就模型

表 6　 各模块对算法整体性能与参数提升情况

PMG[14] MPA PDWF 精度 / % 增加量 参数量 / M 增加量 计算量 / G 增加量 速度 / f·s - 1 降低量

× × × 87. 6 - 25. 6 - 16. 5 - 4. 12 -
√ × × 89. 6 + 2. 0 45. 1 19. 5 40. 4 23. 9 2. 91 1. 21
× √ × 90. 0 + 2. 4 40. 4 14. 8 57. 1 40. 6 2. 84 1. 28
× × √ 88. 3 + 0. 7 29. 5 3. 9 24. 1 7. 6 3. 47 0. 65
× √ √ 90. 5 + 2. 9 44. 3 18. 7 64. 7 48. 2 2. 78 1. 34
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整体而言,本文算法在精度方面相比基线模型有较

大提升,但也一定程度上牺牲了模型复杂度和实时

性。
2. 5　 与现有方法进行比较

本小节将本文算法与细粒度图像分类任务中其

他先进方法进行比较,表 7 列出了 3 个细粒度图像

数据集的分类实验结果,并列出了一些当前主流的

以 ResNet-50 为骨干网络的分类方法,结果表明,本
文提出的方法要优于大部分主流细粒度图像分类方

法。

表 7　 本文算法与相关主流方法的分类准确率对比

出版年份 方法 主干网络
额外

训练标签

CUB-200-
2011 / %

Stanford
Cars / %

FGVC-
Aircraft / %

DICTA 2018 PC-CNN[22] VGG √ 85. 1 — —

PR 2018 Mask-CNN[23] VGG
ResNet-50

√
85. 7 — —
87. 3 — —

ICCV 2017 MA-CNN[7] VGG — 86. 5 92. 8 89. 9
AAAI 2020 AENet[24] DenseNet-161 — 90. 0 94. 5 94. 0
IJCNN 2021 FBSD[25] DenseNet-161 — 89. 8 - 93. 2
CVPR 2018 FT ResNet[26] ResNet-50 — 84. 1 91. 7 88. 5
CVPR 2019 Stacked LSTM[27] ResNet-50 — 90. 4 — —
CVPR 2019 DCL[28] ResNet-50 — 87. 8 94. 5 93. 0
AAAI 2020 API-Net[29] ResNet-50 — 87. 7 94. 8 93. 0
ECCV 2020 PMG[30] ResNet-50 — 89. 6 95. 1 93. 4
AAAI 2021 DP-Net[31] ResNet-50 — 89. 3 94. 8 93. 9

IEEE TIP 2021 AP-CNN[32] ResNet-50 — 88. 4 95. 4 94. 1
PR 2022 SDNs[33] ResNet-50 — 88. 4 94. 4 92. 8
PR 2023 GDSMP-Net[31] ResNet-50 — 89. 9 95. 3 94. 4

Neural Netw 2023 FRe-Net[34] ResNet-50 — 89. 4 95. 2 93. 9
ICASSP 2024 HLS + PMG[35] ResNet-50 — 89. 9 — 93. 5

2024 本文算法 ResNet-50 — 90. 5 95. 5 94. 2

2. 6　 可视化分析

为更直观地进行展示,本小节分别对本文算法

和 ResNet-50 骨干网络的最后 3 个阶段进行可视化

实验。 如图 5 所示,图左侧展示了本文算法中浅层、

中层和深层 3 个视角的特征输出可视化,而图右侧

对应于基线模型 ResNet-50 最后 3 个阶段的特征输

出可视化。 视角 1 对应浅层模型阶段,可以观察到

该阶段的模型主要关注一些粒度较小的特征区域,

如鸟的眼睛、鸟喙以及鸟羽毛上的图案或纹理。 视

角 3 中对应深层模型,可以发现该阶段关注到了鸟

头、鸟身以及其他较大范围的判别性特征区域。 同

时,通过观察发现,在 3 个阶段中,本文模型对背景

无关特征的关注明显降低,相较于基线模型,具有更

强的目的性和准确性。 对比图中结果可以看出,本

文模型通过多视角注意力模块在早期阶段有效地屏

蔽了大量无关特征信息,并挖掘出关键特征信息。

可视化结果表明,本文算法能够在不同阶段准确地

预测不同粒度大小的特征,为模型后续多粒度特征

学习提供有力支持。

图 5　 本文模型和基线模型在 CUB 上的特征激活效果图
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3　 结 论

本文提出了一种多视角解耦增强整合的细粒度

分类算法。 通过将模型分解为多个视角,鼓励网络

对不同的粒度进行针对性地学习,尽可能多地捕捉

关键性特征并屏蔽无关背景特征。 本文设计了多视

角注意力模块所分配的视角自注意力模块,它能在

局部特征中获取重要关键信息并屏蔽无关信息的同

时,尽量保留细微特征。 为了更充分地利用网络学

习到的粒度信息,本文引入了递进式动态加权融合

模块,旨在整合不同阶段输出的不同尺度特征,以丰

富特征的互补语义信息。
在 CUB-200-2011、 Stanford Cars 和 FGVC-Air-

craft 这 3 个常用公开数据集上进行了实验评估。 结

果显示,本文方法在这些数据集上分别取得了

90. 5% 、95. 5%和 94. 2% 的分类准确率,优于基线

方法以及其他先进方法的表现。 此外,本文还进行

了消融实验,验证了所设计的各个模块的合理性和

有效性;论证了通过将图像的不同尺度分解为各个

视角进行专项训练有利于降低姿态、光照等各类因

素互相耦合带来的负面影响。
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Multi-perspective decoupling enhancement and integration
for fine-grained classification

MENG Yuebo, WANG Bo, LIU Guanghui
(College of Information and Control Engineering, Xi’an University of Architecture and Technology, Xi’an 710055)

(Xi’an Key Labratory of Building Manufactaring Intelligent & Automation Technology, Xi’an 710055)
Abstract

To address the significant intra-class variation caused by external factors such as background environment,
lighting conditions, sample posture, and shooting angle in fine-grained image classification, this paper proposes a
fine-grained classification algorithm based on multi-perspective decoupling enhancement integration. Firstly, to re-
duce the interference of external factors in images, a multi-perspective attention (MPA) module is designed. This
module decomposes the model into several perspectives, forcing each perspective to focus on different scales, thus
decoupling the interference factors. By modeling features with self-attention, each perspective is guided to further
mine key features. Secondly, a progressive dynamic weighted fusion (PDWF) strategy is proposed to effectively in-
tegrate the decoupled multi-perspective information. This strategy dynamically adjusts the fusion coefficient by ac-
quiring channel and spatial relationships from different perspectives, achieving high-order fusion of multi-scale in-
formation. Lastly, a progressive training method is adopted to facilitate perspective interaction, further capturing
and integrating complementary semantic information from multi-scale features. Experiments are conducted on three
public datasets, CUB-200-2011, Stanford-Cars, and FGVC-Aircraft, and the results show that the proposed method
achieves classification accuracy rates of 90. 5% , 95. 5% , and 94. 2% , respectively, which outperforms current
mainstream methods for fine-grained image classification tasks.

Key words: fine-grained, multi-perspective attention (MPA), progressive dynamic weighted fusion ( PD-
WF), image classification
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