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摘　 要　 随着科技的不断发展,自动驾驶技术越来越多地进入到人们的生活中。 动态物

体点云分割是其中十分关键的一项任务,它可以为地图构建、路径规划等任务提供前置帮

助。 本文提出一种基于编码器-解码器结构的激光雷达动态物体点云分割网络,使用自校

正卷积替换上下文特征提取模块中的普通卷积,提升神经网络的特征学习能力;并在网络

解码阶段加入通道注意力机制,提升网络对重要特征通道的关注学习程度,从而达成更好

的分割效果。 本文在 SemanticKITTI MOS 数据集上进行实验,实验结果表明,本文所提出

的动态物体点云分割网络相比原有方法取得更优表现,交并比( IoU)达到 72. 1% 。
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　 　 近些年来,激光雷达由于其测量精确度高、扫描

范围广、受周围环境影响小等特点[1],被越来越多

地应用到人们的日常生活当中,激光雷达在自动驾

驶、机器人自主定位、无人机导航等领域承担着重要

的环境感知任务[2-3]。
准确的环境感知能力是自动化设备能够自主工

作的重要前提,理想的运行环境均基于静态假设,然
而在实际数据采集感知过程中,周边环境中动态物

体的出现是不可避免的。 若在运行过程中不能准确

识别出动态物体,则会导致同步定位、路径规划、静
态地图建立等细分任务的效果不理想,最终影响到

自动化设备的运行,甚至威胁到人们的安全。 可见,
激光雷达动态物体点云分割是自动化设备实现自主

导航必不可少的能力。
激光雷达点云分割主要分为基于点的方法、基

于体素的方法与基于投影的方法[4],通过不同的点

云处理方式对点云进行分割。 基于点的分割方法直

接作用于不规则点云,可以有效提取每个点的特征,

但由于其计算效率较低,难以在大规模点云下使用;
基于体素的分割方法将点云以几何块划分、从而分

块进行处理,此方法可以有效减少计算量,但会导致

更多信息损失,影响精度;基于投影的方法将点云从

三维空间投影至二维平面,可以一定程度上兼顾计

算效率与信息保留,但在二维平面转换至三维空间

的重投影阶段,可能会出现边缘错误分类的情况。
本文针对更具挑战性的激光雷达动态物体点云

分割技术,不同于激光雷达点云语义分割,它只专注

于将点云划分为动态与静态两类,而不是汽车、行
人、道路等多种分类,已成为点云分割领域新的研究

热点。 考虑到目前动态对象分割精确度仍有提高的

空间,本文在现在工作的基础上设计了一种新的激

光雷达动态物体点云分割网络,进一步提高动态物

体点云分割效果。 综上所述,本文研究成果概括如

下:(1)提出了一种基于编解码结构的激光雷达动

态物体点云分割网络,使用自校正卷积设计了新的

上下文模块;同时引入通道注意力机制,提升神经网
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络的特征学习能力。 (2)本文所提出的网络在 Se-
manticKITTI MOS 数据集上与原有方法相比,取得了

更优表现,交并比( intersection over unin,IoU)达到

72. 1% 。

1　 相关工作

1. 1　 激光雷达点云语义分割

对于点云语义分割,目前主要采用深度学习的

方法来完成,可以分为 3 种方式:基于点的方法、基
于体素的方法与基于投影的方法。

基于点的方法直接处理点云中的每一个点,将
每个点依次进行预测,输出结果。 2016 年,Qi 等

人[5]提出了 PointNet,PointNet 使用共享多层感知机

(shared multilayer perceptron,Shared MLP)来提取点

云中每个点的特征,再经过池化得到全局特征,从而

完成分割任务。 PointNet 方法通过提取全局特征完

成了分割,但对于点云局部信息提取不足。 为解决

此问题,Qi 等人[6] 继续提出 PointNet + + ,此方法通

过将点云进行分层分组,分别进行特征提取,从而解

决了局部信息提取不足的问题,达成更好的分割效

果。 此类基于点的分割方法能够在较小尺寸的点云

上取得较好效果,然而当输入较大场景点云时,其运

行效率则会有较大下降。
基于体素的方法将输入点云分成多个几何块,

例如体素、圆柱体等,这样的方法能够一定程度上解

决点云的无序性和非结构化问题。 例如 SEG-
Cloud[7],将点云划分为多个体素块后,进行特征提

取。 但基于体素的方法分割性能与所选体素大小直

接相关,由于不同的体素分辨率设置大小,可能会出

现丢失局部信息与计算资源浪费等情况。
基于投影的方法将三维点云投影到二维像素平

面上,后对二维图像进行特征提取,将三维点云分割

任务转换为图像分割任务,从而完成点云分割。
2019 年,Milioto 等人[8]提出了 RangeNet ++ ,将三维

点云转换为深度图后,对点云进行处理,后将深度图

重投影至三维空间,完成点云分割。 此方法相比于

另外两种方法,能相对兼顾计算效率与分割精度。
1. 2　 激光雷达动态物体点云分割

激光雷达动态物体点云分割属于激光雷达语义

分割的更细分领域,此任务并不将点云分割为多种

物体,而是只区分点云动态与否。 目前常用的分割

方法分为传统方法与深度学习方法。
在非学习的传统方法中, Schauer 等人[9] 提出

peopleremover,此方法基于体素射线法,根据栅格地

图中栅格是否被击穿来判断动态点云,完成动态点

云分割。 Kim 等人[10]提出通过多分辨率深度图像,
将雷达帧与地图逐帧对比,并逐步调节分辨率进行

移除、恢复操作,从而达成分割动态点云的效果。 文

献[11]通过对比激光雷达扫描帧与相应地图,计算

了扇区占用率,并根据阈值在疑似动态区拟合出地

平面,从而分割出动态点云。 传统方法耗费时间较

多,且通常都需要预先构建地图。
随着人工智能技术的不断发展,深度学习方法

已经广泛应用于各个领域,同样也应用于激光雷达

动态物体点云分割。 Ruchti 等人[12] 提出,通过神经

网络的学习,预测每个点处于动态的概率,将其从点

云中移除,达成分割动态点的目的。 Pfreundschuh
等人[13]提出,通过生成的动态点云标注,训练已有

网络,分割其中动态点云。 Chen 等人[14] 基于已有

的投影法激光雷达语义分割网络,开创性地提出结

合激光雷达扫描帧与残差图像进行激光雷达动态物

体点云分割,结合点云基本属性与时序信息,生成点

云深度图与残差图,一同作为输入完成激光雷达动

态点云分割,取得良好效果。

2　 基于编解码结构的动态点云分割网络

本文提出的激光雷达动态点云分割网络结构如

图 1 所示,下面将依次介绍点云到深度图像的投影

转换、残差图像的生成、编解码结构网络、网络结构

的改进以及从深度图像恢复到激光雷达点云的重投

影过程与原理。

2. 1　 深度图生成

激光雷达点云是一种在三维空间的非结构化离

散数据,直接对其进行处理需要消耗大量的时间,本

文使用投影法,将每个三维空间坐标系中的激光雷

达点 p(x, y, z) 转换至二维图像坐标系中的点 i(u,

v ),从而避免复杂计算。三维点云到深度图像的转
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图 1　 网络结构图

化如式(1)所示。

u
v( ) =

1
2 [1 - arctan(y, x)π -1]w

[1 - (arcsin( zr -1) + fup) f -1]h
( ) (1)

其中, f = fup + fdown, f 是激光雷达传感器的视场大

小, fup 与 fdown 分别是激光雷达垂直视场角的上、下

限值; (u,v) 是深度图像的二维坐标; r = ‖p‖2 代

表每个点的深度; h 与 w 代表深度图像的高度与宽

度。 在经过此公式转换后,可通过二维图像坐标索

引获取点的三维坐标等信息。 所生成的深度图像如

图 2 所示,由此方法将三维点云转换至二维平面,通
过深度区分出物体的几何轮廓,将三维分割任务转

换为二维分割任务。

图 2　 点云深度图

2. 2　 残差图生成

为了更加准确地分割出动态物体点云,本文生

成残差深度图,从而结合时空信息进行特征学习。
本文使用文献[14]的方法生成当前帧 l 与先前帧 k
间的残差图。 将先前扫描帧转换至当前坐标下,通
过式(1)将点云转为深度图像,后通过式(2)生成残

差图像,将深度图与残差图一同作为网络输入。

dl
k,i =

| ri - rk→l
i |

ri
(2)

其中, ri 是当前坐标 (ui,vi) 对应点的深度值, rk→l
i

是转换后帧在此相同像素的深度值。 残差图生成的

结果如图 3 所示,生成的残差图像作为辅助信息,能
够引导神经网络更好地区分动态与非动态物体点

云。

图 3　 点云残差图

2. 3　 结合自校正卷积的上下文模块

上下文关系指目标像素与其周围邻域信息的关

系,在语义分割任务中,上下文关系起着至关重要的

作用,影响着语义分割任务表现的好与坏。 受到文

献[15]的启发,本文使用自校正卷积替换普通卷

积,对网络中的上下文模块进行改进。 自校正卷积

在不改变主体网络结构的情况下,帮助神经网络生

成更具区分性的特征,提升网络在分割任务中的表

现。 自校正卷积的结构如图 4 所示。
　 　 自校正卷积分为上下2个分支,首先输入经过
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图 4　 自校正卷积

两个 1 × 1 卷积层进入上下两分支,得到 x1 与 x2,x1

与 x2 的特征通道数均为输入 Input 通道数的一半。
上半分支包含 2 个 3 × 3 卷积层,其中在第 1 个卷积

层配备了 1 × 1 卷积层与 Sigmoid 层,下半分支包含

一个 3 × 3 卷积层进行特征提取,上下分支进行拼接

后,再经过 1 × 1 卷积层并与跳跃连接相加,最终得

到与输入特征维度相同的输出 Output。
2. 4　 编码器-解码器网络结构

本文使用编码器-解码器结构进行进一步特征

提取。 其结构由上图 1 中的模块Ⅰ至模块Ⅳ组成。
其中,在编码阶段的第 1 层至第 4 层,网络通过编码

器对输入特征图进行下采样并增加通道数,从而达

成提升特征维度进行特征提取的目的;第 5 层编码

器不进行下采样,保留原本维度。 在解码阶段,4 层

解码器通过对特征图进行上采样,逐步恢复图像的

分辨率尺寸,完成输出。 但在编码器的下采样过程

中,由于池化操作将导致一些信息丢失,而丢失的信

息并不能通过解码器的上采样过程恢复,因此在编

码器进行下采样操作前,使用跳跃连接对较高分辨

率特征图的信息进行保留,待解码器阶段与上采样

后的特征进行融合,丰富特征细节信息。
2. 5　 结合通道注意力机制的解码器结构改进

在编解码器网络结构中有众多特征通道,普通

神经网络往往不注重特征图不同通道权重的重要

性,导致任务效果不佳。 为了提升网络对重要特征

通道的关注程度,本文在解码器部分添加了通道注

意力机制 SE(squeeze and excitation)模块[16],SE 模

块的结构如图 5 所示。
　 　 SE 模块使得神经网络获取到特征图的每个通

道的重要程度,从而让神经网络重点关注对当前任

务更有效的特征通道,最终提升动态物体点云分割

图 5　 SE 模块结构

效果。 首先将输入依次通过池化层(pooling)、全连

接层(full connection,FC)、ReLu 层、全连接层与 Sig-
moid 层,得到每个特征通道的权重值,最终与输入

相乘,得到经过通道权重加权后的输出特征。
2. 6　 点云重投影与 KNN 后处理

基于投影的点云分割方法,需要将预测结果从

二维平面重投影至三维空间。 由于在点云和深度图

像转换过程中,多个激光雷达点云可能会分配给同

一相同像素,这会导致分割边缘的错误分类情况发

生(在二维平面分割完成将其映射至三维空间时,
可能会有边缘分割错误分类的情况发生)。 本文使

用文献[8]中提出的 K 近邻算法( k-nearest neigh-
bor,KNN)聚类方法,划定搜索窗口并计算最中心点

云周围标签的出现次数,随后选择出现次数最多的

标签结果作为中心点云的预测标签结果,优化边缘

错误分类情况。

3　 实验结果与分析

3. 1　 数据集与评价标准

本文使用 SemanticKITTI MOS 数据集进行实

验,SemanticKITTI MOS 是一个建立在 SemanticKIT-
TI[17]上,将点云分为动态点云与静态点云的三维激

光雷达点云数据集。 数据集包含 22 个激光雷达点

云序列,其中,00 ~ 07 和 09 ~ 10 序列共 19 130 帧用

于训练,序列 08 共 4 071 帧用于验证,序列 11 ~ 21
共 20 351 帧用于测试。 KITTI-road 作为 SemanticK-
ITTI MOS 数据集的补充,继续标记了序列 30 ~ 41
共 12 个序列,包含更多的动态物体点云。 其中序列

30 ~ 34 和序列 40 共 2 905 帧用于训练,序列 35 ~ 39
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和序列 41 共 2 889 帧用于验证。
为了量化网络性能表现,本文使用 IoU 进行网

络性能度量,如式(3)所示。

IoU = TP
TP + FP + FN (3)

其中 TP、FP 与 FN 分别代表动态点云的真阳性、假
阳性和假阴性。
3. 2　 实验环境

本文在 Ubuntu 20. 04 环境下,使用 NVIDIA
RTX 3090 GPU 与 Pytorch 环境进行实验,本文按照

文献[14]方法进行模型训练,设置初始学习率为

0. 01,优化器动量为 0. 9,权重衰减系数设置为

0. 000 1,训练模型 150 轮。
3. 3　 消融实验

为讨论本文所提出模块的改进效果,本文分别

在输入残差图像数量为 1 和 8 的情况下,使用 Se-
manticKITTI MOS 数据集进行实验,分别对每种方法

训练 150 轮,实验在验证集(序列 08)上进行,结果

如表 1 与 2 所示。

表 1　 输入残差图数量为 1 时结果

方法 IoU / %
LMNet 60. 5
Our-a 61. 8
Our-b 62. 8
Our 63. 7

表 2　 输入残差图数量为 8 时结果

方法 IoU / %
LMNet 63. 5
Our-a 65. 1
Our-b 66. 5
Our 67. 7

其中,Our-a 为本文使用自校正卷积改进的网络,
Our-b 为本文使用通道注意力改进的网络,Our 为同

时使用自校正卷积和通道注意力机制的网络。 由上

表可见,在残差图像输入数量为 1 的情况下,将 4 种

方法训练 150 轮,Our-a、Our-b、Our 方法相对于 LM-
Net ( LiDAR-based multi-class abject detection net-

work)分别提升了 1. 3% 、2. 3%与 3. 2% 。 在残差图

像输入数量为 8 的情况下,同样将 4 种方法训练

150 轮,Our-a、Our-b、Our 方法相对于 LMNet[14] 分别

提升了 1. 6%、3. 0%与 4. 2%。 可见,本文提出的方法

在不同输入数量情况下对模型的学习能力均有提

升。
由于 SemanticKITTI MOS 数据集中,动态点云

比例较少,KITTI-road 选取一些包含动态点较多的

序列对数据集进行补充,本文同时探讨网络在 KIT-
TI-road 补充数据集上的性能表现,在输入残差图像

数量为 8 的情况下进行实验,实验在验证集(序列

08、序列 35 ~ 39、序列 41)的结果如表 3 所示。

表 3　 结合补充数据集时结果

方法 IoU / %
LMNet (结合 KITTI-road) 77. 0
Our(结合 KITTI-road) 86. 1

由表 3 可知,本文提出的方法在结合补充数据

集时,相比 LMNet 效果同样提升。
3. 4　 动态物体点云分割性能对比

将本文输入残差数量为 8 实验模型的测试集

(序列 11 ~ 21)推断结果上传至 SemanticKITTI MOS
数据集评估服务器,得到动态点云分割 IoU,并将结

果与已有方法进行对比,对比结果如表 4。

表 4　 分割性能对比结果

方法 IoU / %
Flownet3d 28. 7
SqSequence 43. 2
SalsaNext 46. 6
KPConv 60. 9
LMNet 57. 7
Our 62. 0

LMNet (结合 KITTI-road) 63. 7
Our(结合 KITTI-road) 72. 1

Flownet3d[18]、SqSequence[19]、SalsaNext[20] 在测

试集的动态点云分割 IoU 分别为 28. 7% 、43. 2% 、
46. 6% 。 KPConv[21]可达到 60. 9% ,但 KPConv 使用
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基于点的分割方法,计算量大,推理时间无法满足实

时需求。 结合残差图输入的 LMNet 其 IoU 可达到

57. 7% ,而本文提出同样结合残差图输入的方法可

达到62. 0% ,动态点云分割性能均优于上述网络。
在使用补充数据集 KITTI-road 后,LMNet 达到 63. 7%,
本文提出的方法 IoU 最高可达 72. 1% ,分割性能最

佳。

3. 5　 分割效果与推断时间对比

使用残差图输入的 LMNet 与本文提出方法达

成了更佳性能,其分割效果如图 6(a)至图 6(c)所
示,分别为分割真值、本文提出方法(Our)分割效果

与 LMNet 分割效果。 由图 6 可见,本文所提出方法

与 LMNet 均可以在多数情况下取得较好分割效果,
但对于图片中间部分,相对较小的骑行人员动态点

图 6　 分割效果对比

云,本文提出的方法取得了更好的分割效果,优于

LMNet。
同时本文使用 NVIDIA RTX 3090 GPU 进行推

断时间测试,实验结果如表 5 所示。

表 5　 推断时间对比结果

方法 推断时间 / ms 参数量 / × 106

LMNet 13. 88 6. 71
Our 14. 67 6. 72

由表中数据可知, LMNet 平均推断时间为

13. 88 ms,参数量为 6. 71 × 106,本文提出的方法平

均推断时间为 14. 67 ms,参数量为 6. 72 × 106。 两种

方法推断时间均可满足小于激光雷达单帧时间间隔

的条件。 不难看出,本文提出的方法在参数量与推

断时间增长较少的情况下,取得更优的动态物体点

云分割效果。

4　 结 论

本文提出了一种基于深度图投影法的编码器解

码器结构激光雷达动态物体点云分割网络,在上下

文模块与解码器阶段对网络进行了改进,在点云重

投影阶段结合 KNN 算法对点云进行后处理。 通过

对比实验证明,本文所提出的神经网络在相比原有

方法增加少量参数与运算时间的情况下,有效提升

了激光雷达动态物体点云分割任务的精度。 目前方

法仅通过激光雷达点云数据进行处理,后续计划继

续结合图像信息,达成更好的动态物体点云分割效

果。
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Dynamic object point cloud segmentation network for LiDAR
based on encoder-decoder structure

ZHAO Yuxuan, JIA Kebing, LI Zhijian
(Faculty of Information Technology, Beijing University of Technology, Beijing 100124)

(Beijing Key Laboratory of Computational Intelligence and Intelligent System, Beijing 100124)
(Beijing Laboratory of Advanced Information Networks, Beijing 100124)

Abstract
With the continuous development of science and technology, automatic driving technology has increasingly en-

tered people’s lives. Dynamic object point cloud segmentation is one of the key tasks, which can provide pre-help
for map construction, path planning and other tasks. In this paper, a LiDAR dynamic object point cloud segmenta-
tion network based on encoder-decoder structure is proposed, which uses self-correcting convolution to replace com-
mon convolution in context feature extraction module to improve the feature learning ability of neural network. The
channel attention mechanism is added in the decoding stage of the network to improve the learning degree of the net-
work’s attention to important feature channels, so as to achieve better segmentation effect. In this paper, experiments
are carried out on the SemanticKITTI MOS dataset, and the experimental results show that the proposed dynamic ob-
ject point cloud segmentation network achieves better performance than the original method, with an intersection over
union (IoU) of 72. 1% .

Key words: LiDAR,deep learning,point cloud segmentation,autonomous driving
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