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摘　 要　 深度学习程序在广泛领域取得了巨大成功,然而其内部错误可能导致严重的资

源浪费,甚至引发灾难性故障。 本文分析了导致程序在实际运行中出现任务执行失败的

典型缺陷及其关键影响因素,提出基于静态分析与自注意力机制网络的深度学习程序内

存预测方法,在程序内存估计任务上达到平均 8. 38% 的相对预测误差,可以有效预防内

存溢出问题、协助合理优化硬件资源配置。
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　 　 在数据资源不断丰富和计算资源日益增强的共

同驱动以及一系列开源学习框架[1-3] 的支撑下,深
度神经网络的研究与应用呈现出蓬勃发展态势。 时

至今日,相较于传统机器学习技术,以神经网络为核

心的深度学习程序在提供解决方案上展示出了非凡

能力,在图像分类[4]、语音识别[5]、语言翻译[6]、自
动驾驶[7] 和药物分子分析[8] 等方面都取得了突破

性进展。
为了加快深度学习模型执行速度、简化开发流

程并优化部署效果,越来越多开发者倾向于利用图

形处理器强大的并行计算能力进行模型优化,同时

诸如亚马逊 SageMaker、阿里云机器学习平台 PAI
(platform for AI)以及微软 Azure 机器学习平台等深

度学习云计算服务也在全球范围内大规模普及,提
供了从模型训练到部署的解决方案,有力推动了深

度学习在工业界及学术界的广泛应用与深入研究。
然而,在深度神经网络从理论研究转向实际应

用过程中,其鲁棒性、安全性和完整性问题日益凸

显,逐渐成为学术界与工业界关注的焦点。 如同其

他软件系统一样,深度学习程序也可能会包含多种

缺陷,这些缺陷可能会导致任务失败,或是结果、性

能不如预期,浪费了大量处理器算力、存储及网络等

共享资源。 在云平台上执行深度学习程序之前,开
发者必须对所消耗的图形处理单元内存进行预估。
过度的内存分配可能导致资源的浪费,而内存不足

则会导致程序执行失败,开发人员必须调整资源配

置重新申请计算资源,或修改模型结构以适应硬件

限制,这一过程无疑会降低开发效率。 对深度学习

程序错误根源进行深入探究,不仅有助于开发者明

确应重点防范的错误类型,还有助于推进面向深度

学习程序的错误检测工具的研发,辅助开发者在早

期阶段发现潜在缺陷,从而显著提高研发过程效率。
目前已经有大量研究致力于检测深度学习程序

缺陷,旨在帮助开发者提高深度学习程序开发效率,
加强深度神经网络健壮性。 Zhang 等人[9] 收集了技

术问答社区 StackOverflow 和开源项目托管平台

Github 上大量公开深度学习程序,分析了这些程序

的缺陷,并探讨了检测缺陷的挑战。 Zhang 等人[10]

针对微软旗下深度学习平台上 4 960 个执行失败的

深度学习程序进行了分析,对任务失败原因进行了

归纳,并强调现有调试手段对于深度学习程序缺陷

定位不够有效,需要针对性更强、更高效的缺陷检测
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与定位工具来协助开发者,以降低开发者试错成本

与开发不确定性。
针对上述问题,本研究深入分析了导致深度学

习任务失败的典型原因,并提出针对深度学习程序

设计的自动化内存消耗估计工具。 该工具结合自注

意力机制网络与静态分析技术,无需对深度学习框

架进行深入详尽解析,通过自动化提取和分析深度

学习应用程序中的网络信息,能够对峰值内存使用

进行预估,辅助开发者在配置硬件资源时做出更为

精准的决策,确保所申请硬件资源足以支撑模型的

执行,防止内存溢出和过度分配显存资源,促进资源

利用最优化。
本文主要贡献有以下 3 点。
(1)本文对工业环境中深度学习程序典型缺陷

特性进行了深入剖析,系统性地探究了导致深度学

习任务执行失败关键因素,为理解及改进实际应用

中神经网络性能提供了理论依据和实证分析。
(2)将自注意力机制网络应用于深度学习程序

的内存消耗估计,避免了对深度学习框架的繁琐分

析过程,提高了分析流程的自动化水平,能够准确预

测神经网络在图形处理器上的峰值内存需求。
(3)基于上述理论研究与方法设计并实现了峰

值内存预测工具,实验结果显示,该工具在内存预测

上的平均相对误差仅为 8. 38% 。

1　 背景介绍

在深度学习模型构建和执行过程中,张量( ten-
sor)作为一种基本数据结构扮演着至关重要的角

色。 一个张量在程序中表现为一个多维度数组,形
状信息包括了维度数量以及各个维度具体大小。 而

算子(operator)则是构成深度学习程序核心计算逻

辑的基本运算单元,负责执行一系列数学运算与函

数操作,连接起一个个张量,推进从输入到输出计算

流程。 由众多张量与算子组成的模型通过深度学习

框架表达为计算图的形式,再交由后续加速库、驱动

等组件进行具体执行。
在深度学习程序执行过程中,开发者通常倾向

于利用图形处理器进行大规模并行计算以提升计算

效率,这意味着需要将运算所需张量数据从主内存

迁移至图形处理器内存(显存)中,从而实现在图形

处理器上的加速运算。 此过程涉及多个关键环节,
包括但不限于深度学习框架在初步构建计算图时的

优化、驱动程序所提供的内存管理策略以及编译器

精心设计的算子级别的优化等。
内存溢出缺陷即在深度学习程序执行过程中,

所需要峰值图形处理器内存大小超过已有硬件允许

内存范围,从而导致程序失败。 伴随着深度学习发

展,大量研究与优化工作[11-15] 尝试从多元视角对深

度学习程序效率进行提升。 其中有许多工作不可避

免涉及对内存管理直接或是间接影响,例如改变计

算图计算顺序以适应并行计算需求、优化数据复用

以及减少内存访问等。 这些优化措施使得深度学习

程序内存情况呈现出动态复杂性,开发者难以仅依

赖于对原始程序代码的理解,对整个计算过程所需

内存进行直观预测。 为了减少内存读写、提高计算

并行度,研究者们尝试对计算图计算流程进行整合,
如通过先验规则[11]、循环分析[12]、张量表达式融

合[13]等方法,打破算子边界,将多个算子在计算时

进行融合,提升指令级并行性和数据复用效率。
有大量程序分析工作[16-21]尝试对 C、C ++ 、Java

程序进行内存消耗估计且取得了显著成效。 由于深

度学习程序构建模型与执行模型高度分离的特性,
开发者很难从高级语言层面直观洞察到程序经过多

个组件复杂隐蔽的优化与分配调度策略后具体执行

的流程,也难以将传统软件上的经验和技术直接迁

移到深度学习程序分析上来。 Gao 等人[22] 提出了

一种创新型方法,该方法依赖于手工编写算子内存

申请规则以及对硬件内存管理机制进行模拟,对程

序运行后生成的模型文件进行内存分析。 然而采用

手工编写规则方式来预测和量化内存消耗存在显著

局限性,准确判断算子在历经多重组件和多种类型

优化步骤后的内存行为逻辑是一项极具挑战性的任

务,预测精度高度依赖于研究人员对软硬件整体细

节的掌握程度,并不实际适用于现今复杂且迭代快

速的深度学习开发与生产环境。

2　 实证研究

本研究选取了某集团云平台上内部生产团队的
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故障深度学习程序任务作为研究对象样本,在一个

月的时间窗口内采集到了总计 12 289 个失败任务

实例。 对于每一个失败任务实例,通过与相关开发

团队进行联系,获取了严格去敏处理后的源代码及

执行日志等关键信息。 由于所涉及输入数据具有高

度敏感性和机密性,依照相关法规和伦理准则,未对

任何原始输入数据进行获取。
图 1 展示了所研究程序代码规模分布(未统计

代码中所引入第三方库代码),可以观察到整体程

序规模相对较小,平均行数为 407 行(剔除注释部

分),最大程序包含了 2 355 行代码。

图 1　 程序代码规模分布(不含空行及注释行)

研究首先基于执行日志中抛出的错误信息进行

特征提取与分类,将抛出相同错误信息程序整合到

同一组别中,最终划分出了 968 个失败分组。 为了

确保所得结果的可靠性,本研究对分组内程序进行

了 630 次抽样复核检查,最终确认同一分组内的应

用程序确实包含相同失败的原因。
　 　 本研究当中对任务失败原因的分析与分类涉及

了人工审查,可能融入了一定程度主观性。 为了确

保结论客观性与准确性,本研究采取了双重验证策

略,所有任务失败原因分析均由两位作者进行细致

独立审查并交叉验证,还通过与原始开发者沟通交

流进行进一步核实确认。 此外,尽管该研究涉及任

务涵盖了图像、语音、语言处理等多个深度学习领

域,但由于全部来源于同一平台,其中部分结论不一

定完全适用于其他平台。 因此本研究核心焦点主要

在于剖析深度学习程序本身引发的错误,而不对与

平台本身高度相关的问题(如与执行环境相关)进

行深入探究。
在所收集的总计 12 289 个失效任务样本中,有

1 612 例被判断为与环境因素相关,这类案例通常伴

随着诸如远程访问失败等错误提示信息。 另外有

586 例因输入数据损坏而导致任务执行失败。 鉴于

本研究重点关注深度学习程序自身内在原因导致的

任务失败问题,故对上述由于外部环境因素或输入

数据故障所引发的任务失败问题不做进一步探究。
剩余的 10 091 个对象样本基于失败原因被划分为

两大类别:一类为程序语言层面上的传统错误,另一

类则为深度学习程序特有错误。 图 2 以柱状图形式

直观呈现了这 10 091 个对象样本的失败原因分布

情况,其中黑色柱代表了深度学习程序特有错误,灰
色柱则表示程序语言层面的错误。

图 2　 深度学习程序中的错误类型分布情况

　 　 研究结果显示,任务中有 63. 69% 可以归因于

程序语言层面的错误,这些错误不仅限于深度学习

程序,同样普遍存在于各类通用应用程序开发中。
在图 2 所示分类分布中,此类错误中占比最高一类

为“模块 /属性未定义”,即开发者对尚未定义或不

存在模块或属性进行了引用操作,该类错误占所有

错误的 13. 61% 。 紧接其后的两类错误为:“参数不

匹配”(调用函数时提供参数数量与函数定义所要

求数量不一致)占比 12. 67% ;“变量未定义”(在变

量正式声明之前对其进行使用)占比 12. 51% 。
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在深度学习程序特有错误中,占比最高的错误

类型为“检查点错误”,占比达 17. 49% 。 开发者通

常利用检查点机制将训练好的模型状态进行储存,
以便后续恢复训练、进行推理或是进一步优化。 然

而在模型文件丢失、损坏或是所加载检查点文件与

当前网络结构不匹配情况下,就会出现检查点错误。
“张量形状错误”这一类别占据了总体任务的

8. 82% ,此类错误出现在算子或是框架接口函数接

收到具有不兼容形状的张量输入(如张量维度不符

合算子计算逻辑定义)时,进而引发网络构建失败。
开发者可能因难以完全掌握大量框架调用接口所蕴

含复杂语义特性,以及对复杂网络传播过程中转递

至特定算子处张量形状的判断发生失误,导致实践

中频繁出现该问题。
图 3( a)所示为某任务中开发者在尝试调用

TensorFlow 神经网络框架中“reshape”算子时触发张

量形状错误时的日志信息摘要。 该算子是在保证张

量中元素总数保持不变的前提下调整张量形状,因
此在实际应用中极为常见。 在本案例中,所涉及算

子为整个程序中 29 个“ reshape”算子之一,该算子

接收了一个包含 1 583 个元素的张量,却被要求将

该张量转换为包含 1 820 个元素的新张量,由于算

子无法找到一个合适方法进行转换,因此抛出了异

常并导致了程序中断。

图 3　 错误任务日志信息摘要

“内存溢出”即深度学习程序执行过程中所需

内存资源超出了硬件设备实际限制。 图 3(b)所示

为开发者构建一个超出硬件内存限制的网络时给出

的错误日志信息摘要,案例中程序尝试为一个形状

为[100 000,141,200]的张量申请内存,但发现剩余

内存不足以支撑该需求,因此在日志中给出了 OOM
(out of memory)的提示信息。 随着软硬件技术持续

迭代进步,研究者们不断追求构建设计更为复杂、参
数规模更庞大的深度学习模型以实现更优效果。 这

一趋势使得深度学习程序在执行过程中更易触及底

层硬件设备内存限制,从而导致内存溢出问题频发。
其他深度学习程序特有错误类型还包括 “损失

值非数字” (在计算损失函数时产生无效或非数值

结果)、“显卡同步错误”(由多种潜在软硬件故障共

同引起与图形处理器之间的通信中断)以及“图不

完整”(在构建和执行计算图过程中出现无效或缺

失的结构成分)。

3　 深度学习程序内存分析

深度学习程序执行过程主要涉及前向传播与反

向传播 2 个核心阶段,在前向传播阶段,输入数据通

过神经网络模型进行前向传播,沿着开发人员指定

的各种算子进行逐步计算,最终生成预测输出结果。
在此过程中,内存资源主要用于存储输入输出数据

张量以及模型参数张量。 随后进入反向传播阶段,
首先计算损失函数关于输出激活的梯度,接着从后

往前反向进行各个算子的梯度计算,并进行模型参

数更新。 在这个阶段,内存资源主要消耗包括反向

过程中的各类梯度张量、模型参数张量以及临时变

量张量等。
图 4 展示了一个仅包含单个卷积层的简化示例

程序在执行过程中所涉及张量情况。 图中实线圆角

方框表示算子的前向计算部分,虚线圆角方框表示

算子的反向计算部分,方框代表所涉及的张量。 在

前向传播过程中,卷积算子( conv)接收输入张量

(inputs),与模型参数张量(W1)相结合执行卷积操

作生成输出张量(O1),此计算过程中会产生临时张

量(T1)。 紧接着,输出张量与标签张量( labels)被

一同传入损失函数算子( loss),以计算损失值张量

(O2),同时产生额外的临时张量(T2)。 在反向传

播阶段,计算从损失值张量开始逆向进行,计算运算

符的梯度张量(D1),并对模型参数张量进行更新,
在此过程中由于不同优化器的选取,可能会产生不
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同数量的临时变量(T3、T4)。

图 4　 深度学习程序执行过程中涉及的张量的简化示例

在深度学习程序中,张量内存的消耗因算子的

种类和具体框架实现方式而异。 单个算子内存占用

不仅与其自身的模型参数有关,而且还受从前序算

子传递来的张量大小的影响。 此外,某些编译优化

方案也会对实际占用内存带来影响,如 PyTorch 框

架的“reduce-overhead”策略通过增加内存以降低运

行开销。 图 4 展示极简化例子仅包含一个卷积算子

和一个损失函数算子,要将实际开发中整个计算图

在执行时可能涉及的内存和优化后的运行逻辑进行

精确估计是极具挑战性的任务。 因此,开发者在面

临溢出问题时往往只能通过不断调整结构进行试

错,提高了开发过程中的不确定性,降低了开发效

率。
对于第 2 节实证研究中所提问题,当前的静态

工具针对程序语言层面错误已展现出相当出色的检

测能力,并且此类工具仍在持续更新与优化中。 对

于“张量形状错误”这一特定问题,文献[17]提出了

一种名为 Pythia 的静态分析工具,通过运用数据查

询语言 Datalog 对建模后的张量及算子进行分析,从
而有效地识别程序是否存在错误。 在此基础上,文
献[23]提出了基于约束求解的检测方法,能够更为

精准地解析和验证张量操作过程中的形状合法性问

题,从而显著提升了针对张量形状错误的检测效果。

然而针对“内存溢出”问题,目前仅有一种人工

编写计算规则进行模拟推演的方法[20]。 直接从深

度学习框架源码中自动化提取操作语义将会面临代

码量庞大及跨语言的问题,因此手工对算子逐个进

行函数摘要的方法反而更为可行。 但是这对函数摘

要撰写者的要求极高,不仅需要对每个算子的内存

读写、数据排布等操作有非常精确的把握,还需要对

框架、驱动等可能采取的优化方案有一个整体的认

知,了解算子在优化后实际运行的语义。 如果函数

摘要的撰写者对这些机制不够了解,就可能导致提

取的语义与实际运行时的语义不一致,从而产生错

误的结果。 随着深度学习框架的不断发展和更新,
新的算子优化策略可能会频繁地被引入,这就要求

函数摘要的撰写者持续投入人力进行更新和完善,
以保持与框架最新版本一致。 因此,尽管手工提取

方法在某些情况下可能是可行的,但其并不是一个

长期可持续的解决方案,亟需一个更加自动化的方

法来降低开发者的试错成本,解决开发者仍需依赖

个人经验知识来预防内存溢出的问题,降低开发过

程中的不确定性。

4　 深度学习程序内存预测方法

本文提出了一种基于自注意力机制网络的深度

学习程序内存预测方法,用于预测程序运行过程中

图形处理器上的内存使用峰值。 该方法整体工作流

程如图5所示,主要可以分为两大阶段。首先是预

图 5　 深度学习程序内存预测方法工作流程
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处理阶段,该阶段旨在从程序源代码中有效提取并

构建出程序中所要执行的网络结构,针对深度学习

程序特征进行语义信息抽取,收集各种影响到程序

显存消耗的关键因素。 其次为预测阶段,此阶段接

收由预处理阶段整理输出特征信息,对其进行编码

处理,通过自注意力机制网络进行预测,实现对程序

运行时峰值内存需求的准确估计。
4. 1　 深度学习程序模型计算图提取

在预处理阶段,本研究采用 Ariadne[24] 的前端

分析工具对深度学习程序进行解析并将其转化为中

间表示形式,基于该中间形式作进一步信息提取。
鉴于深度学习程序在构建网络部分时通常具有

相对简单的控制流结构特征,因此针对每个独立程

序路径生成对应计算图是可行且在效率上可接受的

做法。
对于深度学习网络训练代码而言,其控制流逻

辑最终会汇聚至框架内部特定的一些通用训练接口

调用,例如在 TensorFlow 框架中体现为对 session.
run 方法的调用。 基于此特性,可以定位这些有限

数量接口调用点,并从接口输出张量出发,沿 use-
def 链反向进行程序切片操作。

在反向切片过程中,函数调用会被内联化处理,
即将被调用函数返回值视为新节点插入到计算图

中,随后继续从新添加返回值节点回溯至当前调用

的参数传递源头,通过这种方式将函数调用关系纳

入整个依赖图。 经过这一系列过程后,所有与训练

直接或间接相关的算子、张量及标量等关键元素都

将被系统性地整合进计算图之中,从而实现对深度

学习程序内存行为相关因素的全面提取。
4. 2　 基于自注意力机制网络的峰值内存预测

在预测阶段,基于预处理阶段构建得到的计算

图信息,通过多头自注意力机制网络[25] 捕获和推理

深度学习程序执行过程中算子与张量间前后依赖关

系,从而进行内存需求量的精确预测。
在未经优化加速情况下,深度学习程序在运行

时所需内存主要涉及参与运算的矩阵参数、中间计

算临时变量以及反向传播中梯度更新变量,这些变

量所需内存空间大小与算子自身参数及关联算子参

数配置紧密相关。 因此,在程序执行至某一特定算

子时,必须依据该算子在上下文中关联算子信息共

同推断出当前算子所需内存大小,并依据现有内存

分配策略,对当前内存进行适时回收与重新分配。
经过一系列优化措施后,计算图内部逻辑可能发生

重构,程序中算子执行顺序甚至其结构特征均可能

发生调整,内存回收与分配策略也会随着提升并行

效率与释放计算潜力的需求而改变。 在此情况下,
对内存需求进行精确预测需要运用全局视角,对整

体计算图潜在并行行为进行判断,才能确保复杂环

境下的准确估计。
自注意力机制提供了并行处理序列数据中所有

元素的能力,能在全局视域下对任意 2 个位置元素

间相互依赖关系进行评估与量化。 基于这种比较分

析,模型能够动态地针对每个元素分配相应加权考

量,这一特性对于全面捕获和整合输入序列整体上

下文信息至关重要,对于理解和精确预测复杂且不

断变化的内存需求具有决定性意义。
在应用自注意力机制网络之前,需要考虑如何

将计算图转化为网络能够有效处理的向量序列形

式。 首先,利用独热编码( one-hot encoding)对算子

类型进行编码构建,形成向量:
O = [o1 o2 o3 …] (1)
接着是每个特定算子所关联关键参数信息(如

卷积算子中的填充(padding)、步长(stride)、卷积核

(kernel)尺寸、数据类型、优化器类型、编译优化方

法等),这些参数对内存的行为有着直接影响,因此

将这些参数视为与算子种类同等重要的特征元素,
用向量体现为

Arg = [a1 a2 a3 …] (2)
通过将上述 2 类向量进行拼接,得到融合了算

子类型信息以及参数信息的混合特征向量:
E = [o1 o2 o3 … a1 a2 a3 …] (3)
需要注意的是,该方法舍弃了计算图中边连接

关系信息,可能导致在某些网络估算结果上出现一

定的精度损失。
在单个自注意力模块中,输入序列首先通过线

性变换映射为查询(Query)、键(Key)和值(Value)3
个特征,数学表达如下:

Q = E × WQ,K = E × WK,V = E × WV (4)
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其中, WQ ∈ Rdmodel×dk、WK ∈ Rdmodel×dk、WV ∈ Rdmodel×dk

分别代表 3 个仿射变换矩阵, dmodel 代表向量维度。
接着计算查询 3 个矩阵与所有键的点积相似度

并进行缩放,经过函数归一化后得到注意力权重分

布。 最终利用这个权重分布对所有值进行加权求和

以生成输出向量,其公式表述如下:

Attention(Q,K,V) = Softmax(QK
T

dk

)·V (5)

其中, Softmax(QK
T

dk

) 即注意力权重矩阵,对于第 n

个注意力头,其更新后向量可以写为

Attentionh = Attention(Qh,Kh,Vh) (6)
假设共有 H 个并行注意力头,将多个注意力头

的输出进行拼接,并通过另一个可训练权重矩阵进

行转换,表示如下:
M = Concat(Attention1,…,AttentionH)·WO

(7)
其中WO ∈RH×dmodel×dk 是用于输出转换的矩阵。 最后

的输出结果再通过全连接前馈网络处理后生成关于

整个网络计算图的峰值内存回归预测数值。

5　 实 验

5. 1　 实验设计及数据来源

为了确保训练与测试过程中能够获得充分且多

样化的数据,实验使用了一种随机生成深度学习神

经网络程序算法,旨在系统化构建具有代表性的数

据集。 为了反映实际应用中深度学习模型的复杂性

和多样性,实验中考虑了不同网络数据类型(包括

float32 与 float64)、不同网络优化器(包括 SGD 和

Adam)以及 PyTorch 框架的“ reduce-overhead”编译

优化方法(该方法在优化运行效率的情况下可能会

增加内存的使用),确保所生成数据集能够反映多

种内存使用特征,从而测试方法的泛用性。
该数据生成方法整体流程如图 6 所示。 每次随

机化生成一个合法的网络结构与参数配置,并设定

一个初始较小批量大小参数值,基于此生成初始合

法程序实例,在程序执行阶段中记录其峰值内存占

用情况,根据内存结果增加批量大小并进行下一轮

记录,由此构成初始组数据。

图 6　 数据生成流程

为了保证程序样本数量的均衡,进一步对初始

组得到的程序按照不同维度上的数量分布进行不同

比例随机抽样,例如针对实验中的不同数据类型,初
始组数据中 float32 类型的网络占比远高于 float64
类型的网络占比,在经过随机筛选后的两者占比分

别为 53. 3%与 46. 7% ,实现了数据上的均衡。 实验

最终得到了 97 242 个随机生成目标网络实例及其

对应峰值内存数据,并按比例随机划分出训练集、验
证集与测试集。

本实验采用的关键评估指标为平均相对误差

(mean relative errors,MRE),以此来量化内存预测

性能,其数学表达式定义如下:

MRE = 1
n􀰐

n

i = 1

| yi - ŷi |
| yi |

(8)

其中, yi 表示第 i 个随机生成的神经网络实际被观

测到的峰值内存占用大小, ŷi 表示工具预测出对应

网络的内存峰值大小。 平均相对误差值越低,即预

测结果与真实值之间差异度越小,表明工具具有较

高预测准确性。
由于目前尚未有全自动化进行分析的内存预测

工具,除了与文献[22]中的工具对比之外,实验中

额外训练了一个由 6 层全连接层构成的网络作为基

准对比。
5. 2　 实验结果

图 7 展示了本工具与全连接层网络在测试集上

的相对误差分布情况,实验数据表明整体平均相对

误差值为 8. 38% ,而全连接层网络的平均相对误差

值为 81. 13% 。 尽管全连接层网络在部分数据上保

持了较好的性能,平均相对误差的数据小于100%
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的数据占比为 68. 50% ,且在该部分数据上的平均

相对误差为 33. 71% ,但是整体性能上显著低于本

工具。

图 7　 本工具与全连接网络在测试集样本上的相对误差分布

实验中对 2 个模型进行了多次训练,应用独立

样本 t-检验进行统计分析,结果表明 2 个模型的准

确率存在显著差异,表明观察到的性能很可能不是

由随机变化引起的。 尽管在少数案例中存在一定程

度的异常估计现象,但对于大部分程序而言,该工具

展现出了在大多数场景下的可靠性与有效性,对峰

值内存有着较高的预测精确度,能够有效地为开发

者提供硬件资源规划参考。 在运行时间开销上,本
文引入的自注意力网络在每千条数据的预测上平均

耗时 0. 023 46 s(预测所用硬件型号为 NVIDIA A100),
能够同时承担多个网络的内存预测任务。

表 1 展示了工具在不同的数据类型、优化器以

及编译优化方法开启与否情景下的预测表现,其中

D32 与 D64 分别代表数据类型为 float32 与 float64,
SGD 与 Adam 代表 2 种优化器,选用的编译优化方

法为PyTorch框架的“ reduce-overhead” 。在训练数据

表 1　 针对多配置下的预测表现情况(% )

是否开启

编译优化
D32 + SGD D32 +Adam D64 + SGD D64 +Adam

不开启

编译优化
9. 40 8. 83 8. 67 9. 61

开启

编译优化
7. 01 6. 75 7. 51 9. 35

均衡的情况下,工具的平均相对误差范围介于

6. 75% ~9. 61%之间,表明工具在样本包含多种场

景组合的情况下能够有效学习并适应不同场景的规

则,从而提供精准预测,进一步证实了本工具在处理

复杂的深度学习网络预测任务中的适应性和准确

性。
表 2 展示了工具与手工撰写规则实现的工

具[22]在网络 VGG16 和 ResNet50 上对比的结果,在
ResNet50 模型上,基于网络自动学习出的规则推理

效果优于手工编写规则的效果,而在 VGG16 模型

上,两者表现相当。

表 2　 不同模型上工具的预测平均相对误差对比(% )

模型名称 本文工具 对比工具

VGG16 8. 2 9. 8
ResNet50 9. 5 17. 4

对误差值最大的前 10% 异常预测结果进行深

入分析后,发现本文工具在被测网络大小、网络数据

类型、优化器类型以及是否开启编译优化上的结果

均未体现出显著的特征。 这表明为了进一步提高预

测的准确性,可能需要进一步优化特征的选择、提取

和转换过程,以更有效地捕捉数据的关键信息。 此

外,对网络结构和超参数的进一步优化也可能有助

于获得更稳健的性能。

6　 结 论

本文针对深度学习程序失败原因进行了深入研

究,分析了导致程序在实际运行中出现任务执行失

败典型缺陷特点及关键影响因素,为改进和优化深

度学习程序可靠性提供了有力的理论依据。 在此基

础上,本文提出了一个基于自注意力机制网络的峰

值内存预测方法,该方法能够精确地预测程序在图

形处理器上执行时的峰值内存需求,有效解决了因

内存资源管理不当可能导致的问题。 实验数据显

示,在对神经网络峰值内存需求进行预测的任务中,
该工具平均相对误差仅为 8. 38% ,且在不同情况下

表现稳定,对于深度学习在实际应用中的部署和实

施具有重要价值。
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本文所实现工具目前专注对单个图形处理器设

备上的内存进行情况估计,对于多硬件协同场景,通
过进一步扩充特征向量信息,本研究所提出的方法

同样具备适用性。 未来工作中可以从优化特征表达

方式和改进网络模型 2 个关键方面进一步提高预测

的精确度。
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Memory estimation for deep learning program

LIU Chen, LU Jie, LI Lian
(State Key Laboratory of Processors, Institute of Computing Technology,

Chinese Academy of Sciences, Beijing 100190)
(University of Chinese Academy of Sciences, Beijing 100049)

Abstract
Deep learning programs have achieved tremendous success in a wide range of fields. However, internal errors

in these programs can lead to significant resource wastage and even result in catastrophic failures. This paper analy-
zes typical defects that cause task execution failures during the practical operation of programs, as well as their key
influencing factors. A deep learning program memory prediction method is proposed based on static analysis and a
self-attention mechanism network. This method achieves a mean relative error of 8. 38% in memory estimation
tasks, effectively preventing memory overflow issues and assisting in the rational optimization of hardware resource
allocation.

Key words: deep learning, static analysis, memory estimation
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