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万　 伊②∗∗∗ 　 李春国∗∗∗ 　 杨飞然③∗ 　 杨　 军∗∗∗

(∗中国科学院声学研究所　 北京 100190)

(∗∗中国科学院大学　 北京 100049)

(∗∗∗东南大学信息科学与工程学院　 南京 210096)

摘　 要　 现有合成语音检测系统在真实场景下性能损失严重。 本文提出了一种基于频域

掩蔽的倒谱特征数据增强方法。 该方法对输入信号的线性滤波器组特征(LFBs)进行频

域掩蔽,以引入符合真实场景的语音失真;计算掩蔽特征的线性频率倒谱系数(LFCC),以
降低特征维度,提升检测性能。 本文利用轻量级卷积神经网络(LCNN)、深度残差网络

(ResNet)和一维卷积 Transformer 模型(OCT)建立了 3 种检测系统,用于验证所提方法的

有效性。 真实场景数据集上的实验结果表明,所提方法可使不同合成语音检测系统的等

错误率(EER)相较无增强的基线降低 6. 39% ~25. 95% 。 将所提方法与基于音频编解码

的增强技术相结合时,不同系统的 EER 比基线降低 31. 71% ~ 42. 47% ,进一步提升了系

统对真实场景的泛化能力,且性能优于现有数据增强方法。
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　 　 日趋成熟的语音合成( text-to-speech,TTS)与语

音转换技术(voice conversion,VC)能够伪造出高质

量的人类语音[1-3],或可统称为合成语音。 这些合

成语音的应用为日常生活提供了便利,但也存在被

恶意使用的风险,例如利用合成语音攻击自动说话

人认证( automatic speaker verification,ASV)系统导

致用户财产损失和信息泄露,或用合成语音传播虚

假信息导致他人名誉受损、引起社会恐慌[4]。 开发

独立的合成语音检测系统可以有效避免这些风险。
为推动合成语音检测技术的发展,多所高校与

企业联合举办了 ASVspoof 挑战赛,其中的逻辑攻击

(logical access,LA)任务为合成语音检测提供了高

质量的纯净语音数据集[5-8]。 当前合成语音检测的

研究大多都基于 ASVspoof 挑战赛,在包含自然语音

与合成语音的数据集上训练分类模型,并在包含未

见数据的测试集上进行性能评估。 目前主流的合成

语音检测系统都是基于机器学习模型构建的,系统

一般由前端特征提取与后端分类模型 2 个模块组

成。 特征提取模块通过语音信号处理或基于神经网

络的方法对输入信号进行分析,旨在提取更具区分

性的语音特征,以显示自然语音与合成语音的差异。
后端分类模型则需要根据前端特征来判断输入的语

音信号是自然语音还是合成语音。 Sahidullah 等

人[9]对多种语音信号特征进行了研究,发现相比于

自然语音,合成语音通常缺少相位信息与高频细节

信息,且无法很好地建模语音中的长时依赖关系。
因此,语音信号的幅度谱特征、相位特征以及倒谱特

征和其一阶、二阶动态差分系数都可作为检测合成

语音的有效特征[10-16]。 基于卷积运算的神经网络

可处理语音信号的幅度谱等时频特征,卷积神经网

—3101—

　 高技术通讯 2024 年 第 34 卷 第 10 期:1013-1023　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　

①

②
③

国家自然科学基金 (62171438 ),北京市自然科学基金 ( 4242013 ) 和中国科学院声学研究所自主部署 “前沿探索” 类项目
(QYTS202111)资助。
女,1995 年生,博士生;研究方向:音频信号处理,机器学习;E-mail: wanyi@ mail. ioa. ac. cn。
通信作者,E-mail: feiran@ mail. ioa. ac. cn。
(收稿日期:2023-11-08)



络(convolutional neural network,CNN)、轻量级卷积

神经网络( light convolutional neural network,LCNN)
和深度残差网络(deep residual network,ResNet)等

都在合成语音检测中被作为后端分类模型广泛使

用[10-13, 15]。 基于注意力机制的神经网络可以对语

音信号中的长时依赖特征进行建模,因此也能够有

效区分自然语音与合成语音[16-17]。
然而,近期研究显示,在从社交媒体等渠道收集

到的真实场景数据集 In-the-Wild 上,基于纯净语音

数据集开发的多类合成语音检测系统性能均大幅下

降[18]。 这表明真实环境更加复杂,而现有系统在真

实场景下的泛化能力还亟待提升。 数据增强是解决

该问题的有效途径之一。 数据增强方法通过对原始

数据进行适当变换,以增加数据多样性、缓解过拟

合、提升机器学习模型的泛化性能,在音频处理任务

中得到了广泛使用[19-23]。 在合成语音检测任务中,
音频编解码及传输过程带来的音频失真是导致现有

系统在真实场景中性能下降的一个重要原因[8, 24],
因此,在真实场景下进行数据增强的主要目的是引

入更符合实际的音频失真信息,同时促使模型学习

到复杂环境下自然语音与合成语音的区分性特征。
频域掩蔽[20] 是一种针对语音信号提出的数据

增强方法。 该方法计算简单,且无需任何额外数据,
通过掩蔽语音信号经短时傅里叶变换( short-time
Fourier transform,STFT)得到的功率谱或梅尔谱等特

征中的部分频率信息即可实现数据增强。 在基于纯

净语音数据集的合成语音检测任务中, Chen 等

人[25]对输入信号的线性滤波器组特征( linear filter
banks,LFBs)进行了频域掩蔽以提升系统性能。 对

语音信号的 LFBs 或梅尔谱等基于滤波器组的特征

进行离散余弦变换(discrete cosine transform,DCT),
可得到相应的倒谱特征。 相比语音信号的功率谱特

征和基于滤波器组的特征,倒谱特征具有更低的维

度,因此在合成语音检测任务中的应用更为广泛。
然而,倒谱分析中的 DCT 操作会将语音信号滤波器

组特征中代表语音频率信息的维度映射到另一特征

空间,导致倒谱特征无法直接反映语音信号的频率

信息。 因此,目前频域掩蔽方法不能直接应用于倒

谱特征的增强。

利用音频编解码(coder-decoder,Codec)算法进

行数据增强的方法被广泛用于真实场景下的语音识

别、说话人识别等任务中。 Vu 等人[21] 根据输入语

音信号的时频谱失真程度及其音频平均意见得分

(mean opinion score,MOS)将 Codec 算法分为 3 类,
并对原始输入数据进行增强,用以训练电话语音识

别系统。 Ferras 等人[22]提出了一个包含多种 Codec
算法及噪声的大型开源模拟器,用于训练语音退化

条件下的说话人识别系统。 Hailu 等人[23] 通过改变

不同 Codec 算法的采样率、比特率以及采样位深对

4 种语言的小型数据集进行增强,提升了端到端自

动语音识别系统的性能。 在基于 ASVspoof 挑战赛

的合成语音检测任务中,使用 Codec 算法进行数据

增强的方法也有所应用[24,26-27],证实该方法可以在

算法模拟的语音失真场景下提升合成语音检测系统

的性能,但其在真实场景中的有效性还有待探究。
此外,Tomilov 等人[13] 还通过设计有限长脉冲响应

(finite impulse response,FIR)滤波器对合成语音检

测系统的输入信号进行滤波,来模拟不同 Codec 算

法的幅频响应以实现数据增强。
针对现有合成语音检测系统在真实场景下性能

恶化的问题,本文提出了一种基于频域掩蔽的倒谱

特征数据增强方法。 该方法将频域掩蔽用于具有更

低维度和更优检测性能的倒谱特征数据增强中,以
提升合成语音检测系统在真实场景下的泛化能力。
所提方法先掩蔽系统输入信号 LFBs 的一段连续频

段信息,再提取其倒谱特征及动态差分系数,以利用

频域掩蔽为输入特征引入更符合真实场景的语音失

真信息,实现倒谱特征的在线数据增强。 所提方法

可以使不同架构的合成语音检测系统在真实场景

In-the-Wild 数据集上的等错误率( equal error rate,
EER)相较未进行数据增强时下降 6. 39% ~ 25. 95%,
显著提升了系统的泛化能力。 此外,本文还将所提

方法与基于 Codec 算法的数据增强方法相结合,用
于真实场景的合成语音检测任务中,使不同架构系

统在 In-the-Wild 数据集上的 EER 比未使用数据增

强时降低了 31. 71% ~ 42. 47% ,进一步提升了现有

合成语音检测系统在真实场景下的检测性能。 本文

将所提方法与现有数据增强方法在真实场景数据集
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上进行了性能对比,实验结果也显示出所提方法的

优势。

1　 基于数据增强方法的合成语音检测

系统构建

　 　 图 1 给出了基于数据增强方法的合成语音检测

系统框架。 本文中的合成语音检测系统包括数据增

强、前端特征提取与后端分类模型 3 个模块,分为训

练与测试 2 个阶段。 数据增强模块包含 2 种方法,
第 1 种是本文所提的基于频域掩蔽的倒谱特征在线

增强方法,第 2 种是基于 Codec 算法的离线增强方

法。 本节首先介绍所提方法,然后给出了基于 Co-
dec 算法的数据增强方法及其实现步骤。 在合成语

音检测系统的训练阶段,首先选取每条输入数据对

应的任一 Codec 增强数据,提取其倒谱特征,并用所

提方法进行数据增强,最后将增强后的倒谱特征输

入后端模型并计算相应的语音得分。 在系统测试阶

段,其输入为测试数据,无须考虑数据增强,直接提

取其倒谱特征并输入到训练好的后端模型中,再计

算测试分数以判定测试数据的类别。

图 1　 基于数据增强方法的合成语音检测系统框架

1. 1　 基于频域掩蔽的倒谱特征数据增强方法

线性频率倒谱系数(linear frequency cepstral co-
efficients,LFCC)是合成语音检测中使用最为广泛的

倒谱特征,采用等间隔的线性频率三角滤波器组对

语音信号的对数功率谱特征进行滤波,对全频带信

息同等关注,更有利于合成语音的检测。 LFCC 在

基于高斯混合模型或神经网络的合成语音检测系统

上均获得了良好的检测性能[8,12-13,16, 28]。 合成语音

检测中所用的 LFCC 包含静态特征与其一阶、二阶

动态差分系数。 本节首先介绍频域掩蔽方法的流

程,然后对本文所提基于频域掩蔽的倒谱特征增强

方法及其在 LFCC 上的实现进行详细的描述。
频域掩蔽方法[20] 需作用于语音信号的对数功

率谱或基于滤波器组的特征上,这些特征均能直接

反映语音信号的频率信息。 设特征频点数为 Q, 掩

蔽参数为 q, 则频域掩蔽方法的掩蔽操作流程如下。
(1)从 [0,Q - q] 中随机选择一点 q0 作为掩蔽

区间的起点。
(2)从 [0,q) 中随机选择一个值 τ 作为掩蔽区

间的长度。
(3)使用恒定值对待掩蔽特征频率通道上的

[q0,q0 + τ] 这一连续频段进行掩蔽。
(4)输出掩蔽后的特征。
其中掩蔽参数 q 实际代表了在线数据增强过程

中掩蔽区间长度的上限,而随机选取的方式也能够

有效缓解后端分类模型对训练数据的过拟合。
图 2 给出了本文所提基于频域掩蔽的倒谱特征

数据增强方法流程,所提取的倒谱特征为 LFCC。
倒谱分析中的 DCT 操作导致频域掩蔽方法不能直

接作用于 LFCC,因此所提方法通过线性频率三角

滤波器组对语音信号的功率谱进行滤波,先计算得

到信号的 LFBs。 LFBs 能够直接反映语音信号的频

率信息,因此可用频域掩蔽方法实现数据增强。 利

用对数运算与DCT对掩蔽后LFBs进行倒谱分析,
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图 2　 基于频域掩蔽的 LFCC 特征提取与数据增强方法流程图

即可得到增强后的语音信号 LFCC 特征。 本文所提

方法通过在输入信号特征提取模块的滤波与 DCT
操作之间加入频域掩蔽,为信号的 LFCC 引入了更

符合实际场景的频域失真信息,以提升场景失配时

模型的泛化能力。
对于系统的输入语音信号 x,首先利用窗函数

w 对其进行短时傅里叶变换,则其短时谱特征第 n
帧第 k 个频点的特征值可表示为

Xn(k) = 􀰐
K-1

i = 0
x( i + nF)w( i) e -j2πK iK,

0 ≤ k ≤ K - 1 　 (1)
其中, K 为傅里叶变换的点数, F 为帧移。 设线性

频率三角滤波器组中滤波器的个数为 M, 则对于第

n 帧信号的幅度谱 | Xn(k) | , 第 m 个滤波器输出的

语音信号 LFBs 的特征值为

Sn(m) = 􀰐
N/ 2

k = 0
| Xn(k) | 2Hm(k),

0 ≤ m ≤ M - 1 　 (2)
其中 Hm(k) 为第 m 个滤波器的第 k 阶系数。 利用

零值对 LFBs 进行频域掩蔽,则掩蔽后的特征值为

Ŝn(m) = 0　 　 q0 ≤ m < q0 + τ

Ŝn(m) = Sn(m) 其他
{ (3)

其中 q0 和 τ 分别为掩蔽区间起点与区间长度。 通

过对数运算与 DCT 计算掩蔽后 LFBs 所对应的 LF-
CC 静态特征,其特征值为

cn(d) = 􀰐
M-1

m = 0
ln( Ŝn(m))cos πd(m + 0. 5)

M( ),

0 ≤ d ≤ D - 1 　 (4)
其中 D 为 DCT 后保留的倒谱系数的阶数,且 D ≤
M。 LFCC 静态特征值对应的一阶与二阶动态差分

系数分别为

δn(d) =
􀰐 (L-1) / 2

l = 1
i(cn+l(d) - c(n-l)(d))

2􀰐 (L-1) / 2

l = 1
l2

,

0 ≤ d ≤ D - 1 　 (5)

δ′n(d) =
􀰐 (L-1) / 2

l = 1
i(δn+l(d) - δ(n-l)(d))

2􀰐 (L-1) / 2

l = 1
l2

,

0 ≤ d ≤ D - 1 　 (6)
其中, L 为计算差分系数时选择的连续帧的数目, l
为帧索引。
1. 2　 基于 Codec 算法的数据增强方法

在实际应用中,Codec 算法导致的语音质量损

失会使得自然语音与合成语音更加难以区分[8, 24]。
因此,本文将基于 Codec 算法的数据增强方法用于

真实场景合成语音检测任务中,并将所提基于频域

掩蔽的倒谱特征数据增强方法与其相结合来进一步

提升系统的跨场景泛化能力。
根据其应用场景,Codec 算法可分为 2 类,一类

用于实时语音通话,另一类用于音视频文件存储。
多媒体领域的标准化组织为不同场景制定了多种音

频编码与压缩标准。 例如国际电信联盟为固定电

话、IP 电话等实时通话场景制定了 G. 711、G. 726、
G. 722、G. 723. 1 等标准,其中 G. 711 有 a-law 和 μ-
law 这 2 种形式;欧洲电信标准组织为数字移动通

信制定了全球移动通信系统( global system for mo-
bile communications,GSM)标准;运动图像专家组为

音视频存储制定了 MPEG-1 Layer3、MPEG-AAC 等

标准。 由互联网工程任务组进行标准化的 Opus,能
处理比特率从 6 kbps 至 510 kbps 的音频,可以用于

实时通话场景和音频文件的压缩存储。 表 1 给出了

本文在进行离线数据增强时所使用的 10 种 Codec
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算法及其对应的中间文件格式。 本文所用 Codec 算

法均借助 FFmpeg 工具[29] 实现,算法比特率最低为

6. 3 kbps,最高为 128. 0 kbps,涵盖了不同的语音编

码质量。 为了便于训练时的统一处理,最终得到的

增强语音均转换为 FLAC(free lossless audio codec)
格式,即一种无损压缩的音频编码格式。

表 1　 本文所用 Codec 算法列表

Codec 采样率 / kHz 比特率 / kbps 中间文件格式

GSM 8 13. 0 GSM
G. 726 8 32. 0 WAV

G. 723. 1 8 6. 3 WAV
G. 722 16 64. 0 WAV
a-law 16 128. 0 WAV
μ-law 16 128. 0 WAV
Opus 16 16. 0 OGG
Opus 16 64. 0 OGG
AAC 16 64. 0 AAC
MP3 16 128. 0 MP3

基于 Codec 算法的离线数据增强方法具体步骤

如下。
(1) 从原始数据集中读取一条语音。
(2) 遍历表 1 中的 Codec 算法,并根据算法对

输入语音采样率的需求对语音进行重采样。
(3) 使用 Codec 算法处理语音,生成对应的 10

个中间文件。
(4) 将得到的中间文件统一重采样至 16 kHz,

并转换为 FLAC 格式。
(5) 存储离线语音数据。
基于 Codec 算法的增强数据使用方式已在图 1

中给出。 在训练阶段,首先从表 1 中随机选择一种

Codec 算法;然后从离线增强数据集中读取输入数

据对应的增强数据,提取其 LFCC 并利用所提方法

进行在线增强;最后将增强后的倒谱特征输入后端

模型计算语音得分。

1. 3　 合成语音检测系统后端模型

本文在 3 种不同架构的合成语音检测后端模型

上验证所提数据增强方法的性能,包括 LCNN[12]、

ResNet[30] 以及一维卷积 Transformer 模型 ( one-di-

mensional convolutional Transformer,OCT) [16]。
1. 3. 1　 LCNN

LCNN 使用最大特征图激活(max-feature-map,
MFM)操作来对重要特征进行选择与学习[31-32]。 结

合语音信号 LFCC 与 LCNN 模型的合成语音检测系

统在 ASVspoof 2019 挑战赛的合成语音检测任务中

取得了最优性能[12],在后续的 ASVspoof 挑战赛中

也作为基线模型之一[8]。 本文遵循基线模型的结

构,这样能够更好地评估数据增强方法的性能。
1. 3. 2　 ResNet

ResNet 使用短路连接的残差模块,很大程度上

缓解了深层网络性能退化的问题。 在合成语音检

测任务中,残差网络及其变体也得到了广泛的应

用[15,24,33-34]。 本文选择 18 层 ResNet 模型作为验证

数据增强方法性能的后端模型之一。
1. 3. 3　 OCT

Transformer[35]是一种完全基于自注意力机制的

自然语言处理模型,对语音信号中的长期依赖特征

具有优秀的建模特性。 OCT[16] 是近期在 ASVspoof
挑战赛的合成语音检测任务上获得先进性能的模型

之一。 它集成了一维卷积模块与 Transformer 模型,
利用 Transformer 编码器对语音的长时关联特征进

行提取,并利用卷积模块提升模型的泛化能力。
OCT 模型具有更少的参数量和更优的检测性能,但
它在真实场景下仍会出现严重的性能退化现象。 因

此,本文将 OCT 作为后端模型之一,以探究所提数

据增强方法在真实场景下对现有合成语音检测系统

性能的影响。

2　 实验设置

2. 1　 数据集

为验证本文算法的有效性,实验采用 ASVspoof
2019-LA 所提供的训练集与验证集对模型进行训练

与超参数调节,并在真实场景 In-the-Wild 数据集上

对系统进行性能评估。 ASVspoof 2019-LA 测试集上

的测试结果则用于对比。 表 2 给出了本文所用数据

集的划分与组成方式。
ASVspoof 2019-LA 数据集[7]是近年来合成语音
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检测中最为常用的基准数据集。 数据集中仅包含纯

净语音数据,且数据均录制于半消声室环境中,无明

显噪声,也未经过任何 Codec 算法处理。 其中合成

语音数据由自然语音通过表 2 中相应编号的 TTS 或

VC 算法处理得到。 该数据集的训练集与验证集包

含了挑战赛中编号为 A01 ~ A06 的 TTS 或 VC 算

法,测试集中包含了编号为 A07 ~ A19 的 TTS 或 VC
算法。 A07 ~ A19 算法中有 2 种为训练集中出现过

的已知算法,其余均为未知算法。 用于所提方法性

能评估的数据来自近期发布的 In-the-Wild 数据

集[18]。 该数据集中的语音数据完全来自于真实场

景,在发布与传播的过程中就已经由不同的 Codec
算法进行了处理,但其 Codec 算法以及合成语音的

处理算法均为未知。 In-the-Wild 数据集中的语音数

据具有更多样的声学特征,更具挑战性,在该数据集

上的测试结果能够更真实地反映合成语音检测系统

在实际应用中的性能。 本文所用数据集的语音数据

采样率均为 16 kHz。

表 2　 本文所用数据集列表

数据集名称
ASVspoof 2019-LA

训练集 验证集 测试集
In-the-Wild

数据集类型 训练集 验证集 纯净语音测试集 真实场景测试集

自然语音数目 2 580 2 548 7 355 19 963
合成语音数目 22 800 22 296 63 882 11 816
说话人数目 20 20 68 54

TTS / VC 算法编号 A01 ~ A06 A01 ~ A06 A07 ~ A19 未知

Codec 编号 — — — 未知

语音数据格式 FLAC WAV

2. 2　 评价指标

EER 是合成语音检测任务中的通用评价指

标[7]。 更低的 EER 代表了系统具有更好的检测性

能。 在合成语音检测任务中,系统的输出是语音分

别属于自然语音与合成语音的概率 Pbona 和 Pspoof,输

入语音的得分由这 2 种概率计算得到,可表示为

sscore = lnPbona - lnPspoof (7)
根据式(7)可以看出,合成语音检测系统对于自然

语音会给出较高得分,而对于合成语音会给出较低

得分。
从合成语音检测系统的错误来源分析,其错误

率主要有 2 种。 将合成语音误判为自然语音的错误

率称为错误接受率( false accept rate,FAR),可表示

为 PFAR(θ), 将自然语音误判为合成语音的错误率

称为错误拒绝率( false reject rate,FRR),可表示为

PFRR(θ)。 其中, θ 代表合成语音检测系统进行分类

判决时的分数阈值。 合成语音检测系统的 2 种错误

率可分别表示为

PFAR(θ) = 得分大于等于 θ 的合成语音数目
测试集中合成语音总数目

(8)

PFRR(θ) = 得分小于 θ 的自然语音数目
测试集中自然语音总数目

(9)

最终,合成语音检测系统将对比输入语音得分

sscore 与判决阈值 θ 的大小,并据此对输入语音进行

分类。 具体而言,系统将得分大于等于 θ 的输入语

音判别为自然语音,反之则判别为合成语音。 在该

判决规则中,θ 的选取是影响系统性能的关键因素

之一。 在式(8)中,测试集合成语音总数目为固定

值, θ 取值越大,得分大于等于 θ 的合成语音数目就

越少,因此 PFAR(θ) 为 θ 的单调递减函数。 同理,
式(9)中测试集自然语音总数目固定, θ 取值越大,
得分小于 θ 的自然语音数目就越多,可知 PFRR(θ)
为 θ 的单调递增函数。 根据上述函数的单调性质可

知, PFAR(θ) = PFRR(θ) 时合成语音检测系统的 2
种错误率可同时达到最低,此时的系统错误率即定

义为 EER,可表示为 PEER, 对应的系统判决阈值为

θEER。PEER 的定义式如下:
PEER = PFAR(θ) = PFRR(θ),θ = θEER (10)

2. 3　 实验环境及参数设置

本文中的合成语音检测系统基于 Python 3. 9 实
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现,使用 PyTorch 1. 13 作为深度学习框架。 训练在

Nvidia RTX 3090 GPU 上进行。 对于 3 种后端模型

本文均采用 Focal Loss[36](FL)作为损失函数进行训

练,它能够缓解不同类别数据量不平衡带来的影响,
其表达式为

LFL = - α(1 - P(y | x)) γ ln(P(y | x)) (11)
其中 P(y | x) 为输入的语音信号 x 属于类别 y 的概

率。 损失函数的参数设置为 α = 0. 75, γ = 2. 0。优

化器选择 AdamW[37],优化器参数 β1 = 0. 900, β2 =
0. 999, 权重衰减值设为 0. 01。 训练过程的批处理

大小设为 64。 对于 LCNN 和 ResNet 后端,训练的初

始学习率为 0. 001,训练周期为 100,学习率预热周

期为 10。 分别在每 10 个和每 20 个周期后,将学习

率衰减为之前的 0. 5 倍。 OCT 模型遵循原论文的训

练策略[16],设置初始学习率为 0. 000 8,训练周期为

300,学习率预热周期为 30,之后采用余弦函数进行

学习率衰减。 对于所提基于频域掩蔽的数据增强方

法,设置其掩蔽参数 qf = 20, 掩蔽恒定值为零值。

本文中 LFCC 特征提取的相关参数参考 ASVspoof
挑战赛的基线[8],设 M = 70,D = 20,L = 5, STFT
中对语音信号进行处理的窗函数选择汉宁窗,窗长

为 20 ms,帧移为 10 ms。
2. 4　 对比方法实验设置

为探究掩蔽与 DCT 操作在特征提取与在线数

据增强模块中的顺序对系统性能的影响,本文为

图 2中所提的数据增强方法设置了对比方法。 对比

方法的流程如图 3 所示。 相比所提方法,对比方法

先对滤波模块输出的语音信号的 LFBs 进行对数运

算与离散余弦变换,得到相应的 LFCC 静态特征,然
后对其特征通道进行掩蔽来实现数据增强。 但 LF-
CC 静态特征无法直接反映语音信号的频率信息,因
此对其特征通道采取掩蔽操作的方法并没有明确的

物理意义,也无法反映实际中的语音失真。 对比方

法的掩蔽操作流程与掩蔽参数设置与所提方法保持

一致,不同的是该方法的掩蔽操作是在特征通道上

进行的。

图 3　 基于特征通道掩蔽的 LFCC 特征提取与数据增强方法流程图

3　 实验结果与分析

本节首先对基于 3 种不同架构后端的合成语音

检测系统在仅有纯净语音的场景和真实场景下分别

进行了性能评估,以便分析现有系统的跨场景泛化

能力,然后在真实场景数据集上对本文所提数据增

强方法的有效性进行了实验验证与分析,最后还探

究了训练数据集使用方式对系统在真实场景下检测

性能的影响。
3. 1　 合成语音检测系统跨场景泛化性能分析

表 3 给出了在不同场景测试集上基于语音信号

LFCC 和不同架构后端的 3 种合成语音检测系统的

性能。 该实验仅使用 ASVspoof 2019-LA 的原始训

练集进行模型训练。 相比于仅包含纯净语音数据的

ASVspoof 2019-LA 测试集,不同系统在真实场景 In-
the-Wild 数据集上的性能均严重退化。 这表明,现
有的合成语音检测系统在不同场景下存在着巨大的

性能差异,不同系统在真实场景下的表现甚至不如

表 3　 3 种合成语音检测系统在不同场景测试集上的性能

系统名称
EER / %

ASVspoof 2019-LA 测试集 In-the-Wild
LFCC + LCNN 6. 55 67. 47
LFCC + ResNet 4. 92 69. 21
LFCC + OCT 1. 06 54. 02

—9101—

万　 伊等:基于倒谱特征数据增强的真实场景合成语音检测



随机预测的结果。 同时,实验结果也表明基于纯净

语音数据训练的模型尚无法直接应用于真实环境

中。
3. 2　 所提方法在真实场景合成语音检测任务中的

性能分析与对比

　 　 表 4 给出了使用不同数据增强方法训练得到的

系统在 In-the-Wild 数据集上的测试结果,加粗的数

据分别表示不同系统所获得的最佳性能。 使用无掩

蔽方法与原始训练数据的合成语音检测系统,其
EER 即为表 3 中 In-the-Wild 数据集上的结果,这里

将其列于表 4 中以便参考。
首先对本文所提基于频域掩蔽的倒谱特征数据

增强方法进行性能分析。 从表 4 可以看出,用仅包

含纯净语音的原始数据集进行训练的 LCNN、ResNet
和 OCT 模型,在使用本文所提倒谱特征频域掩蔽方

法时,相应系统的 EER 值相较于无掩蔽分别降低了

25. 95% 、16. 02%和 6. 39% 。 这表明所提方法能够

显著提升不同合成语音检测系统在真实场景下的泛

化能力。 表 4 的结果还表明,将所提基于频域掩蔽

的倒谱特征增强方法与基于 Codec 的数据增强方法

相结合,可以使 LCNN、ResNet 和 OCT 模型对应系

统的最低 EER 值相较不使用任何数据增强时分别

降低 42. 42% 、42. 47%和 31. 71% ,进一步提升了系

统在真实场景下的泛化能力与检测性能。 此外,
表 4的结果也显示出基于 Codec 算法的数据增强方

法在真实场景合成语音检测任务中的有效性。

表 4　 使用不同数据增强方法时不同合成语音检测系统在 In-the-Wild 数据集上的性能

系统名称 训练数据集
EER / %

无掩蔽 所提倒谱频域掩蔽方法 对比掩蔽方法

LFCC + LCNN
原始数据集 67. 47 41. 52 66. 57

Codec 增强数据集 31. 73 25. 05 32. 37

LFCC + ResNet
原始数据集 69. 21 53. 19 72. 75

Codec 增强数据集 30. 96 26. 74 30. 12

LFCC + OCT
原始数据集 54. 02 47. 63 49. 91

Codec 增强数据集 43. 28 22. 31 33. 41

　 　 其次,本文对所提方法和 2. 4 节中介绍的对比

方法进行了比较与分析,以探讨掩蔽操作与 DCT 操

作在合成语音检测系统特征提取模块中的顺序对于

系统检测性能的影响,其实验结果也列于表 4 中。
本文对比了不同系统与训练数据设置下所提方法与

对比方法的检测性能。 从表 4 可以看出,在真实场

景下,对比掩蔽方法对合成语音检测系统的性能提

升较小,甚至还可能会使系统的 EER 增大。 而所提

方法考虑到了 DCT 导致的倒谱特征无法直接反映

信号频率信息的问题,因此能够比对比方法更好地

模拟信号可能存在的频率失真。 表 4 中的实验结果

显示,相较于对比方法,所提方法均获得了更低的

EER。 这表明在利用掩蔽操作对倒谱特征进行数据

增强时,需要考虑 DCT 对语音特征频率通道进行变

换所带来的影响,合理选择掩蔽操作在特征提取模

块中的位置,才能引入更符合实际的语音失真信息。
同时对比实验的结果也证实了所提方法在真实场景

合成语音检测任务中的有效性与可靠性。 根据上述

分析,本文认为在进行数据增强时,需要结合实际的

测试场景,而不是盲目利用增强方法对原始数据进

行变换,否则可能会干扰系统判决,对系统的检测性

能产生负面影响。
本文还比较了所提方法与现有基于语音特征的

数据增强方法在 In-the-Wild 数据集上的性能。 为

保证实验的公平性,现有方法分别在本文所用的 3
种不同后端模型上进行了实现,实验结果在表 5 中

给出。 基于 FIR 滤波器的数据增强方法是对原始信

号进行滤波,来模拟不同 Codec 算法所带来的语音

失真[13]。 在训练阶段,利用随机选择的低通或高通

FIR 滤波器对合成语音检测系统的输入数据进行增

强,并提取其 LFCC 作为后端模型的输入。 FIR 滤

波器的设计方法遵循文献[13],两类滤波器被选择

的概率均为 50% 。 由于 FIR 滤波器方法与基于 Co-
dec 的方法原理类似,都是将 Codec 算法的失真信
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息引入训练数据,因此在不同后端模型上实现该方

法时本文所用的训练数据为纯净语音数据。 文

献[25]直接将频域掩蔽后的语音信号的 LFBs 作为

后端模型的输入,并未进一步提取倒谱特征,也没有

加入动态系数。 为了保证对比的公平性,在不同后

端模型上实现该方法时,本文均用 Codec 增强数据

作为训练数据。
从表 5 看出,在真实场景数据集上,所提方法在

3 种不同模型上的性能均优于现有方法。 所提方法

与文献[25]方法的性能对比可以证实,利用 DCT 提

表 5　 使用所提方法与现有数据增强方法时不同合成语音检测系统在 In-the-Wild数据集上的性能

数据增强方法
EER / %

LCNN ResNet OCT
LFCC + FIR 滤波[13] 34. 18 37. 85 30. 49

LFB +频域掩蔽 + Codec[25] 37. 41 31. 29 28. 50
LFCC +倒谱频域掩蔽 + Codec(本文方法) 25. 05 26. 74 22. 31

取输入信号 LFBs 对应的 LFCC 并加入动态差分系

数,可以提升合成语音检测系统在真实场景下的检

测性能。
3. 3　 真实场景下训练数据集使用方式对系统性能

的影响

　 　 在机器学习任务中,增强数据通常会与原始数

据一起用于模型的训练。 但由于 ASVspoof 所提供

的原始训练数据均为纯净语音,与真实场景的测试

数据并不匹配,因此在训练中使用原始数据所带来

的失配问题,可能会对系统在真实场景下的性能产

生影响。
为探究上述问题,本文在模型训练阶段加入了

纯净语音数据,并在基于不同后端与不同掩蔽方法

的合成语音检测系统上进行了性能测试。 表 6 给出

了纯净数据与 Codec 增强数据同时使用时不同系统

获得的检测性能。 对比表 6 与表 4 的实验结果,相
比仅使用原始数据训练的系统,数据量扩充后不同

系统的性能均得到了提升,但相比仅使用 Codec 增

强数据训练的系统,其性能反而有所下降。 导致这

种现象的可能原因是 In-the-Wild 数据集中的数据

完全来自真实场景,并不包含在半消声室中录制的

纯净语音,所以原始训练数据的使用反而会影响系

统性能。 因此,本文建议在真实场景任务中使用基

于 Codec 方法得到的离线增强数据对模型进行训

练,既能够提升合成语音检测系统在真实场景下

的泛化能力,也能节约训练成本。 此外,结合表 4 与

表 6 的实验结果可以看出,相比无掩蔽和对比掩蔽

方法,所提基于频域掩蔽的倒谱特征数据增强方法

在不同的训练集设置下均取得了更低的 EER,显示

出该方法的性能优势。

表 6　 同时使用原始数据和 Codec 增强数据训练时不同合成语音检测系统

在 In-the-Wild 数据集上的性能

系统名称
EER / %

无掩蔽 所提倒谱频域掩蔽方法 对比掩蔽方法

LFCC + LCNN 45. 58 26. 72 40. 81
LFCC + ResNet 36. 00 29. 55 31. 95
LFCC + OCT 50. 62 24. 13 37. 16

4　 结 论

现有的合成语音检测系统在真实场景数据集上

性能恶化,表明当前研究距离实际应用还有较大距

离。 针对上述问题,本文提出了一种基于频域掩蔽

的倒谱特征数据增强方法,用于提升合成语音检测

系统在真实场景下的泛化能力。 所提方法先对语音

信号 LFBs 的随机连续频段进行掩蔽,为合成语音

检测系统的前端特征引入了更符合实际场景的频域

失真信息,然后再对其进行倒谱分析与动态差分系
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数提取,有效降低了前端特征的维度,同时更有利于

提升系统对合成语音的检测性能。 本文利用 LC-
NN、ResNet 以及基于注意力机制的 OCT 模型构建

了 3 种不同架构的合成语音检测系统,用于对所提

基于频域掩蔽的倒谱特征数据增强方法进行性能测

试。 实验结果表明,所提方法能够显著提升合成语

音检测系统在真实场景数据集上的泛化能力,且在

不同后端模型与不同训练集设置下均优于对比方

法。 将本文所提方法与基于 Codec 算法的数据增强

方法相结合,可使合成语音检测系统在真实场景数

据集上的检测性能得到进一步提升。 与其他已有方

法进行比较,本文方法得到的实验结果也具有性能

优势与竞争力。 此外,实验结果证实,在训练阶段使

用原始的纯净语音会影响合成语音检测系统在真实

场景下的检测性能,因此本文建议利用基于 Codec
算法得到的增强数据作为训练数据来进行系统的构

建。
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Real scene synthetic speech detection based on
cepstral feature data augmentation
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Abstract

The performance of existing synthetic speech detection systems is significantly degraded in real scenarios. This
paper proposes a data augmentation method for cepstral features via frequency masking. First, linear filter banks
(LFBs) of the input signal are masked on frequency channels for realistic speech distortion. Then, the linear fre-
quency cepstral coefficients (LFCC) of the masked features are calculated to reduce the feature dimensionality and
improve the detection performance. Using light convolutional neural network ( LCNN), deep residual network
(ResNet) and one-dimensional convolutional Transformer (OCT), three detection systems are established to verify
the effectiveness of the proposed method. Experiments on the real scene datasets show that the proposed method can
reduce the equal error rate (EER) of different synthetic speech detection systems by 6. 39% -25. 95% compared
with the baseline without augmentation. The proposed method with the codec-based augmentation can reduce the
EER of different systems by 31. 71% -42. 47% compared with the baseline, which further improves the generaliza-
tion ability of the systems in real scenarios, and outperforms the existing data augmentation methods.

Key words: synthetic speech detection, data augmentation, real scenes, frequency masking, generalization
ability
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