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摘　 要　 针对高密人群图像中细节信息丢失、背景噪声易与人群特征混淆以及网络模型

复杂度高等问题,本文提出一种基于区域信息聚合的轻量化人群计数方法。 首先,为获取

高密图像中细粒度化的多尺度特征,设计了基于通道激活的多尺度特征提取模块,此模块

通过引入 Ghost 卷积构建了层间分级类残差连接结构,同时对每级特征辅以通道激活,以
轻量化的方式实现了网络感受野的逐级扩张。 其次,提出一种自注意力区域信息聚合模

块获取不同尺度区域的特征信息,该模块通过轻量级自注意力机制分别从通道和空间维

度集成区域信息,增强对人群特征的关注,从而弱化背景噪声对计数的影响。 最后,考虑

到原始计数损失收敛过程中的不稳定性,在 DM-Count 损失的基础上引入一种新型计数

损失,提高了模型稳定性和计数敏感性,进一步提升了计数性能。 在 Shanghai Tech、UCF-
QNRF、JHU-CROWD + +以及 NWPU-Crowd 这 4 个公开数据集的实验结果表明,本文所提

方法对比其他主流轻量级人群计数方法有一定的提升,且模型参数量保持在较低水平。
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　 　 随着我国城镇化进程加快,城镇人口数量逐年

上升,导致在城市车站、大型商场、旅游景点等公共

场所多发生踩踏事件,民众安全面临着极大隐

患[1]。 因此,人群计数在道路规划、视频监控、安防

预警等领域具有潜在的应用价值[2]。
传统的人群计数方法主要分为基于检测和基于

回归 2 类,但这些方法因行人遮挡、空间信息缺失及

特征提取效率不足等问题[3],影响了计数性能。 近

年来,卷积神经网络 ( convolutional neural network,
CNN) 因其出色的特征提取能力在人群计数领域得

到了广泛应用[4]。 例如,Li 等人[5] 引入连续的膨胀

卷积层以增大网络感受野,从而输出了高质量密度

图。 Chen 等人[6] 设计的模型能够跨域进行无偏差

学习,增强了模型的泛化能力。

尽管上述方法的计数性能较好,但模型复杂的

网络结构导致推理速度降低。 为了提高计数效率,
现有方法通常采用轻量级特征提取网络或对原有网

络结构进行优化以实现对人群特征的高效提取。 其

中,Chen 等人[7] 通过组卷积降低网络复杂度,利用

不同组之间的信息交换增强特征的表达能力,但因

多列网络具有相似的学习功能而导致结构冗余。 因

此,Shi 等人[8] 通过不同核大小的卷积层提取多尺

度特征,提高了计数效率,但其特征融合结构相对简

单,致使部分细节信息丢失。 Wang 等人[9] 通过知

识蒸馏方法将复杂模型的特性迁移到其网络架构

中。 然而,因链式残差池化结构倾向于保留图中显

著特征,导致网络忽略局部细节信息。 Gao 等人[10]

通过随机高级密度分类方法来提取全局特征,但该
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方法的密度类别数量有限,未能涵盖不同密度场景,
使得细节信息的捕获能力较差。 虽然上述方法实现

了计数性能和计算成本之间的平衡,但在捕获人群

细节信息方面仍显不足。
另一方面,背景噪声易与人群特征混淆亦是亟

需解决的问题。 针对此问题,He 等人[11] 通过学习

前、背景区域的掩码来抑制背景噪声的干扰,但静态

掩码无法较好地适应场景变化,导致模型区分人群

与背景的能力较弱。 因此,Thanasutives 等人[12] 提

出一种双路径网络,通过注意力图提升密度图的质

量,但注意力图只关注空间位置信息,忽略了通道信

息和通道间的相关性。 张宇倩等人[13] 利用注意力

机制对通道信息重新校准以优化特征融合过程。 然

而,此方法忽略了空间位置信息,导致空间上下文信

息部分丢失。 张世辉等人[14] 通过融入通道和空间

注意力机制来解决人群与背景的特征相似性问题。
但在全局上下文的理解和长距离空间位置依赖关系

的捕捉上仍有不足,限制了网络在全局层面上的推

理能力。
基于上述分析,本文提出一种基于区域信息聚

合的轻量化人群计数方法,采用 GhostNetV2 架构前

6 层作为特征提取网络以降低模型复杂度。 为了保

留更多的人群细节特征,构建了基于通道激活的多

尺度特征提取模块 ( multi-scale feature extraction

based on channel activation,MFEC) 以轻量级的方式

逐级扩大网络的感受野,从而有效捕捉细粒度化的

多尺度特征。 其次,在信息融合部分设计自注意力

区域信息聚合模块 ( self-attention area information
aggregation,SAIA) 获取不同尺度的区域特征以提升

尺度表征能力,同时通过轻量级自注意力机制从通

道和空间维度融合多尺度区域特征信息,强化人群

特征,从而抑制背景噪声的干扰。 最后,考虑到欧氏

损失函数处理离群点的效果不佳,可能会损害网络

的泛化性能,引入自适应平滑 L1 损失函数(self-ad-
justing smooth L1 loss,SS)对 DM-Count 损失进行改

进,不仅提高了模型训练时的稳定性,还增强了网络

对计数的敏感度,进一步提升了计数性能。

1　 人群计数模型

基于区域信息聚合的轻量化人群计数网络结构

如图 1 所示,包含基础骨干网络、基于通道激活的多

尺度特征提取模块、自注意力区域信息聚合模块。
首先,利用基础骨干网络 GhostNetV2[15] 部分结

构生成初始特征图,通过 MFEC 重构层间分级类残

差连接,同时对每级特征辅以通道激活,实现网络感

受野的逐级扩张以捕捉特征图中细粒度化的多尺

度特征。之后利用SAIA获取不同尺度的区域特征,

图 1　 网络整体结构
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通过轻量级自注意力机制集成不同尺度区域的特征

信息,增强对人群特征的关注,从而弱化背景噪声的

影响。 最后通过逐点卷积进一步融合区域特征信

息,并将其上采样至原始图像大小后输出密度图。
1. 1　 基于通道激活的多尺度特征提取模块

针对人群尺度变化问题,现有方法主要在不同

分辨率下处理特征图以提取多尺度特征,通过直接

合并方式实现多尺度表示,以此来适应图像中人群

尺度变化的多样性。 然而,这种多尺度特征获取方

式可能会忽略细粒度层面的尺度特征,特别是在密

度变化微小的高密场景中。 此外,简单的特征合并

方式无法充分利用多尺度特征间的相关性,导致特

征融合效果不佳。 Res2Net[16] 证明,其设计的块结

构能够充分利用不同尺度信息,将提取的多尺度特

征细粒度化。 因此,本文提出一种基于通道激活的

多尺度特征提取模块来捕捉人群细节信息,通过在

骨架网络后嵌入 4 层 MFEC 来增强网络的细节信息

提取能力,从而深入挖掘初始特征中细粒度化的多

尺度特征,提升最终输出的密度图质量。
MFEC 以设计的块结构 (block) 为基础对原瓶

颈结构进行重建,其结构如图 2 所示,分 2 阶段进

行。

图 2　 基于通道激活的多尺度特征提取模块

　 　 在第 1 阶段,引入 Ghost 卷积以轻量化的方式

对输入特征图 Xinput ∈ RC×H×W 进行优化得到特征图

X∈ RC×H×W, 此阶段不仅降低了模型的计算复杂度,

也间接增加了特征的丰富度。
进入第 2 阶段,通过 Block 模块逐级扩大网络

的感受野。 首先,将输入特征图 X ∈ RC×H×W 在通道

维度平分为 4 组特征,即 Xi ∈ RC′×H×W(1 ≤ i ≤4),

每组特征图的空间大小相同,其中 C′ = C / 4。对前 3

组特征分别进行 Ghost 卷积,得到中间输出 Y i(1≤ i

≤3), 中间输出 Y i 可表示为

Y i =
G i(Xi)　 　 　 　 i = 1

G i(Xi 􀱇 Y i -1)　 i = 2,3
{ (1)

式中,􀱇表示逐元素相加操作; G i(·) 表示 Ghost 卷

积操作; G i(Xi 􀱇 Y i -1) 表示将分组特征 Xi 与上一

组的输出 Y i -1 逐元素相加后执行 Ghost 卷积操作。

通过上述方式,当前分组的中间输出 Y i 融合了上组

输出 Y i -1 的特征信息从而实现感受野的逐级扩张。

随着网络层的加深,每层特征都在聚合不同层级感

受野的信息,最终使得网络输出层能够整合各层中

不同大小感受野的信息,实现了对细节特征的深入
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挖掘,提高了网络整体的信息提取能力。
其次,对每组的中间输出 Y i 分别进行通道特征

激活,其输出特征 Z i 可描述为

Z i =
Y i 􀱇 (ui 􀱋 Y i) i = 1,2,3

Xi 　 　 　 　 　 i = 4　 　{
ui = Conv1×1(σ(GAP(Y i)))

(2)

式中,􀱋表示逐元素相乘操作;GAP(·)表示全局

平均池化操作; σ(·) 表示 Sigmoid 激活函数;
Conv1×1(·) 表示核大小为 1 × 1 的卷积。 ui =
Conv1×1(σ(GAP(Y i))) 表示通过全局平均池化操

作捕获每组中间输出 Y i 的全局信息,同时利用 Sig-
moid 激活函数和 1 × 1 卷积构建的特征重要性激活

层学习全局信息以此对每组特征图的重要性建模,
输出一个表示特征重要性的向量 ui。

然后,由 Y i 􀱇(ui 􀱋 Y i) 可知,将表示特征重要

性的向量 ui 与中间输出 Y i 进行逐元素相乘,实现对

原始特征中重要特征的强化,增强特征的空间相关

性。 再将相乘结果与 Y i 逐元素相加,既避免通道激

活响应被过度放大或抑制,又可保持原始特征信息

的完整,从而进一步提高网络的特征提取能力。
最后,将每组的输出特征 Z i 在通道维度合并,

通过 1 × 1 卷积层获得包含每组不同尺度信息的特

征 Z,增强了网络的特征表达能力,特征 Z 的生成过

程如下:
Z = Conv1×1(Z1ΘZ2ΘZ3ΘZ4) (3)

式中,Θ 表示特征合并操作。 此外,以跳跃连接

(skip connection,SC)将输入特征 Xinput 和输出特征

Z 相连接,得到最终输出 Xoutput1 结束第 2 阶段,生成

特征 Xoutput1的具体过程可表示为

Xoutput1 = Z 􀱇 Xinput (4)
引入跳跃连接的目的在于减少原始信息的丢失及避

免训练中的梯度消失问题。
1. 2　 自注意力区域信息聚合模块

在人群计数领域,由于拥挤场景中背景噪声易

与人群特征混淆导致网络模型难以区分人群与背

景,极大影响了计数的准确性,应对上述问题的关键

在于增强网络对人群特征的关注度,弱化背景噪声

的影响。 基于此,本文受文献[17]的启发设计了一

种自注意力区域信息聚合模块,其结构如图 3 所示。
自注意力区域信息聚合模块通过将多个具有不

同空洞率的卷积层进行稠密连接输出更密集的特征

金字塔,从而打破尺度限制得到不同大小区域的特

征信息。 之后在轻量级自注意力机制的引导下从通

道和空间维度对区域信息进行融合,使得模型能够

更加准确地区分并强化人群特征,减少对无关信息

与背景噪声的关注,从而在拥挤场景中减轻对行人

的错误估计,其工作流程如下:
经过基础骨干网络和 MFEC 处理后,此时的特

征图尺寸缩减至原始图像的 1 / 8。 特征图 Xoutput1 上

每个像素点映射回原图代表一个具体空间区域的信

息聚合。 首先将特征图 Xoutput1 通过卷积核大小为

3、空洞率大小为 1、2、5、9 的 4 个分支,使得模型能

够在不增加参数量的情况下捕获更广泛区域的信

息,从而得到不同尺度的区域特征F1 、F2 、F3 、F4 ,

图 3　 自注意力区域信息聚合模块
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确保有效覆盖不同的空间区域进而加深网络对不同

密度下人群特征的理解。 而 4 个分支之间使用稠密

连接的方式使得每个卷积层都直接与前面的所有层

相连接,不仅能够从相应的分支中提取特定尺度的

区域信息,同时也能够整合前面分支中的区域信息,
实现信息的最大化共享与区域特征的充分融合,从
而提高了特征的复用率并增强了模型对输入数据的

表示能力,确保了深层网络中信息的丰富性与多样

性。

然后,将 4 个分支的特征与输入特征 Xoutput1 合

并,并通过一个 3 × 3 大小的卷积层来融合上述特征

以此获得特征图 Xoutput2:
Xoutput2 = Conv3×3(Xoutput1ΘF1ΘF2ΘF3ΘF4)

(5)
式中,Conv3 × 3(·)表示核大小为 3 × 3 的卷积。

最后,利用轻量级自注意力机制对特征图

Xoutput2 从通道和空间维度建模,其结构如图 4 所示。

图 4　 轻量级自注意力机制

　 　 对于通道 自 注 意 力 ( channel self-attention,
CSA),首先,以输入特征图 Xoutput2 ∈ RC×H×W 为例,通
过 2 个 1 × 1 卷积层WV1 与WQ1

将特征图 Xoutput2 转换

成 V1 和 Q1,接着利用整形算子 r11 和 r12 对 V1 和 Q1

进行形状变换。 因为 Q1 的通道维度被完全压缩,需
要采用 Softmax 激活函数对其进行信息增强来提升

注意力的动态范围,同时将 V1 和 Q1 进行逐元素相

乘得到形状为 C / 2 × 1 × 1 的特征图。 然后,经过 1
× 1 卷积层 WZ 与 LayerNorm 恢复通道原本的维度

C, 最终利用 Sigmoid 激活函数对特征进行动态映射

后输出信息,利用通道自注意力强化输入特征

Xoutput2 的过程可以表示为

CSA(Xoutput2) ∈ RC×1×1

CSA(Xoutput2) = σ[LN(WZ( r11(WV1(Xoutput2))
􀱋 δ( r12(WQ1

(Xoutput2)))))]

(6)
式中, WV1 表示通道数为 C / 2、 核大小为 1 × 1 的卷

积; WQ1
表示通道数为 1、核大小为 1 × 1 的卷积;WZ

表示通道数为 C、 核大小为 1 × 1 的卷积; r11 和 r12
是改变张量形状的算子; δ 是 Softmax 激活函数;LN
是 LayerNorm 即层归一化; σ 是 Sigmoid 激活函数。

本文利用通道自注意力加强特征图 Xoutput2 中通

道间的相互作用,突出图中的人群特征,再将强化后

的特征 XC 与每个分支输出的区域特征 F1、F2、F3、
F4 逐元素相乘,确保每个分支的输出能够更加准确

地区分人群特征与背景噪声,从而提高模型对人群

特征的识别准确性。 然后,将每个分支相乘后的特

征 XC1
、XC2

、XC3
、XC4

进行逐元素相加操作得到融合

特征 XCoutput
, 其过程可表示为

XCi
= Fi 􀱋 XC 　 ( i = 1,2,3,4)

XCoutput
= XC1

􀱇 XC2
􀱇 XC3

􀱇 XC4

(7)

通过逐元素相加操作,每个分支捕捉到的关于

图像不同尺度的区域特征得以融合,使得模型能够

更加准确地区分不同尺度的人群特征,从而减轻对

拥挤场景中行人的错误估计,也为后续结合空间维

度的人群信息提供了较为细致的通道特征表示。
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对于空间自注意力(spatial self-attention,SSA),
首先,以输入特征图 Xoutput2 ∈ RC×H×W 为例,通过 2 个

1 × 1 卷积层 WV2 与 WQ2
将特征图 Xoutput2 转换成 V2

和 Q2,对 Q2 进行全局平均池化操作。 其次,利用整

形算子 r21 和 r22 对 V2 和 Q2 进行形状变换。 因为 Q2

在空间维度被完全压缩,以 Softmax 激活函数对其

进行信息增强来提升注意力的动态范围,之后将 V2

和 Q2 进行逐元素相乘得到形状为 1 × HW 的特征

图。 最终经过整形算子 r23 恢复空间原始尺寸 H ×
W, 并利用 Sigmoid 激活函数对特征进行动态映射

后输出信息,利用 SSA 强化输入特征 Xoutput2 的过程

可以表示为

SSA(Xoutput2) ∈ R1×H×W

SSA(Xoutput2) = σ[ r23(δ( r22(GAP(WQ2
(Xoutput2))))

􀱋 r21(WV2(Xoutput2)))] (8)
式中, WV2 和WQ2

表示通道数为 C / 2、核大小为 1 × 1
的卷积; r21、r22 和 r23 是改变张量形状的算子; δ 是

Softmax 激活函数;GAP(·)是全局平均池化操作;
σ 是 Sigmoid 激活函数。

本文利用空间自注意力聚焦于特征图 Xoutput2 的

空间关系,捕捉全局信息和上下文联系,增强了网络

对空间结构的理解,同时将强化后的特征 XS 与特征

图 XCoutput
进行逐元素相乘操作得到特征 XSoutput,其目

的在于结合通道层面与空间层面的信息,从而形成

更全面的特征表示,特征 XSoutput 生成过程如式(9)所
示:

XSoutput = XS 􀱋 XCoutput
(9)

SAIA 模块的最终阶段通过跳跃连接将特征

XSoutput 与特征 Xoutput1 进行逐元素相加操作得到最终

特征 Xoutput。 引入跳跃连接的目的是保留原始输入

数据的重要信息,防止在网络深层丢失,同时缓解梯

度消失问题,确保网络的稳定训练,最终特征 Xoutput

可表示为

Xoutput = XSoutput 􀱇 Xoutput1 (10)

2　 损失函数

虽然欧氏距离损失是人群计数领域的常用损失

函数[18],但基于概率论的损失函数最近已经被证明

能够显著增强网络的泛化能力,例如贝叶斯定理[19]

和 Wasserstein 距离[20]。 因此本文选择了 DM-Count
(distribution matching for croud counting)损失函数,
该损失主要通过最小化预测和真值密度图之间的

Wasserstein 距离来监督模型的训练。
DM-Count 整体损失函数包含计数损失、OT(op-

timal transport)损失和 TV( total variation)损失 3 部

分,其中计数损失通过减小预测人数与真实人数之

间的差异来提高模型的性能,计数损失可表示为

lC = (z,ẑ) = | ‖z‖1 - ‖ẑ‖1 | (11)

式中, z ∈ Rn
+ 表示矢量化的真实密度图; ẑ ∈ Rn

+ 表

示矢量化的预测密度图;‖·‖1 表示向量的 L1 范

数;‖z‖1 和‖ ẑ‖1 分别代表实际人数和预测人

数。
OT 损失基于最优传输理论,用于减小预测密度

图和真实密度图之间的分布差异,从而提高模型在

复杂和拥挤场景中的表现,OT 损失可定义为

lOT = ω z
‖z1‖

, ẑ
‖ẑ‖1

( )

= 〈α∗, z
‖z‖1

〉 + 〈θ∗, ẑ
‖ẑ‖1

〉 (12)

式中,z 和 ẑ 表示矢量化的真实密度图和预测密度

图,分别与各自人数总和相除转换为概率密度的表

示,而 α∗ 和 θ∗ 则是式(13)的解。
ω(μ,ν) = max

α,θ∈Rn
〈α, μ〉 + 〈θ,v〉

s. t. 　 αi + θj ≤ c(xi, y j), ∀i, j
(13)

式中, μ 和 v 分别代表
z

‖z‖1
和

ẑ
‖ẑ‖1

, 是真实和

预测密度图的概率密度分布(密度图均矢量化);α
和 θ 分别表示一组势函数,对应真实和预测密度图

概率空间上的点; c(xi, y j) 表示真实密度图位置 xi

的点转移到预测密度图位置 y j 的点之间的成本。
此式的目的是找到 αi 和 θj 的最优组合,使得整体传

输成本最小化,同时满足成本函数 c(xi, y j) 的约束

条件。
TV 损失类似于重建损失,有助于平滑图像,减

少预测密度图中的噪声,旨在增加训练过程中的稳

定性,TV 损失可表示为

lTV = (z,ẑ) = ‖ z
‖z‖1

- ẑ
‖ẑ‖1

‖TV
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= 1
2 ‖ z

‖z‖1
- ẑ

‖ẑ‖1
‖1 (14)

然而,在模型训练后期,当学习率恒定且预测与

真实值非常接近时,由于计数损失在非零点的导数

为常数以及零点处的不可导性,致使损失值接近最

优解时在稳定值附近波动,不能平稳收敛且训练中

可能出现梯度无法下降的问题。 受文献[21]的启

发,本文引入自适应平滑 L1 损失来解决上述问题,
不仅提高了模型在训练时中的稳定性,还增强了网

络对计数的敏感性,自适应平滑 L1 损失公式如下:

lSS(x) =
0. 5 x2

β 　 　 　 | x | < β

| x | - 0. 5β　 其他
{ (15)

为方便表述 β, 将结合图 5 来详细解释。 其中,
x 代表 ‖z‖1 - ‖ẑ‖1,β 表示动态变化的控制点,

其值被限制在 [0, β̂] 的区间内, β̂ 被设置为 1 / 9。
通过记录损失函数内部的滑动均值 μR 和滑动方差

σ2
R 来确定 β 的值,并在动量为 0. 9 的情况下利用小

批量的滑动均值 μB 和方差 σ2
B 来更新 μR 和 σ2

R, 使

得 β 成为动态变化的控制点, β 的求解公式可表示

为

μB = 1
n∑

n

i = 1
| xi | , σ2

B = 1
n∑

n

i = 1
( | xi | - μB) 2

μR = μR × m + μB × (1 - m)

σ2
R = σ2

R × m + σ2
B × (1 - m)

β = max(0,min( β̂, μR - σ2
R))

(16)
式中, xi 表示 (‖z‖1 - ‖ẑ‖1) i,n 表示批量大小,
m 表示动量。
　 　 由图5可以看出,自适应平滑L1损失曲线平滑

图 5　 自适应平滑 L1 损失函数

且处处可导,既避免模型训练后期预测与真实人数

差值较小时在稳定值附近波动而无法较好地收敛,
又降低了模型训练初期预测与真实人数差值较大时

对异常值的敏感性。 此外,该损失还能根据实时数

据的变化自动调整对不同大小损失值的响应程度,
增强了网络对人群计数的敏感性,使得网络在估计

人群密度时能够更敏锐地捕捉到预测值与真实值之

间的微小差异,从而提高了计数精度。
最后,本文的总损失函数为

l(z,ẑ) = lSS(z,ẑ) + λ1 lOT(z,ẑ)

+ λ2‖z‖1 lTV(z,ẑ) (17)

式中, λ1 和 λ2 是 OT 和 TV 损失的可调权值,本文设

置 λ1 = 0. 1、λ2 = 0. 01 并用于所有数据集。 为确保

TV 损失与自适应平滑 L1 损失具有相同的比例,将
TV 损失与真实人数进行相乘。

3　 实验结果与分析

为验证基于区域信息聚合的轻量化人群计数方

法性能, 本文在 Shanghai Tech、 UCF-QNRF、 JHU-
CROWD ++以及 NWPU-Crowd 这 4 个公开数据集上

进行实验。 其中,Shanghai Tech 和 UCF-QNRF 数据

集分别发布于 2016 和 2018 年,被广泛用于评估人

群计数模型,现有研究方法较为丰富;JHU-CROWD
++ 和 NWPU-Crowd 数据集的发布时间为 2020 年,
其图像内的人群密度跨度更大、背景更复杂,具有更

高的挑战性,且现有研究方法相对前者较少。 因此,
本文选择在这 4 个数据集上进行实验、对比和分析

以全面评估本文方法的性能,确保了评估的公平性

和深度,同时能够展示所提方法的竞争力和创新性。
本文与对比算法的实验均在 Ubuntu 系统下进

行并基于 Pytorch 深度学习框架实现,GPU 型号为

RTX2080Ti。 算法主干采用预训练过的 GhostNetV2
前 6 层,训练过程中选择了初始学习率为 1 × 10 - 4

的 Adam 优化器,同时设置权重衰减系数为 1 × 10 -4

实现模型参数的优化。 当训练的迭代次数达到

2 000次时,停止训练。 此外,为了充分利用现有数

据训练模型,采用数据增强方法对训练图像进行随

机裁剪和水平翻转操作,以达到扩充数据集样本数
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量的目的。 本文将训练图像输入网络之前,分别对

各组实验数据集进行不同尺寸大小的随机裁剪操

作。 对于 Shanghai Tech Part A 数据集,将随机裁

剪出 256 像素 × 256 像素的子区域进行训练,对于

NWPU-Crowd 数据集,将随机裁剪出 384 像素 × 384
像素的子区域进行训练,而对于 Shanghai Tech Part
B、UCF- QNRF 以及 JHU-CROWD ++数据集,则随

机裁剪出 512 像素 × 512 像素的子区域进行训练。
对于原始尺寸不足的数据集图像,将其等比例放大

后再进行相应尺寸的裁剪处理。
3. 1　 评价指标

在人群计数领域中,平均绝对误差 (mean abso-
lute error,MAE) 和均方根误差 ( root mean square
error,RMSE) 被广泛选用为评价指标,它们综合考

虑了模型的预测准确性与鲁棒性,直观反映了模型

预测与实际值之间的差异。 为确保本文算法与现有

算法能够进行实验对比分析,选用平均绝对误差及

均方根误差作为指标评估模型的计数精度。
MAE 反映网络预测人数与真实人数之间的平

均误差,强调每个样本的平均预测精度,直观反映了

模型在整体数据集上的平均性能表现,从而帮助研

究人员来评估模型的预测准确性,MAE 可定义为

fMAE = 1
N∑

N

i = 1
| C i - CGT

i | (18)

RMSE 则反映网络预测人数与真实人数之间的

差异程度,通过加重对大误差的惩罚力度,使得其对

模型预测中的大偏差更加敏感,能够捕捉到模型在

极端条件下的表现差异,从而帮助研究人员来评估

模型的鲁棒性,RMSE 可定义为

fRMSE = 1
N∑

N

i = 1
(C i - CGT

i ) 2 (19)

式中, N 为测试集包含的图像数量, C i 和 CGT
i 分别

为第 i 幅测试图像的预测人数与真实人数。 此外,
MSE 和 RMSE 的数值越小代表着模型的性能越好。

峰值信噪比 (peak signal to noise ratio,PSNR)
和结 构 相 似 性 指 数 ( structural similarity index,
SSIM)是评估预测与真值密度图之间相似度的常用

指标,通过图像的均值、方差以及两者间的协方差来

衡量 2 张图像的一致性。 这 2 个指标的值越高,表
明生成图像与真值图像的相似度越高,质量越好。

对于大小为 H × W 的图像 A 和噪声图像 B,
PSNR 和 SSIM 计算公式如下:

　 PSNR = 10·log10
MAX2

i

MSE( ) (20)

　 SSIM(A,B) =
(2μAμB + C1)(2σAB + C2)

(μ2
A + μ2

B + C1)(σ2
A + σ2

B + C2)

(21)
式中,MAX i 是图片 i可能的最大像素值, μA 和 μB 分

别是图像 A 和 B 的均值, σ2
A 和 σ2

B 分别是图像 A 和

B 的方差, σAB 是图像 A 和 B 之间的协方差, C1 和

C2 是用来维持稳定性的常数,防止分母为 0。
3. 2　 Shanghai Tech 数据集的实验对比分析

Shanghai Tech 数据集[22] 是人群计数领域中被

广泛引用的基准数据集,由 1 198 幅详细标注的图

像组成,总共标记了 330 165 个人头。 该数据集被

划分为 2 部分:Part A 和 Part B。 Part A 数据集

包含 482 幅图像,主要来源于互联网,特点是场景中

人群高度拥挤。 而 Part B 数据集则包含 716 幅图

像,图像拍摄于上海的街道,特点是人群分布较为稀

疏,规模变化较为明显。 在实验中,选取 Part A 数

据集的 300 幅图像和 Part B 数据集的 400 幅图像

作为训练数据集,其余图像则分配为测试数据集。
针对 Shanghai Tech 数据集单幅图像的可视化结果

如图 6 所示,多种算法的性能指标结果对比如表 1
所示。 在表中,本文将对比算法分为 2 类,第 1 类是

拥有大量参数和复杂网络结构的算法,为表中上半

部分,第 2 类是基于轻量级或简单网络结构的算法,
为表中下半部分。 此外,对于 2 类算法的最佳成绩

和本文数据分别用黑色加粗字体表示,后文不在赘

述此项。
从图 6 中测试图像的可视化结果可知,本文方

法能够得到质量较高的预测密度图。 具体来说,预
测生成的密度图与实际场景的人群分布具有高度一

致性,准确捕捉了人群的高密度区域及边界,同时在

低密度区域也能维持良好的分辨率,表明了模型出

色的细节表现能力。 图中的预测人数结果进一步证

明了所提方法的计数性能较为优秀。
由表 1 中的实验对比结果可知,本文所提方法

以极少的参数量达到了与第 1 类复杂算法相近的性

能水平,而与第 2 类轻量级算法的对比中,本文方法
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图 6　 Shanghai Tech 数据集实验结果

表 1　 Shanghai Tech 数据集多算法性能指标对比结果

算法
Part A

MAE RMSE
Part B

MAE RMSE
参数量

/ × 106

CSRNet[5] 68. 2 115. 0 10. 6 16. 0 16. 26
CAN[4] 62. 3 100. 0 7. 8 12. 2 18. 10
BL[19] 62. 8 101. 8 7. 7 12. 7 21. 50

DUBNet[23] 64. 6 106. 8 7. 7 12. 5 18. 05
DM-Count[20] 59. 7 95. 7 7. 4 11. 8 21. 50
DKPNet[6] 55. 6 91. 0 6. 6 10. 9 30. 63
MIA[3] 59. 4 96. 2 7. 7 11. 9 13. 40

MCNN[22] 110. 2 173. 2 26. 4 41. 3 0. 13
PCC-Net[10] 73. 5 124. 0 11. 0 19. 0 0. 55
C-CNN[8] 88. 1 141. 7 14. 9 22. 1 0. 07
Mobile-
Count[9]

98. 6 162. 9 9. 1 15. 1 3. 34

LMSFFNet[2] 85. 9 139. 9 9. 2 15. 1 4. 58
本文方法 65. 4 102. 7 7. 5 12. 3 0. 33

以较少的参数量实现了超越此类算法的性能表现。
这一结果表明本文方法在参数利用效率上的显著优

势,以及在人群计数任务中具有较高的计数准确度。
此外,在 Part A 数据集,本文方法与文献[10]中的

方法相比,MAE 降低了 8. 1,RMSE 降低了 21. 3;在

Part B 数据集,与文献[10]中的方法相比,MAE 降

低了 3. 5,RMSE 降低了 6. 7,但与文献[20]中的方

法相比差距甚微,这主要是由于本文方法能够有效

抑制场景中的背景噪声,而 Part B 数据集中人群

分布相对稀疏,同时伴有较多的背景噪声,因此所提

方法在 Part B 数据集的提升效果更加明显。
3. 3　 UCF-QNRF 数据集的实验对比分析

近年来,研究人员对于网络模型在高密场景下

的计数性能表现出越来越多的关注,为了准确评估

模型的计数性能,引入 UCF-QNRF 数据集[24]进行实

验。 该数据集来源于拍摄的真实场景,既涵盖了建

筑物、植被、天空、道路等多样化的背景环境,又包含

多样的视角、密度和光照变化。 UCF-QNRF 数据集

具有 1 535 张图像,选取其中 1 201 张图像作为训练

数据集,其余 334 张图像作为测试数据集。 UCF-
QNRF 数据集单幅图像的可视化结果如图 7 所示,
多种算法的性能指标结果对比如表 2 所示。

由图 7 中测试图像的可视化结果可以看出,在
场景复杂多变的 UCF-QNRF 数据集中,本文方法生

成的预测密度图能够较为准确地反映出真实场景中

图 7　 UCF-QNRF 数据集实验结果
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表 2　 UCF-QNRF 数据集多算法性能指标对比结果

算法 MAE RMSE 参数量 / × 106

CSRNet[5] 120. 3 208. 5 16. 26
CAN[4] 107. 0 183. 0 18. 10
BL[19] 88. 7 154. 8 21. 50
DUBNet[23] 105. 6 180. 5 18. 05
DM-Count[20] 85. 6 148. 3 21. 50
DKPNet[6] 81. 4 147. 2 30. 63
MIA[3] 89. 3 164. 5 13. 40
MCNN[22] 277. 0 426. 0 0. 13
PCC-Net[10] 148. 7 247. 3 0. 55
MobileCount[9] 137. 8 238. 2 3. 34
LMSFFNet[2] 112. 8 201. 6 4. 58
本文方法 91. 8 156. 1 0. 33

的人群分布,预测人数与真实人数之间的较小差值

也证明所提方法较为优秀的计数准确性。
由表 2 中的实验对比结果可知,在 UCF-QNRF

数据集中,本文所提方法与文献[9]中算法相比,
MAE 下降了 46. 0,RMSE 下降了 82. 1,相较于第 2
类轻量级算法均有提升。 而本文方法与第 1 类复杂

算法中文献[3]的方法相比,MAE 和 RMSE 都相差

较小,这表明本文所提方法不仅具有较好的精度,而
且显著减少了网络参数量。 此外,UCF-QNRF 数据

集中的复杂场景导致多样的视角、密度和光照变化,
而实验结果表明本文提出的自注意力区域信息聚合

模块在减轻上述因素带来的影响上表现较为出色,
同时在处理复杂场景时具有良好的鲁棒性。
3. 4　 JHU-CROWD + +数据集的实验对比分析

近年来,提高模型在复杂背景下的计数精度逐

渐成为研究热点,用于复杂场景计数性能评价的数

据集 JHU-CROWD ++ [25]随之被提出。 该数据集中

的图像在各种不同场景和环境天气下被收集,包括

低密度、中等密度、高密度、基于恶劣天气变化和光

照变化的图像以及综合图像。 JHU-CROWD ++ 数

据集共有 4 372 张样本图像,本文选取其中 2 272 张

样本图像作为训练数据集,500 张样本图像作为验

证数据集,余下 1 600 张样本图像作为测试数据集。
JHU-CROWD ++ 数据集单幅图像的可视化结果如

图 8 所示,多种算法的性能指标结果对比如表 3 所

示。

由图 8 中测试图像的可视化结果可以看出,本
文方法在面对恶劣天气变化及光照波动影响等复杂

场景时依然能够实现准确的人群计数和密度图预测

效果。
由表 3 中 的 实 验 对 比 结 果 可 知, 在 JHU-

CROWD ++数据集中,本文所提方法与文献[11]中
算法相比,MAE 下降了 1. 0,RMSE 下降了 0. 4,相较

于第 2 类轻量级算法均有提升。 虽然较文献[11]
中算法相比在计数性能指标上提升幅度较小,但本

文方法的参数量却大幅减少,表明本文方法在参数

利用效率方面的显著优势。 而本文方法与第 1 类复

图 8　 JHU-CROWD + +数据集实验结果

表 3　 JHU-CROWD ++数据集多算法性能指标对比结果

算法 MAE RMSE 参数量 / × 106

CSRNet[5] 85. 9 309. 2 16. 26
CAN[4] 89. 5 239. 3 18. 10
BL[19] 75. 0 299. 9 21. 50
SFCN[26] 62. 9 247. 5 38. 60
MCNN[22] 188. 9 483. 4 0. 13
SANet[27] 91. 1 320. 4 0. 91
GAENet[11] 77. 9 320. 9 1. 97
本文方法 76. 9 320. 5 0. 33

—459—

高技术通讯　 2024 年 9 月 第 34 卷 第 9 期



杂算法中文献[19]的方法相比,在 MAE 和 RMSE
上仅有较小差距,这表明本文所提方法不仅显著降

低了网络的参数量,而且网络能够保持良好的计数

精度。 此外,面对 JHU-CROWD ++ 数据集中基于恶

劣天气变化、光照变化等复杂场景,本文提出的自注

意力区域信息聚合网络能够减轻背景噪声带来的影

响,使得网络模型可以保持较高的计数精度,表明所

提方法在处理复杂场景时具有较好的鲁棒性。
3. 5　 NWPU-Crowd 数据集的实验对比分析

NWPU-Crowd 数据集[28] 包含 5 109 张图像和

2 133 238个标注对象。 该数据集不仅涵盖了从极低

到极高密度的人群图像,还特别包含了负样本,如无

人的背景图像,以增强模型在面对非典型场景时的

鲁棒性。 每张图像中的标注对象数量差异较大,范
围从 0 ~ 20 033 人。 本文选取 NWPU-Crowd 数据集

中的 3 109 张图像作为训练数据集,500 张图像作为

验证数据集,其余 1 500 张图像用于测试。 NWPU-
Crowd 数据集单幅图像的可视化结果如图 9 所示,
多种算法的性能指标结果对比如表 4 所示。

从图 9 中测试图像的可视化结果可以得出,本
文方法在高密度的真实场景中也能够精确估计人群

数量,同时预测出质量较高的密度图,证明了本文方

法在计数性能方面的有效性。

图 9　 NWPU-Crowd 数据集实验结果

表 4　 NWPU-Crowd 数据集多算法性能指标对比结果

算法
Val

MAE RMSE

Test

MAE RMSE

参数量

/ × 106

CSRNet[5] 104. 8 433. 4 121. 3 387. 8 16. 26
CAN[4] 93. 5 489. 9 106. 3 386. 5 18. 10
BL[19] 93. 6 470. 3 105. 4 454. 2 21. 50

DM-Count[20] 70. 5 357. 6 88. 4 388. 6 21. 50
DKPNet[6] 61. 8 438. 7 74. 5 327. 4 30. 63
MIA[3] 87. 9 417. 2 101. 2 418. 5 13. 40

MCNN[22] 218. 5 700. 6 232. 5 714. 6 0. 13
SANet[27] — — 190. 6 491. 4 0. 91
本文方法 74. 6 216. 8 96. 7 351. 3 0. 33

由表 4 中的实验对比结果可知,本文方法以极

低的参数量实现了与第 1 类复杂算法相近的性能,
而在第 2 类轻量级算法的对比中,本文方法又以较

少的参数量差距达到了超越该类算法的性能水平。
与文献[3]中方法相比,本文方法在 Val 验证数据

集下的 MAE 下降了 13. 3,RMSE 下降了 200. 4,在
Test 测试数据集下的 MAE 下降了 4. 5,RMSE 下降

了 67. 2,验证了本文方法在应对 NWPU-Crowd 数据

集中负样本时能够保持较高计数精度以及参数利用

方面的高效性,表明本文算法在高分辨率下不同密

度的场景中具有较好的鲁棒性。
3. 6　 消融实验与速度对比分析

为验证所提方法中基于通道激活的多尺度特征

提取模块 MFEC、自注意力区域信息聚合模块 SAIA
以及自适应平滑 L1 损失函数的有效性,本文选择

在 Shanghai Tech 数据集 Part A 部分上仅用基础骨

干网络进行消融实验,基础损失函数为 DM-Count
损失函数,将自适应平滑 L1 损失替换原有计数损

失部分后组成新的联合损失用 SSL-DM(self-adjus-
ting smooth loss for distribution matching)表示,实验

结果如表 5 所示。

表 5　 网络整体消融实验结果

算法 MAE RMSE
Backbone 81. 2 127. 7
Backbone + 4MFEC 72. 7 118. 0
Backbone + 4MFEC + SAIA 68. 9 104. 1
Backbone +4MFEC + SAIA + SSL-DM 65. 4 102. 7

—559—

席志国等:基于区域信息聚合的轻量化人群计数方法



由表 5 可知,在基础骨干网络后嵌入 4 层 MFEC
使得网络 MAE 下降 10. 46% ,RMSE 下降 7. 60% ,
MAE 较 RMSE 提升幅度明显,这一结果证明了

MFEC 模块能够有效增强网络的细节信息提取能

力,从而提升了计数精度。 进一步地,将自注意力区

域信息聚合模块 SAIA 引入网络后,使得网络 MAE
下降 5. 20% ,RMSE 下降 11. 80% ,RMSE 较 MAE 提

升幅度明显,这一结果验证了 SAIA 模块既能够优

化特征的表示,也增强了网络对于人群和背景噪声

的区分能力,从而在复杂场景下具有较好的鲁棒性。
把基础损失函数计数损失部分替换为自适应平滑

L1 损失函数后,网络 MAE 下降 5. 10% ,RMSE 下降

1. 30% ,可以看出新的联合损失函数 SSL-DM 不仅

提高了模型的稳定性,还增强了对计数任务的敏感

性,进一步提升了计数精度。 由此表明 MFEC、SAIA
及新的联合损失函数 SSL-DM 均对网络的计数精度

及鲁棒性有所提高。
为验证 SAIA 模块中通道自注意力 CSA 和空间

自注意力 SSA 的有效性,本文在 Shanghai Tech Part
A 数据集上对 SAIA 进行消融实验,将利用稠密连

接结合的 4 个空洞卷积用 D-ASPP(densely connect-
ed atrous spatial pyramid pooling)表示,跳跃连接用

SC 表示,基础模块为骨干网络和 4 层 MFEC,基础

损失函数为 DM-Count 损失函数,实验结果如表 6 所

示。
由表 6 可知,在基础网络后连接无内嵌自注意

力机制的 SAIA 模块即 D-ASPP 能够使得网络 MAE
下降 3. 4% ,RMSE 下降 3. 3% 。 随后,在上述网络

分别单独融入通道自注意力机制和空间自注意力机

表 6　 SAIA 消融实验结果

算法 MAE RMSE
Backbone + 4MFEC 72. 7 118. 0
Backbone + 4MFEC + D-ASPP 70. 2 114. 0
Backbone + 4MFEC + D-ASPP + CSA + SC 69. 4 111. 7
Backbone + 4MFEC + D-ASPP + SSA + SC 69. 7 112. 3
Backbone +4MFEC +D-ASPP +CSA +SSA +SC 68. 9 104. 1

制,并且使用跳跃连接 SC 结束特征融合过程,两种

自注意力机制均使得网络 MAE 和 RMSE 有所降低,
从而验证了它们各自的有效性。 此外,相较于仅融

入通道或空间自注意力机制引导网络,通道和空间

自注意力机制之间协同作用于网络能够进一步提升

模型的计数性能,相比仅融入通道自注意力机制的

网络,MAE 降低了 0. 5,RMSE 降低了 7. 6,而相比仅

融入空间注意力机制的网络,MAE 降低了 0. 8,
RMSE 降低了 8. 2。 由此证明了 SAIA 模块中通道

和空间自注意力机制是相互协同的关系,共同作用

于网络,而非互相抵消或削弱彼此的效果。
为验证本文方法在推理速度上的优越性,在

Shanghai Tech Part B 数据集上进行实验,以大小为

1 024 像素 × 768 像素的图像作为输入并与先进算

法进行对比实验,从而对训练模型参数量大小、计算

量大小及推理速度进行比较分析,证明所提算法在

推理速度上的优势,使用的 GPU 型号为 GTX 1650
SUPER。 为准确评估模型推理速度的性能,将测试

300 轮,每轮耗时被累加求和,随后得到总耗时的平

均值作为最终推理速度的结果,实验结果如表 7所
示。

表 7　 模型大小与推理速度实验结果

算法 MAE RMSE 参数量 / × 106 浮点操作 / GFLOPs 时间 / ms
CSRNet[5] 10. 6 16. 0 16. 26 325. 66 154. 8
CAN[4] 7. 8 12. 2 18. 10 367. 58 178. 0
MCNN[22] 26. 4 41. 3 0. 13 21. 46 28. 3
SANet[27] 8. 4 13. 6 0. 91 71. 45 103. 1
PCC-Net[10] 11. 0 19. 0 0. 55 72. 80 62. 3
MobileCount[9] 9. 1 15. 1 3. 34 6. 31 23. 8
LMSFFNet[2] 9. 2 15. 1 4. 58 14. 90 102. 4
本文方法 7. 5 12. 3 0. 33 4. 41 23. 7
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　 　 根据表 7,所提方法在第 1 类复杂算法和第 2
类轻量级算法中取得了最佳的 MAE 与次佳的

RMSE,同时大幅降低了模型的参数量及计算量,参
数量以 0. 33 × 106 的结果取得了次佳成绩,而计算

量则以 4. 41 GFLOPs 的结果取得了最佳成绩。 在

推理时间上对比 CSRNet[5]、CAN[4]以及 SANet[27]等

上述方法也以 23. 7 ms 的结果取得了最佳成绩,而
上述模型在推理时间上大约是本文方法的 1. 0 到

7. 5 倍,证明了所提方法不仅对于实时计数具有重

要价值,而且在计数性能和计算成本上取得了较为

优秀的平衡。

3. 7　 预测密度图与真值密度图的分析

由于在人群计数领域中采用 PSNR 和 SSIM 作

为评价指标的方法相对较少,其中多数方法选择在

Shanghai Tech Part A 数据集上进行实验,为了全

面、公平的比较所提方法与现有方法在密度图质量

上的性能差异,同时为验证所提方法可以生成更高

质量的预测密度图,本文以 PSNR 和 SSIM 作为图像

相似度评价指标,并选择在具代表性的 Shanghai
Tech Part A 数据集进行实验。 表 8 列出了不同算

法之间的比较结果。

表 8　 Shanghai Tech Part A 数据集不同算法的

密度图质量比较结果

算法 PSNR SSIM
Switching-CNN[18] 21. 9 0. 67
CP-CNN[29] 21. 7 0. 72
CSRNet[5] 23. 8 0. 76
DADNet[30] 24. 2 0. 81
ADCrowdnet[31] 24. 5 0. 88
文献[32]方法 25. 3 0. 90
MCNN[22] 21. 4 0. 52
PCC-Net[10] 22. 8 0. 74
本文方法 25. 4 0. 86

PSNR 是一种衡量图像重建质量的常用指标,
其值较高意味着重建质量较好;SSIM 是衡量 2 幅图

像间相似度的指标,其值越接近 1 意味着两幅图像

之间的相似度就越高,值为 1 时则表示两幅图像完

全相同。 根据表 8,所提方法在第 1 类复杂算法中

与最优数据相比,PSNR 值略有胜出,表明所提方法

能更准确地重建原始人群分布的密度图,减少了重

建图像中的误差。 SSIM 值则相差 0. 4,这是因为文

献[32]专注于弱化背景噪声,从而得到了结构相似

度更高的人群密度图。 但在第 2 类轻量级算法中所

提方法的数据较为优秀,由此证明,所提方法对像素

误差具有更低的敏感性,减少了图像重建误差,而对

图像人群分布则具有较高的结构相似性,提高了人

群分布的结构相似度,从而能够较好地拟合真实的

人群分布,有效提升了预测密度图的质量。

4　 结 论

本文构建了一种基于区域信息聚合的轻量化人

群计数方法,以 GhostNetV2 部分结构作为骨干网

络,显著降低了网络模型复杂度。 通过设计基于通

道激活的多尺度特征提取模块,有效提高了网络对

人群细微尺度变化的捕捉能力以及对细节特征的提

取能力。 随后,设计的自注意力区域信息聚合模块

打破了尺度限制,得到了不同尺度的区域特征,在轻

量级自注意力机制的引导下从通道和空间维度建模

并集成不同区域信息,强化了人群特征的表达,抑制

了背景噪声的干扰,从而提升了模型区分人群与背

景的能力,解决了人群细节特征较难提取和背景噪

声和人群特征区分困难的问题。 最后提出一种联合

损失函数,既提高了模型的稳定性,又加强了网络对

计数的敏感性,从而进一步提升了计数精度。 在多

个数据集上的实验结果证明:所提算法在参数量上

进行了优化,不仅稳定性良好,泛化能力较强,而且

模型在多元场景下对不同密度的人群都具有较高的

计数性能。 但所提方法仍有其局限性,在面对极端

密集或稀疏的人群场景时,性能仍有待提高,如何在

上述场景中进一步挖掘更多富有辨识度的细节特征

和提高网络对人群与背景的区分能力是未来工作中

改进的重点。
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Lightweight crowd counting method based on regional
information aggregation

XI Zhiguo, LIU Guanghui
(College of Information and Control Engineering, Xi’an University of Architecture and Technology, Xi’an 710055)
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Abstract
Aiming at the problems of loss of detailed information in high-density crowd images, background noise being

easily confused with crowd features, and high complexity of network models, this article proposes a lightweight
crowd counting method based on regional information aggregation. First, a multi-scale feature extraction module
based on channel activation is designed to obtain fine-grained multi-scale features in high-density images. This
module introduces Ghost convolution to construct an inter-layer hierarchical residual connection structure, and sup-
plementing each level of features with channel activation, achieving a gradual expansion of the network’s receptive
field in a lightweight manner. Secondly, a self-attention region information aggregation module is proposed to obtain
feature information from regions of different scales. This module integrates region information from both channel and
spatial dimensions using a lightweight self-attention mechanism, enhancing focus on crowd features to weaken the
impact of background noise on counting. Finally, considering the instability in the convergence process of the origi-
nal count loss, a new counting loss is introduced based on the DM-Count loss, which improves the model stability
and counting sensitivity, and further improves the counting performance. Experimental results on four public data
sets of Shanghai Tech, UCF-QNRF, JHU-CROWD ++ , and NWPU-Crowd show that the method proposed in this
thesis has a specific improvement compared with other mainstream lightweight crowd counting methods, and the
number of model parameters remains relatively low-level.
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