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摘　 要　 针对低分辨率有遮挡人脸识别问题提出了基于稠密连接的通道混合式主成分分

析网络(DCH-PCANet)。 现有的 PCANet 模型的卷积层只使用了通道无关式卷积(CIC)。
通道无关式卷积由于未考虑特征图在通道方向上的相关性,可以更好地凸显单个特征图

的局部纹理特征,对于补偿因低分辨率、遮挡等因素导致的特征损失具有重要意义,但也

会强化遮挡区域的特征,从而放大坏特征的影响范围;而通道相关式卷积(CDC)由于充

分考虑了各特征图在通道方向上的相关性,可以较好地抑制坏特征的作用,形成较为稀疏

的特征图。 在 PCANet 中添加了基于通道相关式卷积的特征图提取分支,形成了通道混

合式 PCANet;并且引入了稠密连接,以充分利用低阶特征提升有遮挡图像识别的鲁棒性。
针对如下 4 种数据集进行了实验:受控环境、真实遮挡和模拟低分辨率的人脸数据集(AR
人脸数据集),非受控环境、真实遮挡和模拟低分辨率的人脸数据集(MFR2 和 PKU-
Masked-Face),非受控环境、真实遮挡和真实低分辨率的人脸数据集(自建数据集)。 实验

结果表明,与现有方法相比,所提出的基于稠密连接的通道混合式 PCANet 具更好的遮挡

鲁棒性和低分辨率鲁棒性,可以作为前沿方法的有效补充,提升其识别性能。
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　 　 近年来,以卷积神经网络( convolutional neural
network,CNN)为代表的深度神经网络(deep neural
network,DNN)在计算机视觉领域中获得了巨大的

成功,优秀的深度学习模型在一些公开数据集上的

分类能力甚至超过了人类,如在 LFW( labeled faces
in the wild)人脸数据库上的认证准确率[1-2]及在 Im-
ageNet 上的图像分类准确率[3-4]。 然而,在实际情景

中,待识别图像在“结构”或者“分布”上经常与训练

图像存在较大的差异,这种差异会降低 DNN 的识别

率。 在计算机视觉领域中,这种待识别图像与训练

图像或库存图像有较大差异的现象也被称作为“协
变量偏移(covariate shift)”问题[5-7]。 当待识别图像

与训练集图像存在遮挡、光照、分辨率等幅度较大的

差异时,现有的神经网络模型的识别准确率往往会

大幅度下降。 本文重点关注由遮挡和低分辨率造成

的“偏移”问题。
为了减轻遮挡造成的性能退化,前沿的研究工

作给出了 2 种不同的解决方案,即基于图像重建的

方法[8-11]和基于遮挡去除的方法[12-14]。 基于图像重

建的方法首先修复被遮挡的面部部位,然后对修复

后的人脸图像进行识别。 在深度学习领域,Zhao 等

人[8]提出基于长短期记忆网络(long short time mem-
ory, LSTM)自动编码器进行人脸遮挡区域的重建,
并对重建后的面部图像进行识别。 这种方法的主要

挑战是如何在较好重建遮挡区域的同时保留人脸图

像的判别信息。 另一类方法旨在去除遮挡的影响,
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先检测并删除被遮挡破坏的特征,然后利用剩余的

干净特征进行识别。 此类方法的主要挑战是如何检

测到人脸图像中的遮挡位置,并找到遮挡位置与深

度特征图之间的对应关系。 Wan 和 Chen[12] 通过向

CNN 模型的中间层添加 MaskNet 分支来解决这个

问题,该分支将较低的权重分配给被遮挡损坏的隐

藏单元。 Song 等人[13] 提出用二值掩码从网络的最

后一个隐含层特征去除被遮挡损坏的特征,为此,需
要将人脸图像划分为 K × K 块,在训练阶段学习 K2

个遮挡字典,将输入图像中的每个遮挡块映射到遮

挡字典中相应的字典原子;在测试阶段,首先检测被

遮挡的块,然后检索遮挡字典中对应的字典原子,并
将其用于去除测试特征中的坏特征。 这种两阶段的

方法必须依赖于一个用于遮挡检测的外部网络。 另

外,Song 等人[13]提出的方法需要在训练阶段独立训

练 K2 个深度网络模型来学习遮挡字典,这使得训练

效率低下且耗时。 Qiu 等人[14] 提出一种端到端的

有遮挡人脸识别方法,在训练阶段,利用遮挡的空间

连续特性作为特征掩码学习的监督信号,学习掩码

解码器;在测试阶段,掩码解码器会根据输入图像动

态生成一个新的特征掩模,并使用该特征掩模清除

特征图中被遮挡损坏的特征,从而达到鲁棒识别的

目的。
然而,上述方案都需要对遮挡信息进行明确的

处理,要么对遮挡区域进行重建,要么去除遮挡的影

响。 这就需要花费较大的代价对“遮挡”本身进行

建模。 那么,是否存在一种方法既不需要对遮挡进

行显式处理,也能很好地解决遮挡问题呢? 已知的

方法主要有 2 种:基于图像梯度方向( image gradient
orientation,IGO)域的鲁棒误差度量方法[15-16]和基于

FPH ( feature extraction-pattern map encoding-histo-
gram)框架[17-25]的特征提取方法。 基于 IGO 的鲁棒

误差度量方法由 Tzimiropoulos 等人[15]提出,他们指

出,两幅完全不同的图像在 IGO 域中的差值以非常

高的置信度服从[0,2π)上的均匀分布,且总体差异

之和几乎为零。 利用这一现象,可以有效消除遮挡

的影响。 然而,正如 Li 等人[16] 所指出的,由于在实

际中很难存在理想的与人脸图像“完全不同”的遮

挡,在 IGO 域中的鲁棒误差度量并不能完全消除遮

挡影响,还需要辅助遮挡检测或遮挡区域的重建。
另一方面,与鲁棒误差度量方法不同,以主成分分析

网络 ( principal component analysis network, PCA-
Net) [26]为代表的 FPH 方法能够充分利用人脸图像

的局部统计特征,直接从输入图像中提取遮挡鲁棒

的特征,而无须对遮挡信息进行显式建模,是一类可

以很好地解决遮挡问题的方法。
然而,PCANet 的主要不足在于不能很好地识别

低分辨率人脸图像。 相对于高分辨率图像,低分辨

率图像的一个主要问题是能够从其中提取的判别特

征远远少于高分辨率图像。 为了有效识别低分辨率

图像,需要对其进行特征补偿。 现有的 PCANet 方
法[26]利用 PCA 滤波器对输入图像进行深度滤波,
从不同主方向和不同层级进行特征分解和特征提

取,从而丰富了输入图像的判别特征。 然而,现有的

PCANet 方法所采用的是一种通道无关式滤波方法,
即在提取特征时,并未考虑特征图在通道方向上的

相关性。 这种滤波方式由于未考虑特征图在通道方

向上的相关性,可以更好地凸显单个特征图的局部

纹理特征,对于补偿因低分辨率、遮挡等因素导致的

特征损失具有重要意义,但也会强化遮挡区域的特

征,从而放大坏特征的影响范围;而通道相关式卷积

由于充分考虑了各特征图在通道方向上的相关性,
可以较好地抑制坏特征的作用,形成较为稀疏的特

征图。 针对这一问题,本文在原始的 PCANet 中加

入了基于通道相关式卷积的特征图提取分支,形成

了通道混合式 PCANet(channel-hybrid PCANet,CH-
PCANet)。 该方法能够有效利用特征图在通道方向

上的相关性,对低分辨图像的输出特征进行补偿,从
而有效提升其判别性。

另一方面,PCANet 并未充分利用所学习到的特

征以获取更好的遮挡鲁棒性。 PCANet 只利用了最

后一个卷积层输出的特征图来生成后续的模式图和

柱状图特征。 正如 Wright 等人[9] 所指出的那样,特
征提取会将遮挡的影响扩散到其邻域范围,因此,遮
挡的影响会随着网络深度的增加而增大,这就意味

着,对于有遮挡人脸识别而言,网络的底层特征往往

也至关重要,需要充分利用。 为了解决这一问题,受
DenseNet[27]的启发,本文将稠密连接也引入 PCANet
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的网络模型,尽可能地利用网络的底层特征,并丰富

PCANet 所提取的特征,从而提升 PCANet 的鲁棒性。
将通道混合式滤波和稠密连接相结合,本文提

出了基于稠密连接的通道混合式 PCANet ( dense
channel-hybrid PCANet,DCH-PCANet)。 实验结果表

明,DCH-PCANet 更加有效地处理待识别图像中的

遮挡、光照等变化,也能够对低分辨率图像的输出特

征进行有效补偿,从而大幅提升了低分辨率有遮挡

图像的识别性能。

1　 问题定义

本文考虑低分辨率有遮挡图像的识别问题。
图 1展示了来自 AR(augmented reality)人脸数据库

的高分辨率的训练集 X和低分辨率的测试集 Y中的

样本样例。 已知训练集 X 中的任意一张图像 xi 的

类别标签为 Id(xi) = li, 也就是 L = { li} N
i = 1 构成了

训练集 X 的标签集;测试图像的分辨率小于训练图

像的分辨率,即: h′ < h 且 w′ < w, 且测试集 Y 中的

任意一张图像 yi 的类别标签 Id(yi) ∈ L。 如何通过

yi 与 X 中图像进行特征匹配来预测 Id(yi)?

图 1　 低分辨有遮挡人脸识别问题示例

　 　 由于测试图像与训练图像不仅在像素分布上而

且在分辨率上都存在较大的差异,直接在像素域中

进行特征匹配是不可行的。 本文探讨如何基于

DCH-PCANet 有效补偿低分辨率有遮挡人脸图像中

丢失的判别信息,从而达到鲁棒识别的目的。 基于

于卡方距离[26] χ2(·,·) 的最近邻分类器进行分类,
对于 ∀y ∈ Y, 从 X 中寻求满足如下优化式的 x:
　 x∗ = arg min

x∈X
χ2(fCH-PCANet(x), fCH-PCANet(Bh×w(y)))

(1)
从而确定 y 的类别: Id(y) = Id(x∗)。 式(1)

中的 Bh×w(·) 表示双三次插值函数(Bicubic),对低

分辨率测试图像进行插值预处理,使得插值后的图

像的分辨为 h × w。

2　 通道混合式 PCANet

2. 1　 网络设计

本文所提出的基于稠密连接的通道混合式

PCANet 的总体网络结构图如图 2 所示。 正如 Lim
等人[28]所指出的那样,提升网络性能的关键在于增

加网络的规模,即网络的深度和宽度。 然而,由于

PCANet 的各层滤波器存在的冗余性,增加 PCANet
的深度并不能有效提升其性能,本文考虑增加其宽

度。 原始的 PCANet 在特征提取阶段采用“通道无

关式卷积( channel-independent convolution,CIC)”,
即不论是其 PCA 滤波器的训练,还是其卷积运算都

没有考虑特征图的各通道之间的相互影响;DCH-
PCANet 在此基础上增加了“通道相关式卷积(chan-
nel-dependent convolution,CDC)”分支,以补偿通道

无关式卷积所丢失的对通道相关性信息的描述。

CIC 表示通道无关式卷积运算, CDC 表示通道相关式卷积运算, Cat 表示对特征图子集的拼接运算, H 表示对模式图进行分块柱状图特征提取

图 2　 基于稠密连接的通道混合式 PCANet(DCH-PCANet)的总体网络结构图
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　 　 令 X( l) 和 X ~ ( l) 分别表示 CH-PCANet 在第 l 层
所产生的通道无关式和通道无关式特征图, X(0) =
x / Bh×w(y) 表示输入图像; CIC 表示通道无关式卷

积算子, W( l) 表示其卷积核参数; CDC 表示通道相

关式卷积算子, 􀮃W( l) 表示其卷积核参数;CH-PCA-
Net 的特征提取过程可表示为

fCH-PCANet(x) = H(SSC(Cat(X(1),X(2),…,X(L),
􀭾X(1),􀭾X(2),…,􀭾X(L)))) (2)

其中, Cat(·,…) 表示特征图在通道方向上的拼接

操作, X( l) 和 􀭹X( l) 递归定义如下:
X( l +1) = CIC(X( l),W( l))
􀭾X( l +1) = CDC(􀭾X( l),􀮃W( l))
注意,本文所提出的 DCH-PCANet 是将 CDC 和

CIC 联合使用,而非使用前者代替后者,这是因为

CDC 和 CIC 所生成的特征能够相互补偿。 2. 3 节将

通过可视化比较,对 CDC 和 CIC 的特性进行进一步

分析;另外,为了充分补偿低分辨图像所丢失的细节

信息,DCH-PCANet 在特征提取阶段的 CIC 分支和

CDC 分支上同时使用了稠密连接,以形成更高维的

特征空间。
2. 2　 通道相关式 PCA 滤波器

原始的 PCANet[26] 并未考虑特征图的“通道”,
不加区分地从所有特征图中提取 PCA 滤波器,本文

将基于这种方式获取的滤波器称为“通道无关式滤

波器”。 显然,使用通道无关式滤波器进行特征提

取忽略了特征图的各通道之间的相关性。 为了充分

利用这种相关性,本文提出通道相关式 PCA 滤波

器。 图 3 给出了通道相关式和通道无关式 PCA 滤

波器组的训练流程。 下面给出第 l 层通道相关式

PCA 滤波器的生成(训练)方式。

沿着箭头所指向的方向依次为原始特征图、边界零填充、特征块选取、所选取的特征块、使用 Vec(·)向量化特征块并对特征块

进行重组得到通道相关式 / 通道无关式矩阵、基于 PCA 提取滤波器。

图 3　 通道相关式和通道无关式 PCA 滤波器组的训练流程

　 　 (1)获取通道相关式特征块 􀭾X( l)

令 􀭾X( l)
i ∈ Rh×w×cl 表示第 i 个训练样本在 DCH-

PCANet 的通道相关式分支的第 l 层输出的特征图,
􀭹x( l)
i,c,b ∈ Rk×k 表示从 􀭾X( l)

i 的第 c ∈ {1,2,…,cl} 个通

道中抽取的第 b 个大小为 k × k 的特征块,Vec(·)

表示将矩阵拉伸为列向量的运算。 如图 3 的第 1 行

和第 2 行所示, 􀭾X( l)
i 的第 b 个通道相关式特征块通

过如下方式获取:
􀭹x( l)
i,b = [Vec(􀭹x( l)

i,1,b)T, Vec(􀭹x( l)
i,2,b)T,…,Vec(􀭹x( l)

i,cl,b)
T]T

(3)
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所有 N 个训练样本在第 l 层上形成的所有通道

相关式特征块可通过如下方式拼接起来就构成了第

l 层的通道相关式矩阵 􀭾X( l) ∈ Rk2cl×NB:
􀭾X( l) = 􀭹x( l)

1,1,…,􀭹x( l)
1,Büþ ýï ï ï ï

第1个样本

,􀭹x( l)
2,1,…,􀭹x( l)

1,Büþ ýï ï ï ï

第2个样本

,…,􀭹x( l)
N,1,…,􀭹x( l)

N,Büþ ýï ï ï ï

第N个样本

[ ]

(4)
其中, B 为从每个训练样本的特征图 􀭹X( l)

i 中所能抽

取的最大特征块的个数。 B 的大小取决于用于分割

特征块的滑动窗口在水平方向和垂直方向上的步长

(stride),当在 2 个方向上的步长均为 1 且采用了零

填充时, B = hw。
(2)零中心化各通道相关式特征块

为了对 􀭾X( l) 进行主成分分析,还需要中心化

􀭾X( l) 中的各通道相关式特征块。 令 􀭹μ( l) 为所有

􀭹x( l)
i,b (1 ≤ i ≤ N,1 ≤ b ≤ B) 的均值(也就是 􀭾X( l) 的

各列向量的均值):

􀭹μ( l) = 1
NB∑

N

i = 1
.∑

B

b = 1
􀭹x( l)
i,b (5)

中心化后的 􀭹x( l)
i,b 为: x-~ ( l)

i,b = 􀭹x( l)
i,b - 􀭹μ( l); 相应地,

中心化后的通道相关式矩阵 􀭾X( l) 为

X
-~ (l) = 　

　
x-~ (l)

1,1,…,x-~ (l)
1,Büþ ýï ï ï ï

第1个样本

, x-~ (l)
2,1,…,x-~ (l)

1,Büþ ýï ï ï ï

第2个样本

,…,x-~ (l)
N,1,…, x-~ (l)

N,Büþ ýï ï ï ï

第N个样本

　
　[ ]

(6)

(3)基于奇异值分解计算 X
-~ ( l) 的 cl +1 个主方向

(通道相关式 PCA 滤波器)

从 X
-~ ( l) 中提取 cl +1 个 PCA 主方向,也就是求解

如下目标式:

min
􀭾W( l)

‖ X
-~ ( l) - 􀮃W( l)(􀮃W( l)) T X

-~ ( l)‖2
F

s. t. (􀮃W( l)) T􀮃W( l) = Icl+1×cl+1 　 (7)

其中, W( l) ∈ Rk2cl×cl+1 为 cl +1 个主方向构成的矩阵,
Icl+1×cl+1 表示大小为 cl +1 × cl +1 的单位矩阵。 满足优

化式(7)的W(l) 的解为 X
-~ (l) 的协方差矩阵 X

-~ (l)(X
-~ (l))T

的前 cl +1 个最大特征值对应的特征向量(主方向)。

令 􀭾w( l)
d 表示 X

-~ ( l)(X
-~ ( l)) T 的第 d 个主方向,则

􀮃W( l) = [􀭾w( l)
1 ,􀭾w( l)

2 ,…,􀭾w( l)
cl+1] (8)

进一步地,每个主方向 􀮃W( l)
d 可通过从列向量到

张量 /矩阵的变换算子 Mata×b×c(·) 被重置为多通道

的滤波器核,如式(9)所示。

􀭾w( l)
d = Matk×k×cl(􀭾w

( l)
d ) (9)

这里,从列向量到张量 /矩阵的变换算子 Mata×b×c(·)
是从张量 /矩阵到列向量的变换算子 Vec(·) 的逆

运算。 为清晰起见,图 4 给出了 Vec(·) 算子和

Mata×b×c(·) 算子的具体示例。

图 4　 变换过程示意图

2. 3　 通道相关式卷积和通道无关式卷积的比较

本文所提出的 DCH-PCANet 是将通道相关式卷

积(CDC)和通道无关式卷积(CIC)联合使用,而非

使用前者代替后者。 这是因为,首先,CIC 在特征图

的生成方式上有自身的优势,CIC 以将各滤波器与

各输入的特征图相组合的方式生成特征图,此种方

式在本质上是以一种比较经济的方式产生尽可能丰

富的特征图;其次,CDC 所生成的特征和 CIC 所生

成的特征具有各自的优缺点,将两者联合起来可以

形成较好的互补性。
CDC 不仅描述通道内部的特征变化,而且描述

通道之间的特征变化,因此其所描述的信息更具有

全局性,而其所捕捉的特征也更容易受到局部变化

的干扰,从而能够刻画较为敏感的“细节”信息。 然

而,CDC 忽略了不同通道上的特征图在主方向上的

差异性;而 CIC 由于只描述通道内部的特征变化,
所描述的特征更具有局部性和稳定性(在局部范围

内的特征变化不如 CDC 显著),能够最大限度地从

各个通道上提取特征,具有更为明显的方向性,但在

各个通道上获取的滤波器较为相似,不利于增强特

征的丰富性。
图 5、图 6、图 7 和图 8 分别对 CIC 和 CDC 2 种

滤波器的一维展示、二维展示、所生成的特征图、所
生成的模式图进行了比较。 从图 5和图 6 对 2 种滤
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波器的一维展示和二维展示来看,通道相关式 PCA
滤波器比通道无关式 PCA 滤波器具有更大的局部

扰动和变化。 这导致基于 CDC 所提取的特征图和

所生成的模式图都比基于 CIC 所提取的特征图和

所生成的模式图具有更为均匀和丰富的特征(如
图 7和图 8 所示)。 这一点从对高分辨率图像的处

理结果可以看得更为清楚。 如图 9 所示,CDC 对纹

理信息(如围巾的纹理信息)的刻画更为细致。 正

如李小薪和梁荣华[29]所指出的那样,更为均匀和丰

富的特征对于因遮挡和光照变化等造成的特征损失

可以进行更好的特征补偿,同样,这样的特征补偿也

适用于因分辨率过低而所损失的特征,详见本文实

验部分。

图 5　 PCA 滤波器((5 ×5)@8)的一维展示

(a) 通道无关式

(b) 通道相关式

图 6　 PCA 滤波器((5 ×5)@8)的二维展示

从上面的分析(特别是图 8 和图 9)也可以看

出,将 CIC 和 CDC 结合起来可以达到多尺度分析的

效果,对于从图像尤其是低分辨率图像中提取丰富

的特征以补偿丢失的细节信息具有明显的作用。

图 7　 PCANet 所生成的特征图

图 8　 PCANet 所生成的模式图

2. 4　 特征图的稠密连接

李小薪和梁荣华[29] 指出,PCANet 的各卷积层

在本质上是对输入图像进行了多尺度(不同卷积层
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图 9　 PCANet 所生成的模式图

的感受野不同)和多方向(在不同的主方向上的投

影)分解。 然而,PCANet 丢弃了低层卷积层(较小

尺度)的特征图输出,只使用了最后一个卷积层的

特征图。 对于有偏移图像的识别而言,低层卷积层

产生的特征图往往比高层卷积层产生的特征图更具

有判别性,这是因为高层卷积层由于具有较大的感

受野,更容易将偏移所导致的局部坏特征在更大的

范围内传播到邻域特征点。
为了充分利用 PCANet 的多尺度多方向特征,本

文将稠密连接[27,30] 引入其中,如图 1 所示。 这里,稠

密连接通过特征拼接的方式实现,即将浅层特征图

与深层特征图通过拼接的方式连接在一起。 值得注

意的是,本文在 PCANet 中加入的 “稠密连接” 与

DenseNet[27]中所使用的“稠密连接”有如下几点不

同。
首先,稠密连接的范围不同。 为了防止高层网

络参数规模的指数级增长,DenseNet 中的稠密连接

局限于单个的稠密块(dense block)中;而本文所使

用的稠密连接局限于同一类型的卷积块中。
其次,稠密程度不同。 DenseNet 中的稠密连接

将所有的低层特征图与其后所有的高层特征图进行

拼接,因此,在一个 L 层的稠密块中将发生 L(L +
1) / 2 次连接;而本文所使用的稠密连接仅将低层特

征指向其后紧邻的下一层特征和最终的特征拼接

层,也就是除了最后一个特征块,每个特征图只有 2
个后向连接,因此,一个 L 层的卷积块中只有 2L - 1
次连接。 容易看出, L(L + 1) / 2≥2L - 1,且当 L >
2 时, L(L + 1) / 2 > 2L - 1。 之所以出现这样的连接

稠密性差异主要是由于 DenseNet 所采用的稠密连

接更适用于面向多通道特征图的通道相关式卷积,
而在 PCANet 中只使用了通道无关式卷积,由于没

有用到通道方向上的特征融合,因此无需将低层特

征图与其后续的所有高层特征图拼接。 另外,PCA-
Net 通过卷积将蕴含在像素域中的丰富特征逐渐在

各个主方向上分离出来,形成更具有判别性的特征

空间。 然而,如果将第 l - 1 次和第 l 次的主方向分

解的结果混合起来进行第 l + 1 次主方向分解,就会

将已经分离的特征再次混合起来(此时所用到的主

方向会与第 l 次分解所用到的主方向混叠在一起),
这样就不利于特征的充分分解。

最后,主要作用不同。 正如 Huang 等人[27]所指

出的,在 DenseNet 中引入稠密连接的作用主要有 3
个:(1)可以极大地减少网络的参数;(2)特征重用;
(3)强化特征在各网络层之间的传递,从而可以有

效地消除梯度消失问题。 然而,本文在 PCANet 中
引入的稠密连接主要是为了充分利用低层卷积层的

特征图以增强特征的多样性。

2. 5　 具体算法

算法 1 对本文所提出的基于稠密连接的通道混

合式 PCANet 的特征提取过程进行了详细总结。

算法 1 DCH-PCANet 的特征提取算法

输入:待提取特征的人脸图像 X(0) = x / Bh×w(y) ∈

Rh×w×c, 通道无关式滤波器组 {W( l) ∈ Rk2×cl+1} L-1
l = 0 及其均

值向量 {μ( l) ∈ Rk2} L-1
l = 0 和通道相关式滤波器组 {􀮃W( l) ∈

Rk2cl×cl+1} L-1
l = 0 及其均值向量 { 􀭹μ( l) ∈ Rk2cl} L-1

l = 0;

1. 　 输出: X(0) 的 DCH-PCANet 特征 H 初始化:令 l = 0,
􀭾X(0) = X(0) ;

2. 　 从 X( l) 和 􀭹X( l) 中分别提取通道无关式特征块 X( l) ∈
Rk2×clB 和通道相关式特征块 􀭹X( l) ∈ Rk2cl×B, 且 B = hw
(采用步长为 1 提取特征块);

3. 　 中心化 X( l) 和 􀭾X( l) :􀭺X( l) = X( l) - μ( l) × 1,X
-~ ( l) = 􀭾X( l)

- 􀭹μ( l) × 1; 这里,1 为全 1 的行向量: 1 = [1,1,…,
1] ∈ R1×B;

4. 　 将 􀭺X( l) 和 X
-~ ( l) 分别投影到 W( l) 和 􀮃W( l) : X︿ ( l+1) =

(􀭺X( l) ) HW( l) ∈ RclB×cl+1, X
︿~ ( l+1) = ( X

-~ ( l) ) H􀮃W( l) ∈
RB×cl+1;

5. 　 将 X︿ ( l+1) 中的元素重新组织为特征图 X( l+1) :X( l+1) =
Cat({ x︶ ( l+1)

i, j } i = 1,…,cl; j = 1,…,cl+1), 其 中, x︶ ( l+1)
i, j =

Math×w(X
︿ ( l+1)
r+1:r+B, j) ∈ Rh×w,r = ( i - 1)B;

6. 　 将 X
︿~ ( l+1) 中的元素重新组织为特征图: 􀭾X( l+1) =

Cat({ x
︶~ ( l+1)

j } j = 1,…,cl+1), 其 中, x
︶~ ( l+1)

j =

Math×w( X
︿~ ( l+1)

:, j ) ∈ Rh×w;
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7. 　 令 l = l + 1, 执行上述步骤 2 ~ 6,直至 l = L, 这里 L
表示预先给定的最大卷积层数;

8. 　 将上面步骤中所生成的特征图全部拼接起来,形成
新的特征图集 Y:

Y = Cat(X(1) ,X(2) ,…,X(L) ,X~ (1) ,X~ (2) ,…,X~ (L) )

9. 　 对特征图 Y 进行模式图编码,得到模式图 P:P =
Cat({pγ} γ = 1,…,Γ), 其 中, 第 γ 个 模 式 图 pγ =

∑T

t =1
2t-1USF(Y·,·,(γ-1)T+t),Γ = ⌊N(Y) / T」, Y·,·,z 表

示 Y 在第 z 个通道上的特征图, T 表示参与单个模式

图编码的通道数, N(Y) 表示 Y 在通道方向上的维

度,USF(·)表示单位阶跃函数( unit step function,
USF),将输入数值通过与 0 比较进行二值化,即:

　 　 USF(x) = 1 x ≥0
0 x < 0{ ;

10. 从模式图 P 提取柱状图特征 H:H = [HT
1 ,…,HT

Γ] T,
其中, Hγ = Qhist(pγ),Qhist(pγ) 表示将模式图 pγ

划分为 Q 块,从每一块中提取柱状图,每个柱状图使

用 2T 个分组,也就是,统计模式图的编码值在每一特

征块的 2T 个分组中出现的频率。

3　 实 验

3. 1　 实验设置

数据集。 为了验证本文方法的有效性和通用

性,针对受控和非受控 2 种数据采集环境,模拟低分

辨和真实低分辨率 2 种低分辨率情形,使用含有真

实遮挡的人脸图像数据集进行测试。 首先,使用

AR 人脸数据集[31],在受控环境、真实遮挡和模拟低

分辨率的情景下进行识别性能评估,详见 3. 2 节;
3. 3 节使用 MFR2[32] 和 PKU-Masked-Face[33] 2 个数

据集,在非受控环境、真实遮挡和模拟低分辨率的情

景下进行识别性能评估;3. 4 节使用作者自己采集

的人脸数据库,在非受控环境、真实遮挡和真实低分

辨率的情景下进行识别性能评估。 另外,为了对网

络模型进行训练,使用 WebFace[34] 作为训练集。
WebFace 是一个大规模的人脸数据集,由来自10 575
个人的 494 414 张人脸图像组成。 由于 WebFace 中

大部分图像不含遮挡,从 WebFace 中随机选取 50%
张不含遮挡的人脸图像,使用遮挡生成工具[32] 对其

添加模拟遮挡,并将其与 WebFace 中剩下的不含遮

挡的人脸图像混合在一起,形成一个新的混合了模

拟遮挡的人脸数据集,称为“WebFace-Occ”。

与前沿方法的对比。 为了评估本文方法的有效

性,针对受控环境和非受控环境下的数据集,采用了

不同的对比方法。 针对受控环境数据集,主要对比

了传统的机器学习方法基于核范数的矩阵回归(nu-
clear norm based matrix regression,NMR) [35] 以及 2

个有代表性的卷积神经网络模型,即 VGG-Face[36]

和 LCNN(Lightened CNN) [37]。 针对非受控环境数

据集,与前沿的 CNN 模型进行对比。 首先,以 Res-
Net28 作为主干网络,训练了 2 个 CNN 模型 Res-
Net28 和ResNet28,其中,ResNet28 在原始的 Web-
Face 数据集上训练,而ResNet28 在 WebFace-Occ 数

据集上训练,并使用了 ArcFace 损失[38]。 另外,选
取 FaceNet[2]、InterpretFR[39]、LPD[33]、ECBAM[40] 作

为前沿的对比方法。 这里,InterpretFR 和 LPD 均提

供了公开可获取的预训练模型。 ECBAM 主要基于

CBAM[41],本文基于 CBAM 的官方代码实现了 EC-
BAM。 为了使本文所提出的方法能更好地适用于

非受控环境,将 PCANet 和本文提出的 DCH-PCANet
追加在训练好的 ECBAM 模型的最后一个卷积层之

后,并分别用 + PCANet 和 + DCH-PCANet 进行表

示。 对不同类型的特征采用不同的分类器:由于

PCANet 最终生成的是柱状图特征,采用基于卡方距

离[26]的最近邻分类器;对其他方法统一采用基于协

同表示的分类器[42]。
所有实验在 Win10 64 位操作系统下进行部署,

主要硬件配置为:8 GB 内存(RAM),Intel i7-4600 双

核处理器(主频分别为 2. 10 GHz 和 2. 69 GHz)。 所

有方法均使用 Python 语言实现,并使用 PyTorch 作

为深度学习框架。
3. 2　 受控环境下在模拟低分辨率及有实际遮挡的

数据集上的识别性能

　 　 本节使用受控环境下采集的 AR 人脸数据

集[31]来验证本文提出的 DCH-PCANet 的有效性。
为探究稠密连接对 PCANet 识别性能的影响,使用

DPCANet(dense PCANet)表示在原始的 PCANet 上
只施加了稠密连接的 PCANet;为探究通道相关式卷

积(CDC)对 DCH-PCANet 的性能的影响,本节考虑

DCH-PCANet 的 3 个版本,即 DCH-PCANet-I、DCH-
PCANet-II 和 DCH-PCANet-III。 3 个版本的 DCH-
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PCANet 均采用两层卷积,且所采用的通道无关式卷

积核的个数均为 8(卷积层 1) + 8(卷积层 2),它们

的区别主要体现在对通道相关式卷积的使用上:
DCH-PCANet-I 所采用的通道相关式卷积核的个数

分别为 8 和 24,DCH-PCANet-II 所采用的通道相关

式卷积核的个数分别为 8 和 32,DCH-PCANet-III 所
采用的通道相关式卷积核的个数分别为 8 和 40。

针对有实际遮挡和极端光照变化的情形,测试

DCH- PCANet 的识别性能。 从 AR 库中选取 119 人

(男性 65 人和女性 54 人)的人脸图像作为实验数

据。 训练集选取 119 × 8 = 952 张不含遮挡和光照变

化的人脸图像,如图 10(d)所示;测试集 I 选取 119
× 3 = 357 张有左侧、右侧和正面等 3 种强光变化的

人脸图像,如图 10(a)所示;测试集 II 选取 357 张有

太阳镜遮挡且分别包含了 3 种强光变化的人脸图

像,如图 10(b)所示;测试集 III 选取 357 张有围巾遮

挡且混合了 3 种强光变化的人脸图像,如图 10(c)
所示。 AR 库中的强光光照与遮挡类似,造成了大

面积的判别特征的损失,具有更大的识别难度。 本

文重点关注低分辨率情境下的识别性能,因此,所有

图像首先被裁剪和对齐为 56 × 46 的像素矩阵,在此

基础上,对 3 个测试集中的图像进一步下采样,令其

分辨率为 14 × 11 = 154;为了测试各方法的识别性

能随着训练图像分辨率的变化情况,对所有训练图

图 10　 来自 AR 人脸数据库的低分辨率测试集和

高分辨率训练集样本

像进行了 4 倍、3 倍、2 倍下采样,分别对应于 14 ×
11 = 154、18 × 15 = 270 和 28 × 23 = 644 等像素维

数。
表 1 比较了 DCH-PCANet 的 3 个版本(DCH-

PCANet-I ~ III)与现有方法(NMR[35]、VGG-Face[36]、
LCNN[37]、PCANet[26]、DPCANet-III)在 AR 的 3 个测

试子集上的识别率。 可以看出,DCH-PCANet-I ~ III
都表现出了比 PCANet 更优的识别性能,尤其是当

待识别图像的分辨率较低的时候,这一优势更为显

著;另外,也可看出,从 DCH-PCANet-I 到 DCH-PCA-
Net-III,随着特征维度的提升,各版本的 DCH-PCA-
Net 都能够更好地利用训练集的高分辨率信息来提

升低分辨率测试集的识别性能。 从表 1 的实验结果

也可以看出,与现有各方法相比,对于实物遮挡(测
试集 II 和 III),当分辨率较低时,LCNN 具有较好的

识别性能,然而,对于强光光照所引发的遮挡(测试

集 I),LCNN 在各分辨率下的识别性能都远弱于其

他方法。 而 VGG-Face 的识别性能正好相反,对于

实物遮挡,不管是对高分辨率的训练集图像还是对

低分辨率的训练集图像,其识别性能几乎都是最低

的;而对于强光光照遮挡,其识别性能与 NMR 和

PCANet 几乎相当。 造成这一现象的原因,在很大程

度上与网络结构和所使用的训练集图像有关。 而本

文提出的 DCH-PCANet 模型较好地解决了这一问

题,在各个维度下和各种遮挡条件下,DCH-PCANet
都能取得较为稳定且优越的识别性能。

为什么 DCH-PCANet 在低分辨率情形下具有更

好的识别性能? 究其原因,主要是 DCH-PCANet 所
采用的通道相关式卷积(CDC)分支对通道无关式

卷积(CIC)分支所提取的特征起到了较好的补充作

用。 图 11 对此进行了说明。 通过对比图 11(b)和
(c)可以发现,通道无关式卷积由于没有考虑各特

征图在通道方向上的相关性及相互抑制作用,可以

更好地凸显局部纹理特征的作用,这一点对低分辨

率图像的特征提取尤为重要,但同样的,通道无关式

卷积也会强化遮挡区域的特征;而通道相关式卷积

由于充分考虑了特征图在各通道方向上的相关性,
从而可以较好地抑制坏特征的作用,从图 11(c)可
以看出,通道相关式卷积的特征响应更为稀疏。因
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表 1　 在 AR 人脸库的 3 个测试集上的识别率(%)比较

像素维度
测试集 I

154 270 644

测试集 II

154 270 644

测试集 III

154 270 644

NMR 48. 50 50. 41 53. 27 23. 41 27. 32 30. 79 33. 49 36. 58 37. 14
VGG-Face 43. 25 47. 63 50. 72 5. 32 7. 51 9. 58 9. 52 10. 82 12. 79
LCNN 10. 36 12. 72 15. 23 21. 57 22. 43 26. 69 42. 30 45. 13 47. 78
PCANet 44. 82 48. 37 49. 18 19. 61 26. 25 31. 76 31. 37 37. 22 39. 50
DPCANet 54. 00 57. 70 59. 20 30. 50 32. 20 35. 30 39. 20 42. 91 47. 40
DCH-PCANet-I 56. 22 58. 19 62. 07 24. 65 29. 02 33. 51 39. 69 41. 98 42. 87
DCH-PCANet-II 58. 18 61. 75 63. 07 24. 70 31. 54 35. 35 40. 81 42. 15 45. 27
DCH-PCANet-III 59. 86 62. 85 67. 63 25. 49 32. 98 36. 19 43. 89 46. 06 49. 11

图 11　 DCH-PCANet 所生成的特征图的模值对比

此,通道相关式卷积和通道无关式卷积可以相互补

偿,从而有效提取低分辨率图像的特征,达到更优的

识别性能。

3. 3　 非受控环境下在模拟低分辨及真实遮挡数据

上的识别性能比较

　 　 本节及下一节评估本文方法在非受控环境下对

低分辨率及有真实遮挡的人脸图像的识别性能。 本

节针对 MFR2[32] 和 PKU-Masked-Face[33]2 个有真实

遮挡的人脸数据集,测试不同方法在不同分辨率下

的识别性能。 在 U-O 和 H-L 情境下测试各模型的

性能。 这里,U-O 指的是:相比对的 2 幅图像中,库
存人脸图像(也就是在人脸识别系统中事先注册的

人脸图像)不含遮挡(unoccluded),待比对的人脸图

像含有遮挡(occluded);H-L 指的是:相比对的 2 幅

图像中,库存人脸图像为高清的(high resolution),待
比对的人脸图像是低分辨率的( low resolution)。 也

就是说,这里限定库存图像是无遮挡的高清图像,待
比对图像是低分辨率的有遮挡图像。 为此,首先按

照 U-O 协议分别在 MFR2 和 PKU-Masked-Face 上选

取样本对。 在 MFR2 上,随机选取 800 个图像对,包
括 400 个正样本对和 400 个负样本对;在 PKU-
Masked-Face 上,随机选取 1 890 个图像对,包括 945
个正样本对和 945 个负样本对。 按照 U-O 协议,所
选取的样本对中,有一张是不含遮挡的,将其作为库

存样本,有一张是含有遮挡的,将其作为待比对样

本。 并且将所有选出的人脸图像裁剪、缩放为 240
× 240 大小,然后再将待比对图像进行 1 倍、2 倍、4
倍和 6 倍下采样,分别得到分辨率依次为 240 ×
240、120 × 120、60 × 60 和 40 × 40 的待比对的人脸

图像。 图 12 给出了本节实验所用到的来自于 MFR2
(第 1 行)和 PKU-Masked-Face(第 2 行)的各分辨率

下的有实际遮挡的人脸图像样本。

图 12 　 本节实验所用到的非受控环境下的来自于 MFR2

(第 1 行)和 PKU-Masked-Face(第 2 行)的模拟低

分辨率和实际遮挡的人脸图像样本

表 2 报告了各对比方法在本节实验环境下的识

别性能。 可以看出,随着待比对图像的分辨率的下
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降,各对比方法的识别性能都有了显著下降,从 240
×240 到 40 × 40,分辨率下降了 6 倍,而识别率下降

了将近 50% ,几乎呈指数级下降。 产生这一现象的

一个主要原因是待比对图像和库存图像的分辨率严

重不一致所致。 由于所比对的各网络模型都要求输

入图像的大小是固定的 240 × 240,所以,所有图像,
不论其分辨率大小,都被重新调整到了 240 × 240 大

小,再进行匹配识别。 而低分辨率图像由于要进行

像素插值,可能会引入人工痕迹,这会导致输入图像

在进入网络时的特征就有了一定程度的破坏,而这

种人工痕迹会随着输入图像分辨率的降低而越发严

重,从而导致识别率显著下降。 显然,通过对输入图

像进行有效的超分辨率重建可能是提升低分辨率

人脸图像识别性能的最直接有效的方法。 然而,
由于本文重在构建鲁棒的人脸识别模型,因此,如何

提升输入图像的分辨率将是进一步的研究课题。 尽

管如此,从表 2 的最后 3 行来看,本文提出的方法

DCH-PCANet 可以作为现有模型的有效补充,并稳

定提升其识别性能,尽管这种提升并非是数量级上

的提升。

表 2　 在 MFR2 和 PKU-Masked-Face 2 个真实遮挡人脸数据集上的最大识别率(%)

模型
MFR2 (U-O)

2402 1202 602 402

PKU-Masked-Face (U-O)

2402 1202 602 402

ResNet28 91. 14 89. 74 62. 15 42. 85 88. 37 83. 87 63. 35 40. 18
ResNet28 90. 63 89. 96 63. 90 43. 50 90. 00 87. 61 64. 38 42. 16
FaceNet 92. 01 89. 50 62. 20 44. 17 89. 58 87. 71 66. 38 40. 12
InterpretFR 90. 63 88. 43 61. 36 41. 20 92. 85 83. 42 62. 22 39. 15
LPD 88. 76 87. 54 63. 92 43. 67 91. 96 84. 13 64. 59 39. 19
ECBAM 92. 38 89. 56 63. 15 45. 78 93. 97 87. 33 62. 28 41. 46
+ PCANet 92. 42 89. 62 64. 51 46. 74 94. 15 87. 73 64. 03 43. 37
+ DCH-PCANet 93. 56 89. 92 65. 56 46. 75 94. 52 89. 20 67. 60 46. 85

3. 4　 非受控环境下在真实低分辨及真实遮挡数据

上的识别性能比较

　 　 本节进一步在非受控环境下测试本文方法对真

实低分辨、真实遮挡的人脸图像的识别性能。 3. 2 节

和 3. 3 节通过对高清人脸图像进行下采样得到低分

辨率人脸图像。 然而,在现实世界中,低分辨率图像

的产生可能是一个复杂的过程,例如,可能是由于光

照条件差、人体运动、相机抖动等众多因素造成的。
因此,对真实场景中产生的低分辨率人脸图像进行

识别往往具有更大的挑战性。
为了测试现有方法对真实场景中的低分辨率人

脸图像的识别性能,本文自行采集了一个小规模的

低分辨率人脸图像数据集。 该数据集包括 80 个参

与者(30 个女生,50 个男生)的人脸图像。 首先,由
参与者自行提供一张高清的人脸图像作为库存图

像;其次,使用 MI 8 SE 手机对参与者进行拍摄,让
参与者随意行走在光线并不充足的走廊上,在距离

参与者大约 20 m 时进行拍摄,每个参与者来回走动

5 次,拍摄 10 张照片。 对采集到的 80 × 10 张人脸

图像,采用 MTCNN[43]检测和对齐人脸图像,将每张

人脸图像裁剪为 86 × 90 大小,从每个人的 10 张图

像中挑选 5 张照片进行识别,如图 13 所示。
表 3 报告了相关方法的识别结果。 可以看出,

在真实的低分辨率人脸图像数据集上,各方法的识

别率都在 60. 00% 以下,本文提出的方法达到了最

高 57. 68%的识别率。 显然,在现实环境下,低分辨

的人脸图像对现有的人脸识别方法构成了极大的挑

战。 正如本文开篇所指出的,相对于其他生物识别

技术,人脸识别最大的优势在于其更自然,不需要被

识别对象的配合。 然而,从表 3 报告的识别结果来

看,现有方法对于真正达到这一目标还有不小的距

离。
本文也对这些人脸图像进行了人工识别测试:

选取 5 个受试者,任意选取 10 个参与人的库存照片
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图 13　 本节实验所用到的非受控环境下的真实低分辨率和

真实遮挡人脸数据集的样本示例

表 3　 在自建的低分辨率人脸数据集上的识别率

模型 识别率 / %
ResNet28 52. 34
ResNet28 50. 52
FaceNet 52. 73

InterpretFR 52. 35
LPD 48. 67

ECBAM 54. 98
+ PCANet 55. 32

+ DCH-PCANet 57. 68

和 5 张低分辨照片,让受试者指出低分辨率照片与

哪张高清库存图片匹配。 实验结果表明,人工识别

的准确率一般在 80%以上。 可见,尽管现有的研究

工作已经很多次声称所构建的模型超过了人眼的分

类准确度,但这并不代表在所有情况下,人工训练的

模型都能超过人眼。 深度学习模型与人类视觉机制

的内在联系还有待于进一步探讨。

4　 结 论

针对低分辨率下有遮挡人脸识别问题,本文提

出了基于稠密连接的混合通道 PCANet(DCH-PCA-
Net)模型。 实验结果表明,DCH-PCANet 能够在一

定程度上弥补图像分辨率不足和遮挡造成的信息损

失,是现有的深度网络模型的有益补充。 本文对低

分辨率图像只是进行了简单的双三次插值处理,而
简单的插值处理往往会在低分辨图像中引入很多人

工痕迹,从而破坏输入图像的局部判别信息。 如何

在保留判别性的同时提升低分辨率图像的分辨率是

未来进一步探讨的课题。 本文研究也表明人眼不仅

有很好的遮挡鲁棒性,也有很好的“低分辨率鲁棒

性”,即使不加训练(无须熟悉待识别图像),也可以

在同时含有遮挡和低分辨率的人脸图像上达到很好

的泛化能力。 探讨深度学习模型与人类视觉机制的

内在联系也将是进一步的研究目标。
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Dense channel-hybrid PCANet for low-resolution
and occluded face recognition
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Abstract
A dense channel-hybrid PCANet (DCH-PCANet) is proposed to recognize low-resolution and occluded face

images. Only channel-independent convolutions (CIC) are used in the convolutional layer of the existing principal
component analysis network(PCANet) model. Since CIC does not consider the correlation of the feature maps in
the channel direction, it can better highlight the local texture features of a single feature map, which is of great sig-
nificance for compensating the feature loss caused by low resolution and occlusion. However, CIC will also
strengthen the occlusion features, hence enlarging the influence range of bad features. The channel-dependent con-
volution (CDC) fully considers the correlation of all feature maps in the channel direction, which can better sup-
press the effect of bad features and form a sparse feature map. A CDC-based feature-map extraction branch is added
to PCANet to form a channel-hybrid PCANet. And dense connections are also introduced to make full use of low-
level features to improve the robustness of occluded image recognition. Experiments are conducted on the following
four datasets: AR face dataset, where face images with real occlusions and simulated low-resolutions are acquired in
controlled environment; MFR2 and PKU-Masked-Face, where face images with real occlusions and simulated low-
resolutions are acquired in uncontrolled environment; our own dataset, where face images with real occlusion and
real low-resolution are acquired in uncontrolled environment. Experimental results show that compared with the ex-
isting methods, the proposed DCH-PCANet has better occlusion and low-resolution robustness, which can be used
as an effective supplement to the cutting-edge methods to improve their recognition performance.

Key words: face recognition with occlusion, principal component analysis network(PCANet), channel-de-
pendent convolution (CDC), dense connection
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