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摘　 要　 针对传统二维(2D)卷积网络提取时空特征尺度单一以及对细粒度动作数据集

中帧与帧之间的远程时间关联信息利用不足的问题,本文提出时空多尺度关联特征融合

的 2D 卷积网络细粒度动作识别模型。 首先,为建模视频多尺度空间关联以加强对细粒

度视频数据的空间表征能力,模型使用多尺度“特征压缩、特征激发”方式,使网络所提取

空间特征更加丰富有效。 然后,为充分利用细粒度视频数据时间维度上的运动信息,本文

引入时间窗口自注意力机制,利用自注意力机制强大的远程依赖建模能力同时只在时间

维度上进行自注意力操作,以较低计算成本建模远程时间依赖关系。 最后,考虑到所提取

时空特征对不同类型动作分类的贡献不均等,本文引入自适应特征融合模块,为特征动态

赋予不同权重实现自适应特征融合。 模型在 2 个细粒度动作识别数据集 Diving48 和

Something-somethingV1 上识别准确率分别达到 86. 0%和 46. 9% ,分别使原始主干网络识别

准确率提升 3. 8%和 1. 3% 。 实验结果表明,在只使用视频帧信息作为输入的情况下,本模

型达到与现有基于 Transformer 和三维卷积神经网络(3D CNN)算法相当的识别准确率。
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　 　 基于视频的动作识别由于在视频监控、医疗诊

断、军事安防等方面有广泛应用前景,已经成为视频

理解领域研究热点。 相比于图像识别,视频动作识

别难度更大,其中关键因素在于引入时间维度信息,
尤其是当涉及细粒度动作识别时,问题则变得更具

有挑战性。 细粒度动作识别要求模型能够捕获相似

动作在时间和空间维度上微小差异,但是经典模型

却只专注于视频数据中空间信息,对于如何有效提

取视频数据中时间和空间特征,目前研究思路主要

包括:(1)提前抽取光流图像用来建模运动信息;
(2)构建基于三维(3-dimension,3D)卷积的模型直

接提取时空特征;(3)使用 Transformer 和自注意力

机制提取远距离时空关联特征。
早期动作识别方法直接使用二维卷积网络对单

个视频帧中静态信息建模,缺点是对视频信息利用

效率不足。 直到 2014 年,Simonyan 和 Zisserman[1]

设计了基于二维卷积神经网络(2-dimensional convo-
lutional neural network,2D CNN)的双流网络。 双流

网络有 2 个分支:其中一个分支输入视频帧,用于建

模空间信息;另一个分支输入光流图像,用于建模视

频中运动信息。 由于双流网络成功捕获运动信息,
因此识别精度相比于早期方法有较大提升。 为解决

双流网络对关联信息不敏感问题,Yue-Hei 等人[2]

在双流网络 2 个分支中加入长短期记忆网络(long
short term memory,LSTM)来捕获关联信息;由于双流

网络只在网络最后对 2 个分支分类结果融合,对所

提取时空信息利用不够充分,于是 Feichtenhofer 等

人[3]对双流网络中 2 个分支如何进行融合进行有
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益的探索,发现在网络早期阶段对 2 个分支浅层特

征进行融合可以提高双流网络识别精度。 为提高双

流网络处理长视频的能力,2016 年 Wang 等人[4] 在

双流网络基础上构建时间分段网络( temporal seg-
ment networks,TSN)模型,TSN 将一个长视频切分成

几段,分别将每段视频输入到一组参数共享的双流

网络中进行分类,取得了较好效果。 双流网络使用

光流图像来提取视频中运动信息,相比于以往方法

识别精度较高,但它需要提前抽取光流图像,这个步

骤需要耗费较长时间。 不同于 2D 卷积,3D 卷积可

以同时提取空间和时间信息,更适合处理视频信息。
在 2015 年,Tran 等人[5] 使用 3D 卷积网络(convolu-
tional 3D,C3D)进行动作识别,从此 3D 卷积网络开

始成为视频理解领域主流模型。 为解决 C3D 网络

参数众多难以训练的问题,Carreira 等人[6] 在 2017
年提出双流膨胀 3D 卷积网络网络(inflated 3D Con-
vNet,I3D),将在 ImageNet 上预训练的 2D 卷积网络

模型扩充为 3D 模型,充分利用 2D 模型的预训练参

数。 为进一步提高 3D 卷积网络识别精度,同时受

到双流网络启发,在 2018 年,Feichtenhofer 等人[7]

参考双流网络结构,构建了 SlowFast 网络。 SlowFast
使用快速 3D 网络分支学习运动信息、慢速 3D 网络

分支学习静态信息,取得较高识别准确率。 虽然 3D
卷积能同时捕获时空信息,但是受限于卷积核尺寸,
不利于提取远距离关联信息。 自注意力机制和

Transformer 有较强远程关联建模能力,一经提出就

在各个领域得到关注。 2018 年,Wang 等人[8] 提出

非局域(Non-Local)算子,此方法类似于自注意力机

制,用于长距离关联建模,开创式地将自注意力机制

引入到视频理解领域。 不同于 Non-Local 算子,
Zhang 等人[9]在 2021 年提出时间查询网络( tempo-
ral query networks, TQN) 将 3D 卷积网络主干和

Transformer 解码器结合起来实现细粒度动作识别。
TQN 使用可分离 3D 卷积 ( separable 3D convolu-
tions,S3D)网络作为视觉主干提取特征,特征与查

询向量输入到 Transformer 解码器中,最终输出相应

响应向量。 考虑到这些研究存在特征尺度单一问

题,Bera[10]在 2023 年提出基于图像块的注意力机

制(patch-based attention,PbA),利用多尺度注意力

促使 CNN 模型理解上下文语义信息。 为在视频理

解领域完全脱离卷积操作,Bertasius 等人[11]在 2021
年提出实现完全使用自注意力机制的动作识别网

络,作者对比多种形式注意力计算方法,得出最优计

算形式。 由于视频领域 Transformer 网络参数过多,
为降低计算负担,Liu 等人[12]在 2022 年提出视频分

层视觉 Transformer(video swin Transformer),将图像

领域 swin Transformer 中窗口自注意力机制拓展到

视频领域,降低计算复杂度,同时利用窗口移动机制

增强模型表达能力。 不同于文献[12]中窗口移动机

制,Sun 等人[13]2022 年提出分层时间窗口注意力机

制( hierarchical temporal window attention,HTWA),
在多个注意力层中逐层扩大注意力窗口大小,有效

捕获远程依赖性的同时,也能够获得不同感受野下

更加丰富的多尺度关联特征。 考虑到现有 Trans-
former 模型并未对动作主体对象信息进行建模,
Herzig 等人[14]在 2022 年提出对象区域视频 Trans-
former(object-region video Transformers,ORViT)网络

特征优化模块,可以将视频中对象边界框信息融合

到网络 Transformer 层中,从而提升模型的性能,该
方法需要借助外部目标检测器提取出视频数据中对

象边界框信息。
基于 3DCNN 和使用 Transformer 的网络虽然在

视频识别领域成为主流,但这些方法参数量大,从头

训练对图形处理器( graphics processing unit,GPU)
性能和显存要求高,相比之下,2D 卷积计算成本低,
同时也可以通过添加高效时间建模模块实现捕获时

序依赖关系的功能。 例如,Lin 等人[15]在 2019 年将

时间移位操作融入 2D 卷积网络中构成时间移位

(temporal shift module,TSM)网络,以几乎零计算成

本的额外操作使得网络获得时序关联建模能力并且

保持较低复杂度,为基于 2D 卷积的网络模型在动

作识别领域应用提供新思路,但是 TSM 只对局部时

间关联信息建模,而忽略了较为重要的远程时间依

赖关系。 不同于 TSM 中时间移位操作,Hu 等人[16]

在挤压激励网络 ( squeeze-and-excitation networks,
SE-Net)中提到,多尺度池化可以提取不同感受野下

依赖信息。 在这个结论启发下,同时为建模多粒度

时空信息,Chen 等人[17] 在 2023 年提出动作粒度金
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字塔模块(action granularity pyramid network,AGPN)
依次从上到下减小感受野,使提取到的时空信息更

加精细化。 Tan 等人[18] 在 2021 年构建选择性依赖

聚合( selective dependency aggregation,SDA) 模块,
该模块使用多尺度池化进行特征压缩来建模远程和

短程时空依赖关系,并且对多种依赖特征进行选择

性融合。 但是,只使用简单池化操作提取远距离关

联信息不可避免地会有信息丢失,具有一定局限性。
为解决这一问题,同时针对现有细粒度动作识别模

型提取特征尺度单一、对远程时间依赖信息不敏感

的缺点,本文提出时空多尺度关联特征融合 2D 卷

积网络模型。 为增加提取特征丰富性,利用多尺度

池化压缩然后激发特征,得到包含不同感受野信息

的多尺度特征表示;为提升模型捕获远程时序信息

的能力同时尽可能减少额外引入参数量,使用窗口

自注意力并且只在时间维度计算自注意力权重来对

远程依赖信息建模;为进一步提升特征丰富性并去

除冗余,特征融合模块为重要性较强特征赋予更大

权重实现自适应加权特征融合,得到更加高效的特

征表示。 另外,本文选用 TSM ResNet-50 作为动作

识别主干网络,既降低模型复杂度,又可保持较强特

征描述能力。

1　 时空多尺度关联特征融合的二维卷

积网络模型

1. 1　 时空多尺度关联特征融合网络

本文提出的时空多尺度关联特征融合网络,用
于捕获视频数据在时间维度和空间维度上的多个尺

度依赖关系,并自适应地融合这些关联特征,其目标

是获得细粒度视频数据更精细的、高效的特征表示,
以提高信息利用效率。 该模型由 3 个模块组成,即
时间依赖建模模块( temporal dependency modeling,
TDM)、空间依赖建模模块( spatial dependency mod-
eling,SDM)和特征融合模块( feature fusion)。 模型

整体框架如图 1 所示。 首先,使用 1 × 1 × 1 卷积对

来自残差块卷积层 Conv2 的特征进行通道缩减,以
减少参数数量。 然后,空间依赖建模模块在全局和

局部尺度上压缩、激发特征,从而进行短程和远程的

空间依赖建模。 接下来,时间依赖建模模块将输入

特征划分为多个窗口,在每个窗口中计算注意力权

重并加权输出。 随后,自适应特征融合模块利用查

询结构化自注意力机制,按照不同权重加权融合所

图 1　 多尺度时空关联特征融合网络

—295—

高技术通讯　 2024 年 6 月 第 34 卷 第 6 期



获得的时空关联特征。 最后,通过 1 × 1 × 1 卷积层

恢复特征通道数,并将输出特征传递给深层网络以

进行后续训练和分类。
1. 2　 基于 ResNet-50 的主干网络

ResNet[19]通过引入残差连接,成功解决由于网

络过深而产生的梯度消失和梯度爆炸问题,从而实

现更有效的训练过程,因此具备良好的识别精度,同
时相比于其他深层网络参数较少,已经成为计算机

视觉领域中被广泛关注的模型,因此本文将提出的

时空多尺度关联特征融合模块(multi-scale spatio-
temporal correlation feature fusion,MSTF)插入到现有

Res-Net 变体网络 TSM ResNet-50 中来构成本文的

时空多尺度关联特征融合网络(MSTF-Net)。
1. 2. 1　 ResNet-50 网络

ResNet-50 的主要部分由 4 个网络模块构成,每
个模块被称为一个阶段(Stage)。 在每个 Stage 中,
首先用 1 × 1 卷积减小输入特征图通道数,达到降维

目的,有利于特征提取和后续网络的学习;接着使用

3 × 3 卷积来细化特征;然后使用多个 1 × 1 卷积实

现特征升维,高维特征可以提供更多模式类别信息,
有利于分类;最后输出特征与输入特征进行残差连

接。
1. 2. 2　 TSM ResNet-50

由于 ResNet-50 仅在视频数据的单帧上执行特

征提取,未能捕获时间维度上的关联信息,为解决这

个问题,时间通道位移模块 TSM[15]通过进行通用且

几乎无计算成本的时间通道移位操作,在时间维度

上将部分通道进行移动,从而实现视频中相邻帧之

间信息交互。 这种方法在一定程度上实现低成本短

程时间依赖建模,满足模型在实际应用中对低延迟

实时分类的需求。 将 TSM 模块直接插入卷积层或

残差块之前会破坏网络在空间建模方面的能力,较
为理想的做法是将 TSM 模块嵌入到残差分支中,如
图 2 所示。

图 2　 TSM 操作插入位置示意图

由于 ReNet-50 提取空间特征尺度较为单一并

且未对数据时间维度信息进行建模,同时 TSM 模块

在时间维度上进行通道移位仅仅促进了相邻帧之间

的短程信息交流,未提取丰富的远程时间依赖关系,
因此本研究将提出的 MSTF 模块插入 TSM ResNet-
50 残差块中构成 MSTF-Net 来缓解上述挑战。 具体

来说 MSTF 空间依赖建模模块建模多尺度空间关联

信息;时间依赖建模模块通过引入自注意力机制捕

获远程时间关联信息以此来弥补 TSM 的不足。 网

络的整体结构以及不同网络结构之间的对比如表 1
所示,表中方括号内的信息表示残差块内部的卷积

层结构,每个阶段由多个这样的结构堆叠而成,该数

量用方括号外乘积表示。

表 1　 ResNet-50 网络结构以及本文模型网络结构

网络层
输出特征

大小
ResNet-50

MSTF
ResNet-50

Conv1 112 × 112 7 × 7,64,stride2
　 　 3 × 3 maxpool,stride2

Stage1 56 × 56
1 × 1,64
3 × 3,64
1 × 1,256

é

ë

ê
ê

ù

û

ú
ú
× 3

TSM
1 × 1,64
3 × 3,64
MSTF

1 × 1,256

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

× 3

Stage2 28 × 28
1 × 1,128
3 × 3,128
1 × 1,512

é

ë

ê
ê

ù

û

ú
ú
× 4

TSM
1 × 1,128
3 × 3,128
MSTF

1 × 1,512

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

× 4

Stage3 14 × 14
1 × 1,256
3 × 3,256
1 × 1,1024

é

ë

ê
ê

ù

û

ú
ú
× 6

TSM
1 × 1,256
3 × 3,256
MSTF

1 × 1,1024

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

× 6

Stage4 7 × 7
1 × 1,512
3 × 3,512
1 × 1,2048

é

ë

ê
ê

ù

û

ú
ú
× 3

TSM
1 × 1,512
3 × 3,512
MSTF

1 × 1,2048

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

× 3

Classifier Average pool , FC, softmax

1. 3　 空间依赖建模

为更好地捕获多尺度细粒度空间关联信息,便
于后续网络进行信息融合和分类,本文构建空间依
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赖建模(SDM)模块。 具体分为 2 个部分:远程空间

依赖建模( short-range spatial dependency)和短程空

间依赖建模(long-range spatial dependency)。
给定网络中间层特征 X ∈ RT×H×W×C, 其中 C 表

示特征通道数,T 表示时间维度,H 和 W 分别表示视

频采样帧高度和宽度。 首先使用 1 × 1 × 1 卷积对特

征在通道维度上降维,得到降维特征 X′, 以减小计

算量。 然后,空间依赖建模(SDM)模块以降维特征

X′ 为输入,输出包含空间关联信息的特征 RS, 表示

为

RS = SDM(X′) (1)
其中 RS ∈ RT×H×W×C。

具体来说,采用特征压缩、特征激发的级联机制

来提取空间关联特征,如图 3 所示。 SDM 首先使用

平均池化对降维特征 X′ 进行压缩,得到压缩特征

A,表示为

A = Poolavg(X′; WPool
pt,ph,pw) (2)

其中,Poolavg 为平均池化, WPool
pt,ph,pw 代表进行的操作

为池化操作, pt、ph、pw 分别代表所采用池化核的维

度大小。 压缩特征 A 包含不同感受野下的空间信

息,通过改变池化核大小可以提取不同尺度的压缩

信息。 然后,使用相应卷积和激活函数对压缩特征

A 进行特征激发得到空间关联特征 RS, 用式(3)表
示。

RS = ReLU(Conv3d(A;WConv
ct,ch,cw)) (3)

其中 Conv3d 代表 3D 卷积运算。
对于视频数据,远程空间关联性表示大感受野

下宏观内容信息,而短程空间关联性则包含局部范

围内细节内容信息。 这 2 种关联信息对于细粒度动

作识别都比较重要。
为捕获远程空间关联信息(LS)将池化核尺度

设置为 Wpool
1,H,W, 然后通过平均池化操作对 X′ 进行特

征压缩得到远程压缩特征 ALS, 用式(4)表示。
ALS = Poolavg(X′; WPool

1,H,W) (4)

图 3　 特征压缩和特征激发机制示意图

远程压缩特征 ALS 中包含长宽维度上跨空间压

缩的全局信息。 最后通过卷积层和 ReLU 激活函数

对 ALS 进行特征激发得到远程空间关联特征 RLS, 表

示为

RLS = ReLu(Conv3d(ALS;WConv
1,3,3)) (5)

与远程依赖建模类似,短程依赖建模是通过

将池化核尺寸设置在较小范围内实现的。 参考文

献[18]对局部池化核的设置,本文使用 Wpool
1,1,2 作为

池化核来进行特征压缩,然后通过卷积层 WConv
3,1,1 和

ReLU 激活函数对压缩特征 ASS 进行特征激发,得到

短程空间关联特征 RSS ,这一过程如式(6)所示。
ASS = Poolavg(X; WPool

1,2,2)

RSS = ReLU(Conv3d(ASS; WConv
3,1,1))

(6)

1. 4　 时间依赖建模

为提取特征时间维度上远程依赖关系,引入时

间依赖建模模块。 该模块使用自注意力机制构建远

程依赖关系,但直接将所有视频采样帧输入到

Transformer 网络中进行全局自注意力学习会导致计

算成本较高的问题,因此,本文引入时间窗口自注意

力机制( temporal window self attention, Temporal W-
SA),它仅在窗口内对输入数据进行自注意力操作,
并且只需要关注时间维度上依赖关系。 时间窗口自

注意力机制计算流程图如图 4 所示。

图 4　 时间窗口自注意力计算流程图

—495—

高技术通讯　 2024 年 6 月 第 34 卷 第 6 期



　 　 假设每个通道特征维度为 T × H × W,使用一个

维度为 P × M × M 的 3D 窗口以非重叠方式将输入

特征划分,输入特征被划分为
T
P × H

M × W
M 个不重叠

窗口。 例如,对于维度为 8 × 8 × 8 的输入特征,如果

采用 2 × 2 × 2 窗口进行划分,最终划分得到 64 个窗

口。 然后,在每个 3D 窗口内进行自注意力操作。
时间关联建模模块主要关注时序关系建模,因

此时间依赖建模模块只在每个窗口时间维度上对特

征进行自注意力操作。 输入特征被划分为 k 个窗

口,首先每个窗口中特征在空间维度分割成固定大

小非重叠块(patch),通过图像块编码(patch embed-
ding)和位置编码(position embedding) [12] 得到带有

位置信息的向量 z;接下来,归一化层( layer normali-
zation,LN)对向量 z 进行归一化处理以提高模型稳

定性[20];紧接着,在时间维度上对 LN 层输出进行

自注意力操作,并将其与输入 z 进行残差连接,得到

中间特征向量 ẑ。 这一过程表示为

ẑ = Temporal W-SA(LN(z)) + z (7)
然后,通过由多层感知机 ( multilayer perceptron,
MLP)和 LN 组成的前向传播模块对中间向量 ẑ 作进

一步特征提取,以增强特征表达能力,并与 ẑ 进行残

差连接得到输出特征 ai。 最后,将各个窗口输出拼接

在一起,得到远程时间关联特征 RT。 该步骤表示为

ai = LN(MLP( ẑ)) + ẑ, i ∈ [1,2,…,k]

RT = Concat(a1,a2,…,ak)
(8)

其中,ai为多层感知机的输出特征,Concat代表拼

接操作, i∈[1,2,…,k],其中 k表示划分的窗口数

量。
由于本文使用固定且不重叠的时间窗口,故而

缺乏跨窗口信息连接,这可能会限制模型特征提取

能力。 为此,在实验部分本文对比不同 P 值窗口下

模型性能,最终得出性能最优时窗口时间长度。
1. 5　 特征融合

为得到更加高级、紧凑的特征表示,以便于后续

分类,引入特征融合模块。 由于视频内容之间关联

性较为复杂,并且在不同类型视频中,语义信息的类

别依赖于不同关联信息,因此这些关联特征对动作

识别的贡献可能是不平等的。 本文充分考虑视频内

容中各种关联信息多样性,为保证融合得到最合理

紧凑的时空关联特征以促使模型更好地理解视频动

作语义信息,引入自适应权重特征融合(adaptive fu-
sion,ADF)模块,利用自注意力机制动态生成不同

大小的注意力权重以此来强调较为重要的特征,模
块的框图如图 5(a)所示。

依赖建模模块输出一组时空关联特征 {R1,R2,
…,RM}, 特征融合模块对多个特征进行融合。 ADF

模块受到查询结构化自注意力[21] 的启发,额外引入

一个可学习查询向量 Q ∈ R1×C 来辅助计算相应自

注意力权重。 首先将 {R1,R2,…,RM} 简单拼接后,

得到向量 V ∈ RM×T×H×W×C, 然后对向量 V 进行平均

池化,向量 V 在时间和空间上被压缩,进而得到 K
∈ RM×C, 最后计算得到得到注意力权重,计算过程

表示为

图 5　 2 种特征融合方式
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　 　 Attention(Q, k) = softmax(Q × KT) (9)
最终的多尺度时空关联特征 Radf ∈ RT×H×W×C 计算如

下:
Radf = Attention(Q, K) × V (10)
为进一步验证本文 ADF 模块有效性,引入较为

传统的平均融合 ( average fusion, AVF) 模块来与

ADF 进行对比。 AVF 不考虑关联特征之间重要性

区别,为不同关联特征赋予相同权重来进行特征融

合,如图 5(b)所示。 首先将 {R1,R2,…,RM} 拼接

起来,然后使用平均池化最终得到关联特征 Ravf ∈

RT×H×W×C。 计算公式表示为

Ravf = 1
M∑

M

i = 1
R i (11)

其中 i ∈ [1,2,…,M],M 为特征数量, {R1,R2,…,
RM} 为依赖建模模块输出的一组特征。 为验证所引

入 ADF 模块的优势,同时确定最终应采用的特征融

合方式,本文在实验部分对使用 2 种融合方式的模

型识别精度进行对比。

2　 实验与分析

本文提出的时空多尺度关联特征融合 2D 卷积

网络在 PyTorch 深度学习框架下设计并实现。 使用

4 个 Tesla K80 GPU 训练,并且对于输入 8 帧的模

型,批大小(batch size)设置为 32,初始学习率设置

为 0. 010;对于输入 16 帧的模型,Batch size 设置为

16,初始学习率设置为 0. 007 5;训练 50 个迭代(ep-
och)并且在第 20、40 个 epoch 时学习率衰减为原来

的 0. 1。
2. 1　 数据集

如图 6 所示,Diving48 数据集是通过剪辑和切

分跳水比赛视频获得的。 与常用的粗粒度数据集

(如 UCF101、HMDB51)相比,Diving48 数据集对各

种细微的动作进行了定义分类,粗粒度的背景信息

对分类贡献不大,因此该数据集可以用于评估模型

对远程时序关联信息的捕获能力。 Diving48 数据集

包含 48 个类别,第 1 个版本的数据集一共有 18 ×
103 视频,但存在较多错误标注和一些剪辑不准确

的视频,于是官方于 2020 年发布第 2 版本,并在该

版本进行删减。 删减后的 Diving48-V2 共包含 17 ×

103 视频,随机划分 15 × 103 用作训练集,2 × 103 用

作测试集,并且视频的长度、帧率不等。 本文实验都

是在 Diving48-V2 以及官方提供的训练集和测试集

下进行的。

图 6　 Diving48 细粒度动作数据集展示

　 　 如图 7 所示,Something-somethingV1 数据集是

一个大规模的细粒度动作识别数据集,包含 108 499
个 2 ~ 6 s 有标注视频片段,174 个动作类别,例如:
拿起某物、打开某物等。 此数据集强调人类与物体

之间交互关系,要求模型能够提取不同帧之间细粒

度时间关联信息。

图 7　 Something-somethingV1 数据集展示

2. 2　 消融实验

为研究本文模型各个部分的有效性,本节在

Diving48-V2 数据集上设置 3 组消融实验,分别为时

间窗口长度的影响、依赖建模模块不同部分的作用

以及特征融合方式对识别精度的影响。
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2. 2. 1　 不同时间窗口长度的影响

当使用固定注意力窗口划分输入特征时,不同

窗口间视频帧依赖关系没有被模型识别。 为研究这

些丢失信息对识别精度的影响,并进一步确定最优

的窗口大小,本文分别在 P 等于 2、4、8 和 16 时进行

实验,对比研究时间窗口大小对模型精度的影响,实
验结果如图 8 所示。

图 8　 窗口时间长度 P 对识别精度的影响

从图 8 可以看到,随着 3D 窗口的时间长度 P
的增加,模型的识别准确率不断增加;当 P 增加到

与输入帧数 16 相等的时候,模型性能达到最优。 实

验结果表明,较小的时间注意力窗口不利于远程时

间依赖建模。 在增加时间窗口长度后,虽然在相同

条件下模型训练时间有小幅增加,但模型分类准确

率却有较为显著的提升。
2. 2. 2　 模块不同部分的作用

为验证模型各个部分有效性,本节对模型中时

间依赖建模模块和空间依赖建模模块的作用进行消

融研究,模型依赖建模模块各部分输入和输出特征

图维度均相同,因此每部分可以单独使用。 对于空

间关联建模模块,将池化核和卷积核分别设置为 {1
× H × W,1 × 3 × 3} 来进行远程空间依赖建模,将池

化核和卷积核大小分别设置为 {1 × 2 × 2,3 × 1 × 1}
来进行短程空间依赖建模;对于时间关联建模模块,
将时间窗口长度分别设置为 4、8、16,来测试时间关

联建模模块的时序建模能力;特征融合方式则采用

平均融合。 实验结果如表 2 所示,当单独使用空间

建模模块时,模型性能提升 0. 2% ;单独使用时间依

赖建模模块时,增大窗口的时间长度依然可以不断

提升模型的精度直到窗口长度增加到与输入帧数相

等时精度达到最高,可以使模型性能提升 1. 3% ~
2. 5% ;同时使用 2 种依赖建模模块则会使性能最多

提升 3% 。 总体而言,无论为网络增加哪种依赖建

模模块,都会使原始 TSM 网络识别准确率得到提

高。 实验结果表明,本文提出的时空依赖建模模块

各个部分都是有效的,能够提取多尺度时空关联特

征,并且提高细粒度动作识别准确率。

表 2　 SDM 模块和 TDM 模块作用对比实验

依赖 描述 窗口 准确率 / %

空间
远程空间(LS) +
短程空间(SS)

- 82. 4

　 Short window 4 × 3 × 3 83. 5
时间 Medium window 8 × 3 × 3 84. 1
　 Long window 16 × 3 × 3 84. 7
　 LS + SS + Long window 　 85. 2
　 TSM 　 82. 2

另外,实验结果显示,时间依赖建模模块对性能

提升的贡献似乎大于空间依赖建模模块,本文推测

导致这样结果的原因如下:首先,基于 2D 卷积的主

干网络已经具有较强空间建模能力,继续加强空间

关联提取能力对模型识别准确率有一定提升但不显

著;其次,时间依赖建模模块弥补 TSM 模块和 Res-
Net-50 主干网络远程时间依赖建模能力不足的缺

点,从而带来显著性能提升。
2. 2. 3　 特征融合方式对识别准确率的影响

不同关联特征对视频动作识别有不同贡献率,
为验证推断,同时确定适当的特征融合方式,本节对

比研究模型分别在 AVF 方式和 ADF 特征融合方式

下识别精度。 分别在窗口时间长度 P 为 4、8、16 时

进行实验,实验结果如表 3 所示。 在不同时间窗口

长度下使用 ADF 特征融合方式的模型准确率均高

于使用 AVF 融合方式的模型准确率。 这说明不同

视频样本的识别需要强调不同关联特征,AVF 方式

为特征赋予相同权重则忽略了这一点,相比之下

ADF 特征融合模块能够使用自注意力机制为不同

特征动态赋予不同权重来强调有利于识别动作类的

特征实现更加有效的特征融合。 实验结果表明,
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ADF 融合方式更加有效,因此本文确定 ADF 为最终

特征融合方式。

表 3　 不同特征融合方式对比实验

特征融合方式 窗口长度 P 准确率 / %
AVF
ADF

4
83. 7
84. 3

AVF
ADF

8
84. 5
85. 7

AVF
ADF

16
85. 2
86. 0

2. 3　 与其他方法对比

为进一步验证本文方法有效性,本节设置了模

型与一些主流方法在识别准确率上的对比实验,这
些方法包括双流方法、基于 3D 卷积的方法和基于

Transformer 的方法。 另外,本节分别在输入帧数为

8 帧和 16 帧情况下进行实验,目的是验证算法在远

程时间依赖建模上的优势。
2. 3. 1　 在 Diving48 数据集上性能对比

首先在每个视频中均匀采样 8 帧,然后将每个

帧裁剪为 224 × 224 的大小进行实验,实验结果如

表 4所示。 数据显示,本模型将主干网络 TSM 的识

别准确率提升 1. 9% ,达到 79. 5% 。 与同样输入 8
帧的方法对比,虽然只使用视频帧(RGB)信息一种

模态作为输入,但是本文模型能够直接从 RGB 信息

中同时建模时间和空间信息。 然而,双流网络 TSN
靠同时输入光流和 RGB 数据来分别捕获运动信息

和空间信息,对多尺度的时空关联不敏感,同时时空

信息之间的交融不充分,因此本文模型识别准确率

超过 TSN 模型 7. 1% ;虽然基于 2D 卷积网络,但是

本模型对多尺度时空信息,尤其是远程时间关联信

息更为敏感,相比之下,基于 3D 卷积的网络,如表

中的 C3D、S3D、SlowFast 等模型由于受卷积核尺寸

限制,不利于捕获远程关联信息,因此其识别精度均

落后于本文模型(5. 3% ~ 28. 9%)。 实验结果表明,
本文提出的模块可以使 2D 卷积网络具有像 3D 卷

积网络一样的时序依赖关系建模能力,但是 8 帧的

模型性能比不过最近提出基于 Transformer 的方法,
接下来将输入帧增加到 16 帧进行实验。

表 4　 在 Diving48 数据集上与其他方法对比

方法 主干网络 输入帧数 模态 识别准确率 / %
ST-S3D[9] S3D 8 RGB 50. 6
C3D[5] 3DResNet-50 8 RGB 73. 4
GST[22] ResNet-50 8 RGB 74. 2
TSN[4] ResNet-50 8 RGB +光流 72. 4
TSM[15] ResNet-50 8 RGB 77. 6
本文方法 ResNet-50 8 RGB 79. 5
SlowFast[7] ResNet101 128 RGB 77. 6
LT-S3D[9] S3D all frames RGB 80. 4

Timesformer[11] Timesformer 16 RGB 74. 9
Timesformer-L[11] Timesformer 96 RGB 81. 0

TQN[9] S3D + Feature Bank all frames RGB 81. 8
TSM[15] ResNet-50 16 RGB 82. 2

RSANet[23] ResNet-50 16 RGB 84. 2
ORViT[14] Timesformer 32 RGB 88. 0
本文方法 ResNet-50 16 RGB 86. 0

　 　 将输入帧增加到 16 帧后,受到 GPU 显存限制,
batch size 减小到 16,同时学习率对应减小到 0. 075。
当将输入帧数增加到 16 帧时,识别精度从 79. 5%

提升到了 86. 0% ,本文模型将 TSM 精度提升了

3. 8% 。提升幅度较大,这表明本模型在识别帧数较

多的视频时有一定优势,更适用于远程时间依赖建
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模。 与同样输入 16 帧或者更多帧的方法对比,模型

识别精度超过需要密集输入帧的长时间可分离 3D
卷积网络 ( long-time separable 3D convolutions, LT-
S3D),和需要输入 128 帧的 SlowFast 网络,这再次

证明本模型相比于传统 3D 卷积网络具有更好的远

程依赖建模能力。 与最近的基于 Transformer 的方

法相比,本文方法识别精度高于输入 16 帧的 Times-
former 和输入所有帧的 TQN,展现出较强时空关联

信息提取能力。 但是最先进的 ORViT 识别精度高于

本文方法2. 0%,分析原因如下:首先,本文模型基于

ResNet-50 主干网络,ORViT 基于 Timesformer 主干

网络,参数量远远大于 ResNet-50 (121. 4 × 106 VS
25. 6 × 106);其次,ORViT 通过将视频中动作主体对

象边界框融入到模型训练过程中实现的以对象为中

心的动作识别,需要外界先验知识辅助学习,而本文

模型只需要输入视频帧信息用于训练;最后,ORViT
需要 32 帧输入,而本模型为 16 帧输入计算量更小。
综上所述,本文模型相比 ORViT 在以上几个方面具

有一定优势。
2. 3. 2 　 在 Something-somethingV1 数据集上的性能

对比

为了进一步验证本方法的普适性, 本文在

Something-somethingV1 数据集上进行输入帧为 8 帧

的实验,实验结果如表 5 所示。 在该数据集上,本文

算法将 TSM 模型识别精度提升了 1. 3% ,加强了主

干网络时空关联建模能力。 与经典 3D 网络双流膨

胀 3D 卷积网络( I3D)、及 I3D 的 2 个变体( I3D 加

非局部 Non-Local 算子组成的 NLI3D 和结合图卷积

神经网络( graph convolutional networks,GCN)组成

的 NLI3D + GCN),以及 3D 卷积改进的虚拟视图合

成(virtual view synthesis, VVS)网络对比,本文模型

识别准确率均有一定的优势,这表明本文提出模块

能够使 2D 网络具有 3D 卷积网络的时空建模能力。
相比于经典双流方法 TSN,本文方法识别精度优势

较大,原因可能是 TSN 只是通过池化方式进行时间

建模,并且简单融合 RGB 流和光流的分类结果,对
远程复杂时间依赖关系建模不足。 与一些基于 2D
卷积网络的方法相比本文方法也具有一定优势,其
中,TAM(temporal adaptive module)通过时间自适应

模块捕获局部和长期时间关系来使 2D 卷积网络实

现时间建模,时空分离建模网络(space-time separate
model,STS)通过将特征通道进行分组并分别对每组

中的特征进行不同类型的卷积操作来实现时空建

模。 本文算法相比于 STS 和 TAM,在识别精度上具

有一定优势,原因可能是本文使用的自注意力机制

具有更加优越的远程依赖关系捕获能力,使模型能

够更好地利用视频中的细粒度信息。

表 5　 在 Something-somethingV1 数据集上与其他方法对比

方法 主干网络 输入帧数 模态 准确率 / %
I3D[6] 3DResNet-50 32 RGB 41. 6

NLI3D[8] 3DResNet-50 32 RGB 44. 4
NLI3D + GCN[24] 3DResNet-50 32 RBG 46. 1

VVS[25] I3D + 3DResNet-50 - RGB 46. 1
TSN[4] ResNet-50 8 RGB +光流 19. 7
ECO[26] ResNet-18 8 RGB 39. 6
STS[27] ResNet-50 16 RGB 46. 0
TAM[28] ResNet-50 8 RGB 46. 5
TSM[15] ResNet-50 8 RGB 45. 6
本文方法 ResNet-50 8 RGB 46. 9

3　 结 论

为解决传统 2D 卷积网络提取时空特征尺度单

一、以及对细粒度动作识别数据集中远程时间关联

信息识别率不足的问题,提出时空多尺度关联特征

融合的 2D 卷积网络细粒度动作识别模型,提高 2D
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网络对视频数据时空关联信息的建模能力。 在 2 个

公开细粒度数据集上进行实验,结果表明:本文模型

的时间窗口自注意力机制可以有效地提取视频数据

中丰富的远程时间关联信息;多尺度池化能够实现

数据中细粒度远程、短程空间依赖建模,得到更加丰

富的特征表示;特征融合模块可以自适应地使用更

大的权重来强调重要特征,从而实现特征自适应融

合。 此外,本文模型基于 2D 卷积,并且只使用视频

帧信息作为输入,网络结构简单且易于训练。 提出

的方法在公开数据集上具有良好识别精度,并且可

以进一步提高主干网络性能,对细粒度动作识别算

法研究具有一定借鉴意义。
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Fine-grained 2D convolutional network model for action recognition
based on spatio-temporal multi-scale correlation feature fusion

HU Zhengping∗∗∗, WANG Xinyu∗, DONG Jiawei∗, ZHAO Yanshuang∗, LIU Yang∗

(∗School of Information and Engineering, Yanshan University, Qinhuangdao 066004)
(∗∗Hebei Key Laboratory of Information Transmission and Signal Processing,

Yanshan University, Qinhuangdao 066004)
Abstract

In order to solve the problems of traditional 2-dimensional (2D) convolutional network extracting spatiotempo-
ral features at a single scale and insufficient utilization of long-range temporal correlation information between frames
in fine-grained action data sets, this paper proposes a fine-grained 2D convolutional network model for action recog-
nition based on spatio-temporal multi-scale correlation feature fusion model. First, in order to model the multi-scale
spatial correlation of videos to enhance the spatial representation ability of fine-grained video data, the model uses a
multi-scale ‘feature squeeze and feature excitation’ method to make the spatial features extracted by the network
more abundant and effective. Then, in order to fully utilize the motion information in the time dimension of fine-
grained video data, a temporal window self attention mechanism is introduced, and the powerful long-range depend-
ency modeling ability of Transformer is utilized to only perform self attention operations in the time dimension, mod-
eling long-range time dependencies at a lower computational cost. Finally, considering that the extracted spatio-
temporal features contribute unevenly to different types of action classification, an adaptive feature fusion module is
introduced to dynamically assign different weights to features to achieve adaptive feature fusion. The model’s Top-
1 accuracy on the two fine-grained action recognition data sets Diving48 and Something-somethingV1 reached
86. 0% and 46. 9% respectively, which improved the Top-1 accuracy of the original backbone network by 3. 8%
and 1. 3% respectively. Experimental results show that when only using video frame information as input, this mod-
el achieves recognition accuracy comparable to existing algorithms based on Transformer and 3-dimensional convolu-
tional neural network (3D CNN).

Key words: fine-grained action recognition, multi-scale spatio-temporal correlation feature, long-range de-
pendency modeling, self-attention mechanism
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