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摘　 要　 本文针对规模日益增长和演变迅速的稀疏卷积神经网络(CNN)应用,提出一款

高能效且灵活的加速结构 DyCNN 来提升其性能和能效。 DyCNN 基于兼具灵活性和高能

效的粗粒度可重构架构(CGRA)设计,可以利用其指令的高并行性来高效支持 CNN 的操

作。 DyCNN 使用基于数据感知的指令动态过滤机制来滤除各计算单元中由于稀疏 CNN
中权值静态稀疏性和激活值动态稀疏性产生的大量无效计算和访存指令,使它们能像执

行稠密网络一样高效复用一组指令。 此外 DyCNN 利用基于负载感知的动静结合负载调

度策略解决了稀疏导致的负载不均衡问题。 实验结果表明,DyCNN 运行稀疏 CNN 与运

行密集 CNN 相比实现了平均 1. 69 倍性能提升和 3. 04 倍能效提升,比先进的 GPU(cuS-
PARSE)和 Cambricon-X 上的解决方案分别实现了 2. 78 倍、1. 48 倍性能提升和 35. 62 倍、
1. 17 倍能效提升。
关键词　 稀疏卷积神经网络(CNN); 专用加速结构; 粗粒度可重构架构(CGRA); 动态

指令过滤; 动态负载调度

　 　 稀疏卷积神经网络 ( convolutional neural net-
work, CNN)在可接受的精度损失范围内可以减少

稠密卷积神经网络对硬件计算和存储资源的需求,
因此被应用在各种应用场景中,如自然语言处理领

域[1]、图像识别[2] 和无人驾驶领域[3]。 不幸的是,
由于稀疏卷积神经网络本身的稀疏性和不规则性,
导致稀疏卷积神经网络在通用处理器上执行时面临

访存效率低、硬件利用率低等问题,这些问题严重阻

碍了其性能和能效提升。
目前大量工作针对 CNN 提出了基于应用特定集

成电路(application specific integrated circuits,ASICs)
设计的定制化加速器[4-9],这些加速器根据 CNN 特

性定制化数据通路和计算单元来高效支持稀疏

CNN 运行。 然而由于这些加速器是高度定制化的,
一旦电路制造完成就无法改变,缺乏可重配置性和

可编程性,无法适用于演进的神经网络模型。 例如

DianNao[4]、NeuroMAX[5] 等加速器是针对稠密神经

网络设计,无法有效地加速稀疏神经网络。 Cambri-
con-X[6]和 SparseTen[7]等加速器针对稀疏神经网络

定制化计算单元和数据通路,但是对稀疏处理局限

于某一种稀疏性上,同时由于缺乏灵活性,仅对特定

模型有效,无法让更多网络模型均取得性能和能效

提升。
本文提出了一种针对稀疏 CNN 设计的高能效

且灵活的架构 DyCNN。 为了灵活地支持不同稀疏

卷积神经网络的执行,DyCNN 从不同的稀疏 CNN
的运算中抽象算子并定义精简指令,同时设计轻量

级的计算单元来支持稀疏 CNN 的操作。 此外,DyC-
NN 利用粗粒度可重构架构(coarse-grained reconfig-
urable architecture,CGRA) [10] 中的粗粒度数据流并
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行性可实现指令的高并行性,进一步提升稀疏 CNN
的执行效率。

然而稀疏卷积神经网络中不仅存在权值的稀疏

性,同时存在激活函数产生的激活值稀疏性。 权值

稀疏性在训练结束后确定下来,在前向推理过程中

保持不变。 但由于激活值是前向推理中动态产生

的,其稀疏性具有动态性。 因为同时存在以上 2 种

稀疏性,基于 CGRA 为稀疏 CNN 设计高效加速器主

要面临着以下 2 个挑战:(1)2 种不同稀疏性带来大

量不同的冗余计算和访存指令,导致处理单元之间

不能高效共享一组片上指令,使得整体的性能和能

效较低;(2)当稀疏 CNN 被映射在处理单元上执行

时,稀疏性不规则分布导致处理单元之间负载分布

不均衡,整体硬件利用率较低从而阻碍了整体性能

的提升。
为解决上述 2 个挑战,本文在 DyCNN 设计中分

别提出了以下 2 个解决方法:(1)设计了基于数据

感知的指令动态过滤机制来消除稀疏性带来的影

响;(2)提出了基于负载感知的动静结合负载均衡

策略来实现处理单元之间的负载均衡。
本文的主要贡献如下。
(1)提出了一种基于 CGRA 的高能效且灵活的

稀疏卷积神经网络加速结构 DyCNN,它具有轻量级

流水线以支持稀疏卷积操作,同时可利用数据流执

行模型来实现指令的高并行性。
(2)设计了基于数据感知的指令动态过滤机

制,以消除每个处理单元中由于 2 种稀疏性产生的

不同无效指令,从而让各处理单元之间可高效重用

同一组片上指令,避免耗时的片外指令访存。
(3)设计了基于负载感知的动静结合负载均衡

策略,实现了处理单元间的负载均衡,提高了整体硬

件利用率,从而提升了整体的性能和能效。
(4)基于 RTL 来评估 DyCNN 面积和能耗,并使

用详细微架构模拟评估 DyCNN 的性能和能耗。 Dy-
CNN 在运行稀疏 CNN 时比运行密集 CNN 实现了平

均 1. 69 倍的性能提升以及 3. 04 倍的能效提升,比
先进的 GPU(cuSPARSE)和 Cambricon-X 上的解决

方案分别实现了 2. 78 倍、1. 48 倍性能提升和 35. 62
倍、1. 17 倍能效提升。

1　 相关工作

1. 1　 针对稠密 CNN 的专用加速器

目前针对稠密 CNN 提出的专用加速器已经得

到了较好的发展。 DianNao[4] 利用硬件化的神经元

和突触实现对 CNN 中乘加法的支持,利用较小的面

积和能耗实现了针对 CNN 的高吞吐量的专用处理

器。 NeuroMAX[5]提出了一种基于移位器实现的对

数计算单元,并且设计了一个二维权值广播数据流

执行模式来减少片外访存和提高计算单元的硬件利

用率,从而提升了整体性能和吞吐量。 但是以 Neu-
roMAX 为代表的稠密卷积神经网络加速器无法高

效地支持稀疏 CNN 的执行。 与此不同,本文的目标

是设计一个能灵活高效支持稀疏 CNN 模型执行的

加速结构。
1. 2　 针对稀疏 CNN 的专用加速器

由于稠密 CNN 加速器的局限性,现在出现了很

多为稀疏 CNN 设计的专用加速器[4-9]。 这些专用神

经网络加速器的目标是通过去除激活值或权值中的

零值数据来提升稀疏卷积神经网络的执行性能和能

效。 为了实现稀疏加速,Kung 等人[8]提出的将稀疏

的权值矩阵转化成单个稠密列矩阵的方法,提高了

稀疏 CNN 在脉冲阵列结构上执行的硬件利用率。
以上工作虽然有一定的加速效果,但要么无法对卷

积层实现加速,要么是只考虑了单一稀疏性,仍然存

在优化空间。 而本文的目标是综合考虑权值和激活

值两者的稀疏性,对稀疏 CNN 实现全方位加速和能

效提升。
目前也有综合考虑 2 种稀疏性的优化研究工

作,如 Cambricon-X[6]利用权值稀疏性在其片上缓存

中仅保留非零权值,但是没有对激活值数据进行压

缩处理,因此可以减少零值权值对应的计算和访存

时间,但激活值的稀疏性仍然会带来计算和访存浪

费。 SparseTen[7]提出使用新颖的位掩码来表示稀

疏张量,基于此来实现内联接计算稀疏向量-向量乘

法,提升了稀疏卷积运算的效率。 虽然这些加速器

都实现了性能和能效提升,但是由于硬件结构缺乏

可重配置和硬件灵活性,无法很好地适用新的神经
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网络模型。 与以上加速器对比,本文基于 CGRA 架

构提供了更高的硬件灵活性和更广的适用范围。 针

对不同模型特点,它可以随着稀疏 CNN 模型的演进

和变化增加或删减指令,重新配置硬件结构和映射

方式来支持更多的稀疏 CNN 模型。
1. 3　 基于 CGRA 的神经网络加速器

CGRA 近年来因为其兼具高可编程性和高性能

而得到了广泛的关注,目前已有工作基于 CGRA 设

计神经网络相关的加速器。 Ando 等人[11] 基于

CGRA 为稠密 CNN 提出了一个时域多线程加速器。
它可以通过多个计算阶段来提高输入数据的局部性

和重用性,但是该加速器无法高效支持稀疏 CNN 的

运行。 CQNN[12]基于 CGRA 提出了一个针对量化神

经网络加速框架,可以灵活地配置硬件结构来支持

各种精度的神经网络执行。 但是它同样无法支持稀

疏化 CNN 的执行。 与以上工作不同的是,本文目标

是基于 CGRA 设计高能效且灵活的稀疏卷积神经

网络加速器以支持演变迅速的稀疏网络模型。

2　 背 景

本节首先介绍稀疏卷积神经网络,以及稀疏卷

积神经网络中的 2 种数据稀疏特性,之后介绍粗粒

度可重构架构(CGRA)。
2. 1　 稀疏卷积神经网络

目前主流的 CNN 模型通常通过构建深层网络

结构来实现较高的准确率。 CNN 模型中计算层主

要包括卷积层(CONV)、池化层(POOL)和全连接层

(FC)。 其中卷积层执行时间占据了整个网络模型

处理执行时间的 80% 以上[13],因此卷积层无疑是

整个 CNN 模型的瓶颈所在。 每个卷积层由高维卷

积操作组成,它通过把过滤器(Filters)应用到输入

激活(input activation,IA)上,两者进行卷积操作来

提取输入激活的局部特征。 在卷积操作完成之后,
会利用激活函数来引入非线性因素生成输出激活

(output activation,OA),比如整流线性单元(rectified
linear unit,ReLU) [14] 是常使用的激活函数。 其中

Filters 的值是使用训练算法[15] 对网络进行训练学

习得到的权值(Weights)。

图 1 展示了一个完整的卷积计算的可视化过

程,表 1 中列出了卷积计算中的主要参数,通常一个

CNN 模型中包含多个连续的卷积层,OA 在相邻卷

积层之间传递,上一个卷积层生成的 OA 作为下一

卷积层的 IA 参与卷积运算,如此迭代下去,直到所

有卷积层计算完成。

图 1　 CNN 模型计算流程

表 1　 卷积层的参数信息

参数 含义　 　 　 　
N 三维的 IA 的批次尺寸

M Filter 数量 / OA 通道数

C IA / Filter 通道数

H / W IA 的高度 /宽度

R / S Filter 的高度 /宽度

E / F OA 的高度 /宽度

由于 CNN 模型越来越复杂,参数越来越多,增
加了对计算和存储硬件资源的需求。 因此有研究人

员提出了许多压缩 CNN 模型参数的方法(例如剪

枝[16]),这些方法对结果精度损失影响较小,同时可

以大量减小模型参数大小,从而减少 CNN 对计算和

存储的需求。 然而,上述对模型参数压缩的方法会

导致网络模型的权值参数包含了大量的零值,因此

权值参数的稀疏性较高。 在 Han 等人[16]研究中,Alex-
Net[17]、VGG16[18]等网络模型通过剪枝后的权值稀疏

度(零值的数据量占数据总量的比率)能高达 90%
以上[16]。 这种稀疏性是伴随模型参数训练完成而

产生的,在使用稀疏卷积神经网络前向推理过程中,
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权值稀疏性不再发生改变,因此可视为一种静态稀

疏性。
在稀疏 CNN 执行过程中,由于通常包含了激活

函数,比如 ReLU 函数,它将输出激活中小于 0 的数

置为 0,从而在输出激活中产生了稀疏性。 由于 0
与任何数据进行乘法操作,结果为 0,与另一值进行

加法操作,结果与该值相等,因此 0 被视为无效值,
其参与的计算操作被视为无效计算,可以去除。 但

与权值稀疏性不同的是,激活值稀疏性是在计算过

程中激活函数确定的,无法在前向推理执行前提前

得知;同时由于随着上一卷积层生成的 OA 作为下

一卷积层 IA 计算并不断迭代,所以该稀疏性在执行

中是传递性的,因此可视为一种动态稀疏性。
2. 2　 粗粒度数据流架构

CGRA 从 20 世纪 90 年代开始迅速发展[19]。
这种架构是基于 20 世纪 60 年代提出的可重构计算

概念的自然粗粒度实现[20]。 它不仅像 ASIC 一样具

有高能效和高性能,而且还具有出色的可编程性[21]。
CGRA 与数据流体系结构[22] 关系密切,它们通

常与数据流机制集成在一起,因此 CGRA 的操作可

以由数据流驱动。 CGRA 内部通常由一个二维处理

单元(processing element,PE)阵列组成,CGRA 的配

置信息定义了这些 PE 的功能和它们之间的互连关

系。 CGRA 可以通过互连网络利用 PE 之间的高效

数据流执行方式,这是传统处理器结构不支持的方

式。 通过有效的数据流和控制流的结合,CGRA 可

以避免 PE 之间的过度顺序化执行,利用粗粒度并

行性提升执行效率。 同时 CGRA 可以进一步支持

PE 之间的显式数据通信,从而减少 PE 之间数据移

动的能耗。 因此这种具有数据流和控制流结合的混

合模式是 CGRA 同时具有高性能和高能效的重要

原因。 基于以上分析,本文利用 CGRA 去优化稀疏

卷积神经网络执行,可以在不牺牲可编程性的情况

下实现 DyCNN 的高性能和高能效。
为了充分提高指令的并行性,DyCNN 在 PE 阵

列层级采用经典的数据流并行执行模型[23]。 如

图 2(a)所示,在该执行模型中,CNN 应用被编译划

分成多部分指令块(如 C1 ~ C9 等)。 每个指令块中包

含一系列硬件指令。 所有的指令块根据依赖关系将

应用程序表示为数据流图,然后将其映射到图 2(b)
所示的二维 PE 阵列中执行。 与 PE 间的执行模型不

同,在每个 PE 内部,指令块采用顺序流方式执行。

图 2　 指令在 PE 上映射方式和稀疏导致 PE 的指令重用差异

3　 稀疏卷积神经网络面临的挑战

本节通过分析稀疏卷积神经网络在 CGRA 上

执行的挑战和先前工作的不足来阐述本文工作的设

计理念和设计要素。

3. 1　 两种稀疏性并存导致大量无效指令

由 2. 1 节可知,在稀疏卷积神经网络中存在着

权值和激活值 2 种稀疏性,在稀疏卷积神经网络前

向推理过程中,会生成大量权值和激活值中零值相

对应的指令。 由于在矩阵乘法运算中,零值参与的

计算对结果不会产生任何影响,因此这些数据对应
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的计算被视为无效计算。 这些无效计算对应的指令

访存、数据访存和指令执行的时间和能耗会导致稀

疏卷积神经网络在 CGRA 上执行性能和能效大幅

降低。
如图 2(c)所示,PE1、PE3 分别运行 2 个通道 3

×3 的 Filter 和 3 × 3 的 IA 的卷积运算(黑粗线框标

示出来的部分)。 若为稠密网络,运行一个通道卷

积运算的一组指令模板共包含如图 2(d)所示 9 组

指令,其中主要包含了读取数据和乘加运算。 其中

图 2(c)中矩阵中标灰的代表有效数值,白色的代表

无效值,无效值所对应的图 2(d)中指令组是无效指

令,这些无效指令的执行会占据大量的时间,严重阻

碍了整体性能和能效的提升。
目前已有工作通过排除固定的权值稀疏性来提

升性能,但仍然面临着存在激活值稀疏性的问

题[6,24]。 如果在 CGRA 上只是通过预先感知权值的

固定稀疏性,虽然一定程度上能去除各 PE 中部分

无效指令的执行,但是由于稀疏数据的分布不规则,
各 PE 之间执行的指令差异较大,使得片上 PE 无法

重用相同的指令,每个 PE 都需要从片外访存自身

的指令,从而增加耗时较长的片外指令访存。 如

图 2(c)所示,由于 PE 所执行的稀疏数据分布不一

致,图 2( d)中对应有效执行的指令(黑粗线框标

出)也差异很大,如对于 PE1,第 2、5、7、8 组指令为

其有效数据对应的真正有效的指令,而对 PE9,第
1、2、5、6、9 组指令才是真正有效的指令。 若采用此

方法,会导致各 PE 之间无法共用同一组相同指令

模版(只需要根据配置修改数据访存地址),需要单

独地去片外访存自身有效数据对应的有效指令。 这

种高延迟的指令访存导致 PE 计算部件处于空闲等

待状态,降低了整体硬件的利用率,从而降低了整体

执行性能并增加了能耗。
为了支撑这一点, 本文构建了一个典型的

CGRA 加速器模型,并使用工作[6] 中的稀疏去除方

法分别运行 AlexNet 和 VGG16 对应的稠密网络和

稀疏网络,收集其指令执行和指令访存时间。 图 3 所

为 AlexNet(第 CONV2 层到第 CONV5 层)和 VGG16
(第 CONV3 1 层到第 CONV5 3 层) 对应稠密

(De)和稀疏(Sp)卷积网络中指令的访存时间和执

行时间分解。 从图 3 中可以看到,稠密卷积操作中

指令的访存时间仅占总时间的 1% ~ 2% ,绝大部分

的时间被指令执行时间所占据,这意味着在片上指

令的重用性很高,耗时指令的片外访存较少,整体硬

件利用率较高。 与此不同的是,在执行稀疏卷积操

作时,可以看到指令访存时间占总时间比例比较大,
最高在 VGG16 的 CONV5 1 层能达到 60% 。 虽然

稀疏卷积操作中指令的执行时间较稠密卷积操作有

所减少,但是因为耗时较长的片外指令访存和未去

除的激活值稀疏性,导致总体的执行时间要比稠密

卷积操作甚至更长。 从图 3 中还可以看出输出激活

值的稀疏度也较高,比如 AlexNet 的 CONV5 层能达

到 90% ,因此如何有效去除稀疏卷积神经网络中 2
种并存的稀疏性带来的影响对于提升执行效率和能

效是一个迫在眉睫的问题。

图 3　 AlexNet 和 VGG16 运行时间分解(左坐标轴表示稠密(De)和稀疏(Sp)网络指令执行时间分解,并且将 Sp 的执行

时间归一化到 De;右坐标轴表示输出激活值稀疏度;最后一组柱线展示各层 De 和 Sp 的几何平均值(GM))

　 　 在粗粒度可重构架构中,每个 PE 内可配置独

立的取指和控制单元,因此本文提出了数据动态感

知的指令过滤机制来使得每个 PE 在指令执行时过

滤掉无效值相关的冗余指令,从而避免冗余指令和

数据访存操作,同时使得每个 PE 之间仍然能像稠

密网络一样高效共享同样的片上指令,减少耗时的
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指令片外访存,从而去除稀疏性带来的影响。
3. 2　 稀疏性导致处理单元之间负载不均衡

由于稀疏卷积神经网络在前向推理过程中存在

着权值和激活数据两方面的稀疏性,并且稀疏性分

布十分不规则,因此将负载分配给 CGRA 中不同 PE
执行后,会导致不同 PE 之间的负载分布不均衡。
具体表现为有些 PE 处于忙碌,而有些 PE 处于闲置

等待状态,从而导致整体硬件资源利用率较低,性能

较差,能耗较高。
根据 3. 1 节中实验统计执行 CONV5 1 层处理

单元的计算部件利用率,从图 4 中可以看到不同 PE
之间的计算部件利用率(实际性能和理论峰值性能

的比值)相差很大,其中有些 PE 计算部件利用率能

够达到接近 60% ,但是有些 PE 计算部件的利用率

仅有 20% 。 这种相差较大的计算部件利用率会导

致 PE 之间互相等待,运行慢的 PE 拖慢了整体的执

行速度,延长了整体的执行时间,从而降低了整体的

硬件资源利用率,严重阻碍了整体性能的提升。 在

负载不均衡的情况下,稀疏 CNN 的执行效率低下,
整体性能难以提升。 为了充分利用稀疏网络的计算

和存储优势,稀疏卷积神经网络的负载不均衡问题

亟待解决。

图 4　 同一行和同一列 PE 中的计算部件利用率

在初始化阶段进行负载划分时,可以先通过感

知静态的权值稀疏性和输入激活的动态稀疏性,采
用加权轮询方式进行均衡分配。 在执行过程当中,
新的输出激活值不断生成,结合 3. 1 节中提到的数

据动态感知方式可以实现相邻 PE 之间动态负载窃

取和调度,从而进一步实现负载均衡,提升整体硬件

的利用率。

4　 DyCNN 加速结构

本节介绍本文基于 CGRA 提出的架构 DyCNN,
首先介绍整体结构和执行方式;然后介绍为了消除

由于权值和激活值的稀疏性影响设计的数据动态感

知的稀疏去除机制和多阶段之间的流水化执行机

制;最后阐述为了提高硬件利用率设计的动静结合

的负载均衡策略。
4. 1　 DyCNN 整体结构介绍

本文提出的架构如图 5(a)所示,它主要由处理

单元(PE)、控制器、权值和激活值静态随机存取存

储器(static random access memory,SRAM)以及片上

网络组成。 平铺的 PE 之间通过片上网络互连。 控

制器包含了状态寄存器和负载调度器,负责整体 PE
阵列的状态收集和负载控制。 权值和输入输出激活

值存储在相应的片上 SRAM 中。 如图 5(b)所示,每
个 PE 也由一个控制单元、指令和操作数缓存、路由

器以及一个消除数据相关的轻量级计算单元组成。
每个 PE 中都包含翻译器、指令选择器,它们是实现

数据动态感知机制的主要单元。 图 5(c)展示了 Dy-
CNN 为支持稀疏 CNN 操作而定义的指令格式,其
中具有保留位,可以根据新的 CNN 模型轻松进行扩

展,从而能支持演变迅速的 CNN 模型。
同时为了提高数据在片上的重用性,DyCNN 采

用了行列共享的负载划分和映射执行模型(row-col-
umn sharing scheme,RCS)。 如图 6 所示,本文将 IA
按行划分成的行分区,保证每个行分区的非 0 值基

本相同,并且将不同的行分区映射给不同的 PE 行

执行,这样位于同一行的 PE 可以共享相同的 IA 行

分区。 与此同时将并列不同通道的 Filter 映射给不

同列的 PE 执行,从而使得位于同一列的 PE 共享相

同的 Filter。 通过以上的映射执行方式,可以有效地

提高片上 PE 之间对 IA 和 Filter 的共享和重用性,
减少耗时的片外访存。
4. 2　 数据动态感知机制

由于激活值稀疏性是在计算过程中动态生成和

在不同卷积层之间传递的,因此为了有效地感知激

活值稀疏性,本文提出了基于位图(bitmap)的数据
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图 5　 DyCNN 的结构图概览

图 6　 数据映射执行模型

动态感知机制。 该机制主要思想是通过将权值和激

活值在计算过程中动态地转换成 bitmap,然后通过

感知对应的 bitmap 的值来判断数据是有效还是无

效,进而通过数据的无效性和有效性来判断指令的

有效性。 在 bitmap 中,使用 1 bit 来表示数据的有效

性,其中 0 表示数据无效,1 表示数据有效,可以对

数据实现高效的压缩存储,减少了感知稀疏性的成

本和额外开销。
如图 7 所示,数据翻译器的功能是动态地实现

激活数据感知,它从存储输出激活值的缓存中读出

输出激活值,然后将输出激活值中的每个数值执行

按位或(OR)操作,生成 1 bit 的数值结果来代表该

数值的有效性。 如果该数值的所有数值位 bit 不全

为 0 时,通过 OR 操作则会生成 1 bit 为 1 的数值,代
表该数值为有效数值,会参与有效计算。 如果输出

缓存所有数值位的全为 0,则会生成 1 bit 为 0 的数

值,代表该数值为无效数值,该数值参与的矩阵运算

是无效计算。 生成的输出激活值对应的 bitmap 会

被存储在 bitmap 缓存中。 权值数据同样可以利用

数据翻译单元来将其转换成 bitmap 存储在缓存中。
不同的是,因为权值数据在前向推理过程中是静态

的,在稀疏卷积神经网络前向推理过程中,只需要在

初始化时执行一次数值和 bitmap 转换即可,不需要

重复转换;而输出激活数据在多层卷积的模型下是

动态生成的,因此在每层生成一次新的输出激活数

据时,需要使用数据翻译单元将输出激活数据转换

成新的 bitmap 存储在缓存中,以供后续指令选择单

元使用。
4. 3　 基于数据感知的指令动态过滤机制

为了通过感知数据的稀疏性,去除每个 PE 上

冗余无效指令,使得每个 PE 能够共享同一组指令

并避免冗余指令的片外访存,本文设计了指令选择

器来对无效数据对应的计算和访存指令进行筛选。
首先通过数据翻译单元动态地将权值数据和输出激

活数据转换成 bitmap 存储,接下来需要利用权值数

据和输出激活数据的 bitmap 对指令进行相应的筛

选。
图 7 展示了指令选择单元对 PE 中指令的筛选

过程,主要包含 2 个阶段。 第 1 阶段:首先指令选择

单元将 IA 的 bitmap 和 Filters 的 bitmap 从相应缓存

地址中读出;然后将 IA 和 Filters 参与计算的对应数

据的作按位与(AND)运算,从而得出数据位对应的

指令标记,并将指令标记存储在指令标记缓存中。
如果对应的指令标记为 0,则代表对应的指令为无

效指令,这部分指令是过滤目标。
第 2 阶段:在得到指令标记信息之后,指令选择

单元从指令标记缓存中取出相应的标记,根据相应
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图 7　 数据动态感知和指令动态过滤机制

的标记信息去指令缓存中取出对应有效的指令,并
且将对应有效的指令送进流水化计算单元中进行执

行。 指令控制单元不断从指令标记缓存中读取指令

标记,并对指令标记信息逐条筛选,将每条指令标记

为 1 的指令筛选出来送进计算单元执行;而指令标

记为 0 的指令则不执行;直到所有的指令标记信息

检测结束。
4. 4　 指令执行和选择阶段流水化

第 4. 2 和 4. 3 节展示了本文设计的数据动态感

知和指令选择单元主要结构和执行流程。 可以看出

本文在每个 PE 内部指令的执行主要划分为以下 3
个执行阶段:(1)数据翻译阶段:负责将权值数据和

激活数据动态转化成存储需求较小的 bitmap 格式,
从而压缩数据存储,并且用于之后的指令选择阶段

实现去除稀疏性带来的冗余指令;(2)指令选择阶

段:首先利用数据翻译阶段生成的数据 bitmap 来感

知数据的有效性,利用数据的有效性生成指令标记

信息,并且利用指令标记信息选择出有效的指令;
(3)计算阶段:将指令选择阶段筛选出来的有效指

令和数据读取出来并送入计算单元执行真正的有效

计算。
如图 8 所示,为了提升每个 PE 内以上 3 个执行

阶段的执行效率,本文的设计将这 3 个执行阶段流

水化执行。 因为片上存储以双缓冲的形式组织,可
以一部分用于存储正在计算的数据,一部分用于存

储下一阶段需要执行的数据,因此可以有效避免不

同阶段流水化执行的阻塞问题。 在一个 PE 内部,
当一部分数据进入数据翻译阶段之后,随着 bitmap
数据的慢慢生成,这部分数据可以直接进入指令选

择和计算阶段,以很好地将数据翻译、指令选择和计

算阶段的时间重叠起来,从而掩盖掉数据翻译和指

令选择的时间开销,最大程度地减少稀疏去除机制

带来的性能损失。

图 8　 各阶段流水化执行策略

4. 5　 基于负载感知的动静结合均衡策略

权值和激活数据的稀疏不规则性,导致分配给

每个 PE 的权值和激活值有效数据数量不均衡,每
个 PE 之间出现负载不均衡现象。 为了充分提高

DyCNN 中整体计算部件的利用率,本文提出了基于
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负载感知的动静结合的负载均衡策略。 前人工作[24]

提出基于权值中有效值数量来进行负载的划分和映

射,它将 PE 阵列按列进行分组,并使得同一组的 PE
共享同一组权值;对于不同的组之间基于权值中非

零权值个数去进行划分,使得不同组之间划分得到

的权值中非零值数量尽量均衡。 这种负载均衡策略

只考虑了权值静态稀疏性的影响,没有解决激活值

动态稀疏性带来的影响。 因为激活数据的稀疏性是

在计算过程中动态变化的,DyCNN 不能简单采用初

始化负载映射算法来保证负载均衡,所以本文为

DyCNN 提出感知数据的静态和动态相结合的负载

均衡策略。
根据 4. 1 节中的描述,为了增加片上指令和数

据的重用性,减少片外的访存,DyCNN 采用了如图 6
所示的负载映射和执行方式。 这种映射执行方式进

一步增加了 IA 和 Filters 的片上重用性。 但是每层

的 IA 和 Filters 都存在稀疏性,IA 和 Filters 两者都

是影响不同 PE 之间负载均衡的因素,因此在进行

负载初始划分时,DyCNN 需要综合考虑 IA 和 Filters
中的有效值数量来实现负载的均衡分配。

首先介绍静态负载均衡策略。 由于水平方向上

的 PE 复用相同的 IA,所有对应 IA 的有效工作负载

一致;同理垂直方向上的 PE 复用相同的 Filters,所
以它们之间的有效工作负载基本一致。 基于此,在
进行负载划分时,先利用 4. 2 节的稀疏感知机制,对
有效工作负载进行统计,对于每个 PE 列,它们被映

射新的 Filters 时采用加权轮询算法按非零权值的数

量排序依次分配给具有不同权重的 PE 列。 含有较

少负载的 PE 列权重则高,优先被分配有效值多的

Filters;含有较多负载的 PE 列权重则低,会被分配

有效值少的 Filters。 如图 9 所示,假设一共有 6 个

具有不同非零权值数量的 Filters(如 F1 的权值数量

是 20)分配给 3 列 PE 执行,采用先将 F1 ~ F6 按非

零权值数量进行排序,然后按大小轮流分配给各列

PE。 DyCNN 将 IA 按行进行分区划分,然后分配给

每个 PE 行,同时保证每个行分区的非零值数量基

本相等。
其次介绍动态负载均衡策略。 为了在运行时解

决由于动态变化的输入激活稀疏性导致的负载不均

图 9　 基于加权轮询的静态负载均衡策略

衡问题,DyCNN 在静态负载均衡策略基础上进一步

设计 了 一 个 动 态 均 衡 策 略 ( dynamic balancing
scheme, DBS)。 它主要由 2 个因素驱动:(1)不同

PE 行之间是共享输入激活的,且输入激活是动态生

成的;(2)通过使用 RCS 负载映射方式,DyCNN 可

以避免 PE 访问彼此不同输入激活之间的同步操

作。
对于动态均衡策略的第 1 个设计是如何有效表

示工作负载的,如第 4. 1 节所述,DyCNN 的工作负

载由输入激活的连续行分区表示。 因此 DyCNN 选

择在输入激活矩阵的行分区中使用开始索引 IS 和

结束索引 IE 来表示负载范围,这 2 个变量存储在片

上缓存中。
第 2 个设计是工作负载窃取方案。 前人工作通

常在工作队列中加入同步原语,或者为闲置单元中

断忙碌单元。 这些方法都会带来巨大的开销。 相

反,本文利用 DyCNN 中控制器的状态寄存器来减少

开销。 DyCNN 中的处理单元只需访问状态寄存器

中各处理单元 IS 和 IE 的值即可实现在不中断被窃

取单元当前的工作情况下完成负载窃取。
算法 1 展示了本文的 DBS 具体实现。 最初每

个处理单元 P i 都分配有具有相同数量的非零值的

行分区,由索引 IS 和 IE 定义负载区间。 每个线程使

用一个同步变量锁来保证负载窃取的原子性。 每个

处理单元对卷积运算的处理从 IS 开始,当 IS = IE
时,处理单元已完成其初始工作量并进入空闲状态,
然后请求选择一个相邻忙碌的处理单元 Pv 进行负

载的窃取。 在 DyCNN 中选择让闲置处理单元窃取

忙碌处理单元一半的工作量,因为它已在前人工作

中证明效果较好[25]。
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算法 1 动态负载均衡策略(DBS)
输入:IA 行分区总数 NIf, 行分区 IS 和 IE
输出:负载均衡后的计算单元 Pi, OA
Procedure DBS [NIf, IS, IE, Pi, Sync]
1　 while NIf! = 0 do
2　 　 　 if IS < IE then

　 　 　 　 　 　 　 ∇卷积运算阶段

3　 　 　 　 　 for 行分区 R from IS to IE do
4　 　 　 　 　 　 　 OA ← ReLU(CONV(R, Filteri))
5　 　 　 else if IS = = IE then

　 　 　 　 　 　 　 ∇动态窃取阶段

6　 　 　 　 选取邻居行中受害计算单元 Pv

7　 　 　 　 Pi . sync()
8　 　 　 　 　 　 Pi . IS ← (PPv . IS + PPv . IE) / 2
9　 　 　 　 　 　 PPv . IE ← Pi . IS
10　 　 　 　 　 Pi . IE ← PPv . IE
11　 　 　 　 Pi . unsync()

12　 　 end if
13　 　 NIf ← NIf - 1

5　 实验与结果

本节将展示 DyCNN 执行稀疏化之后的 AlexNet
和 VGG16 的卷积层相比稀疏化之前的加速效果,并
将优化效果与先进的通用架构图形处理器(graphics
processing unit,GPU)和稀疏卷积神经网络加速器

Cambiricon-X 上的方案比较从性能、能效两方面提

供详细的结果对比和分析。
5. 1　 实验平台配置和对比基准

为了评估 DyCNN 的有效性,本文用 Verilog 实

现了 DyCNN 的结构,并使用 Synopsys 公司的编译器

和台积电 12 nm GP 标准 VT 库工艺进行综合来准确

评估 DyCNN 的功率和面积。 为了对 DyCNN 进行准

确的性能评估,本文基于中国科学院计算技术研究

所自主研发的大规模并行模拟框架 SimICT[26] 实现

时钟精确型的模拟器并使用 Ramulator[27] 来集成存

储子系统。 整个加速器的面积为 14. 22 mm2,单个

PE 面积为 0. 16 mm2。 片上 SRAM 的面积、功耗和

访问延迟使用 Cacti 6. 5[28]估算。
表 2 展示了用于评估的系统配置信息。 本文首

先从性能和能效方面对在 DyCNN 运行稀疏 CNN 与

运行密集 CNN 进行对比,评估并验证 DyCNN 中针

对稀疏优化方法的有效性。 除此之外,本文还将

DyCNN 与 NVIDIA Titan XP GPU(基于 cuSPARSE[29]

实现)和 Cambricon-X 进行性能和能效的对比。 最

后,本文使用计算部件利用率和指令减少数量来分

析 DyCNN 针对稀疏 CNN 提出的优化策略效率。

表 2　 参与评估结构的配置信息

　 GPU-Titan Cambricon-X DyCNN
计算单元 3840 16PEs@ 256PEs@

　 Cores@ 1 GHz 1 GHz
　 1. 37 GHz (256 MACs) (256 MACs)

片上存储 34 MB 40 MB 40 MB
片外存储 547. 7 GB·s -1 10 ×19. 2 GB·s -1 10 ×19. 2 GB·s -1

　 DDR5 DDR4 DDR4

为了全面地验证 DyCNN 的效果,本文选取了应

用广泛的 AlexNet 和 VGG16 卷积神经网络模型中

几个典型的卷积层来评估 DyCNN 的性能和能效。
表 3 展示了以上 2 种 CNN 模型中各卷积层的参数,
其中 Weight 的稀疏度表示 AlexNet 和 VGG16 的稠

密网络稀疏化成对应稀疏网络后每层的 Weight 稀
疏百分比。
5. 2　 结果分析

(1)性能

在图 10 中,本文首先比较了 DyCNN 执行稀疏

CNN(DyCNN-Sp)归一化为 DyCNN 执行稠密 CNN
(DyCNN-De)的性能加速比。 所有卷积层性能加速

比的几何平均值(geometric mean, GM)在最后一组

柱线中标记为 GM。 总体来看,DyCNN 在执行稀疏

CNN 相比执行稠密 CNN 实现了 1. 69 倍的加速。 一

方面,DyCNN 执行稀疏 CNN 的性能提升主要来源

于 DyCNN 通过数据感知的指令动态过滤方式去除

了 2 种稀疏性带来的无效指令和数据的计算和访

存,使得各 PE 之间可以高效共享同一组指令,提升

了片上指令和数据的重用效率,从而提升了整体性

能。 除此之外,稀疏 CNN 相比稠密 CNN 具有占用

内存小的特征,从而可以在片上存储更多的指令和

数据,进一步减少了高延迟的片外访存。 另一方面,
通过使用基于数据感知的静态和动态负载调

度策略相结合的方法,DyCNN在执行稀疏卷积神经
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表 3　 CNN 模型的参数信息

CNN 模型 层编号
IA

(H ×W × C)
Filter

(R × S ×M)
Weight

稀疏度 / %
层编号

IA
(H ×W × C)

Filter
(R × S ×M)

Weight
稀疏度 / %

AlexNet
CONV2 31 × 31 × 96 5 × 5 × 256 62 CONV3 15 × 15 × 256 3 × 3 × 384 65
CONV4 15 × 15 × 384 3 × 3 × 384 63 CONV5 15 × 15 × 384 3 × 3 × 256 63

VGG16

CONV1 2 224 × 224 × 64 3 × 3 × 64 78 CONV2 1 112 × 112 × 64 3 × 3 × 128 66
CONV2 2 112 × 112 × 128 3 × 3 × 128 64 CONV3 1 56 × 56 × 128 3 × 3 × 256 47
CONV3 2 56 × 56 × 256 3 × 3 × 256 76 CONV3 3 56 × 56 × 256 3 × 3 × 256 58
CONV4 1 28 × 28 × 256 3 × 3 × 512 68 CONV4 2 28 × 28 × 512 3 × 3 × 512 73
CONV4 3 28 × 28 × 512 3 × 3 × 512 66 CONV5 1 14 × 14 × 512 3 × 3 × 512 65
CONV5 2 14 × 14 × 512 3 × 3 × 512 71 CONV5 3 14 × 14 × 512 3 × 3 × 512 64

图 10　 DyCNN 运行稀疏与运行稠密网络、GPU 和

Cambricon-X 的性能加速比

网络时具有更高的硬件利用率来提升整体性能。 然

后详细分析具体卷积层之间的性能提升情况。 通过

图 10 可以发现,DyCNN 在 AlexNet 的 CONV2 层性

能提升最多为 2. 60 倍,表明加速器对大的 Filter 的
卷积层加速效果更明显。 同时,由于 VGG16 的

CONV1 2 层激活稀疏度较低,与其他卷积层相比,
加速效果只有 1. 28 倍。

为了进一步展示 DyCNN 的性能优势,图 10 展

示了使用 DyCNN 与 GPU、Cambircon-X 分别运行

AlexNet 和 VGG16 稀疏 CNN 的加速比。 从图 10 可

以看到,DyCNN 的性能是 GPU 性能 2. 78 倍,DyCNN
性能相对于 Cambricon-X 的加速比是 1. 48 倍。 整

体来说,DyCNN 可以通过高指令并行度来支持稀疏

卷积神经网络的执行,更重要的是,DyCNN 可以通

过数据感知的数据翻译和指令选择单元过滤掉各

PE 内无效指令,使得所有 PE 可以高效共享相同的

片上指令,进一步避免了 2 种稀疏性带来的耗时指

令片外存储器访问。 此外,通过使用动静结合的负

载调度策略,提升了 DyCNN 的硬件利用率,进一步

去除了稀疏数据不规则分布带来的性能影响,提升

了稀疏卷积神经网络的执行性能。

(2)能效

图 11(a)展示了 DyCNN 在执行稀疏卷积神经

网络与执行稠密卷积神经网络时的能效比。 整体上

可以看到稀疏卷积神经网络的能效平均提升了3. 04
倍。 通过能耗分解,结果表明其中计算、数据缓存、
片上数据传输消耗的能量分别减少了 88. 12% 、
76. 80% 、53. 27% 。

(a)DyCNN 运行稀疏与稠密网络的能效比

(b)DyCNN 和 Cambricon-X 分别与 GPU 的能效比

图 11　 能效比

图 11( b)展示了 DyCNN、Cambricon-X 分别和

GPU 在运行稀疏 CNN 时的能效比。 从图中可以看

到,与 GPU 相比,DyCNN 的能效提高了约 35. 62 倍,
Cambricon-X 的能效仅提高了 30. 44 倍。 该实验结

果充分展现了 DyCNN 执行稀疏卷积神经网络的高

能效。 DyCNN 的能效收益主要来源于:(1)由于通

过数据感知和指令动态过滤机制增加了高效的片上
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指令和数据重用,能耗较高的片外存储器访问次数

更少;(2)通过轻量级的流水线化执行和计算单元

之间负载均衡实现了更高的硬件利用率和整体能

效。
(3)计算部件利用率

为了验证本文提出的负载均衡策略的有效性,
图 12展示了 VGG16 的 CONV1 2 层同一行和同一

列方向执行时的 PE 的计算部件利用率。 从图 12
中可以看到,即使 PE 阵列在垂直方向上复用相同

的 Filters 和水平方向复用相同的 IA,在实现负载均

衡之前,每列 PE 计算部件利用率仍然差异较大,可
见 Filters 和 IA 的稀疏性对整体硬件利用率影响很

大。

图 12　 DyCNN 运行在 VGG16 CONV1 2 层的

计算部件利用率

与之不同,从图 12 中可看出,使用本文提出的

负载均衡策略可以有效实现 PE 之间负载均衡,使
得各 PE 的计算部件利用率基本保持一致,各运算

单元的计算部件利用率稳定在 45% ~ 50% 之间。
由此通过使用本文提出的动静结合的负载均衡策

略,可以保证 DyCNN 中 PE 阵列的负载均衡,提高

计算部件的利用率,提升整体性能和能效。
(4)指令执行次数减少比例

为了验证本文稀疏去除机制的有效性,本文将

密集卷积层和稀疏卷积层的指令执行次数进行了详

细比较。
从图 13 中可以看到,由于 2 种稀疏性并存,PE

中存在着大量的冗余无效指令,通过数据翻译和指

令选择单元互相配合,PE 阵列执行时跳过了 0 值相

关无效指令,使得稀疏网络的总指令执行次数比密

集网络平均减少了 69. 21% 。 而稀疏数据相对较少

的卷积 层 指 令 减 少 的 次 数 较 少, 以 VGG16 的

CONV2 2 层为例,因为 CONV2 2 层中无效的激

活数据只有 19. 00% ,即存在的 0 值数据相对较少,
对应的无效指令也较少,所以减少的指令执行次数

也相对较少。 综上所述,本文提出的基于数据感知

的指令动态过滤方式可以有效减少指令执行次数,
去除稀疏性带来的影响,从而提升 DyCNN 的性能和

能效。

图 13　 DyCNN 运行稠密和稀疏网络的指令执行次数减少

比例(左边的坐标轴(柱)表示各类指令在总减少指

令中所占比例;右边的坐标轴(曲线)表示总指令减

少比例)

6　 结 论

本文针对稀疏卷积神经网络提出了一个高效灵

活的硬件加速结构 DyCNN。 DyCNN 基于 CGRA 设

计,可以充分利用其高指令并行性来支持 CNN 的操

作。 此外,针对稀疏卷积神经网络中激活值和权值

的 2 种稀疏性并存的挑战,DyCNN 设计了基于数据

感知的指令动态过滤机制滤除了卷积运算中大量的

无效计算和访存指令的执行,避免了不必要的片外

指令和数据访存,减少了无效指令的执行次数,增加

了各计算单元指令的片上重用效率。 同时 DyCNN
提出了基于负载感知的动静结合负载均衡策略保证

了 PE 之间的负载均衡。 实验表明,本文提出的加

速结构 DyCNN 在性能和能耗方面具有优势,能够为

规模越来越大、演进迅速的稀疏卷积神经网络加速

提供有效的解决方案。
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convolutional neural networks
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Abstract

A novel accelerator named DyCNN is proposed for sparse convolutional neural network (CNN) that has the in-
creasing scale and rapid evolution. DyCNN is an energy-efficient and flexible accelerator,which is based on coarse
grained reconfigurable architecture (CGRA). DyCNN utilizes a data-aware dynamic filtering mechanism to elimi-
natea large number of invalid calculations and memory accesses caused by the static sparsity of filters and dynamic
sparsity of activation values in sparse convolutional neural network and increase the on-chip reuse of instructions
among processing units. Meanwhile, a dynamic work-stealing strategy combined with a static work distribution
scheme is proposed to alleviate the load imbalance caused by the sparsity of filter and activation values. Overall,
DyCNN achieves a 1. 69 × speedup and 3. 04 × energy savings on average when running sparse CNN compared
with running dense CNN. DyCNN achieves 2. 78 × , 1. 48 × speedup and 35. 62 × and 1. 17 × energy savings com-
pared with the state-of-the-art GPU (cuSPARSE) and Cambricon-X solutions respectively.

Key words: sparse convolutional neural network (CNN), dedicated accelerator, coarse-grained reconfigu-
rable architecture(CGRA), dynamic instruction filtering, dynamic workload balance
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